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RESUMEN

La alta disponibilidad de informaciéon almacenada en bases de datos producida por el desarrollo de las
tecnologias de la informética y las comunicaciones, ha dificultado el proceso de andlisis de los datos
recopilados manualmente. Es por ello que surge la técnica de Mineria de Datos con el objetivo de
identificar patrones de comportamiento y extraer conocimientos ocultos en grandes volimenes de
informacién de forma automatica. La siguiente investigacion presenta el analisis de los algoritmos de
arboles de decision ID3, C4.5 y Decision Stump como mejor solucién a integrar al Sistema Gestor de
Bases de Datos (SGBD) PostgreSQL, debido a las deficiencias que presentan las herramientas libres
existentes para realizar el andlisis de la informacién y con el fin de aprovechar sus potencialidades e
incrementar las funcionalidades del mismo. El desarrollo de los algoritmos estuvo guiado por la
metodologia de desarrollo de software Extreme Programming (XP), la cual posibilitd obtener los resultados
esperados. También se realizaron las pruebas de caja negra a la solucién, asi como el proceso de Mineria
de Datos, aportando una valoracion acerca de la calidad de los algoritmos implementados y verificando el
cumplimiento de los objetivos propuestos. Con el desarrollo de la extension integrada al Sistema Gestor

de Bases de Datos mencionado se contribuye a un mejor analisis de los datos.

PALABRAS CLAVE: arboles de decision, mineria de datos, PostgreSQL, sistema gestor de bases de

datos.
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ABSTRACT

The high availability of information stored in databases produced by the development of information and
communications technologies has difficulted the process of analyzing the manually collected data. That is
why Data Mining techniques were created, with the objective of identifying patterns and automatically
extract knowledge hidden in large volumes of information. The following research presents the analysis of
the decision tree algorithms ID3, C4.5 and Decision Stump as the better solution to integrate with the
Database Management System (DBMS) PostgreSQL, considering the deficiencies that open source tools
presents at the time of analyzing data and with the objective of using its potential and increase its
functionalities. The development of the algorithms was guided by the software development methodology
Extreme Programming (XP), which allowed to obtain the expected results. Black box tests were carried out
on the solution, as well as the Data Mining process, providing an assessment of the quality of the
implemented algorithms, and verifying compliance with the objectives. With the development of the
extension integrated to the mentioned Database Management System a contribution was made to the

better analysis of the data.

Keywords: decision trees, data mining, PostgreSQL, database management system.
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INTRODUCCION

Con el desarrollo incremental de las tecnologias en el mundo, ha surgido un aumento en la
informacién almacenada en Bases de Datos, implicando que todas las instituciones y empresas se
han hecho dependientes de los medios informaticos para su funcionamiento habitual. Gracias a este
volumen de informaciébn muchas entidades han podido predecir su futuro comercial siguiendo

patrones estadisticos de su pasado.

Para lograr esto se hace necesario analizar minuciosamente toda esta informacion, inicialmente se
hacia a través de expertos, pero esto se convertia en una tarea tediosa y casi imposible de lograr
cuando el volumen de datos era muy grande. Por este motivo surgen técnicas y herramientas
automatizadas, capaces de hallar patrones estadisticos en un conjunto de informacién, garantizando

gue entre mas grande sea la fuente de datos mas exacta seria la prediccién.

Dentro de estas técnicas se encuentra la Mineria de Datos (MD), que actualmente es una de las mas
usadas para encontrar patrones, tendencias, comportamientos y conocimiento Gtil que estan ocultos
en los datos recopilados. La misma se aplica en diversas ramas tales como la educacion, la
medicina, las finanzas y los negocios de mercado, obteniendo resultados satisfactorios. Dentro de la
MD existen disimiles técnicas entre las cuales se encuentran la de arboles de decisién la cual es una

de las mas utilizadas, segun diversos estudios realizados. (1)

Esta técnica se caracteriza por la sencillez de su representacion y de su forma de actuar, ademas de
la facil interpretacion dado a que puede ser expresada en forma de reglas de decisién. Una de las
grandes ventajas de los arboles de decision es que, en su forma mas general, las opciones posibles
a partir de una determinada condicibn son excluyentes. Esto permite analizar una situacién y

siguiendo el arbol de decision apropiadamente, llegar a una sola accion o decisién a tomar. (1)

Variadas son las investigaciones que se han realizado sobre la MD debido a la importancia que tiene
su uso, y es por ello que en Cuba siguiendo una politica de avance cientifico enfocada a alcanzar la
soberania tecnoldgica se estan desarrollando soluciones libres de costo de licencia que apoyan la
acertada toma de decisiones haciendo uso de la técnica antes mencionada. Un ejemplo vigente es la

Universidad de las Ciencias Informaticas (UCI), la cual ha sido reconocida como centro de avanzada de
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desarrollo y exportaciéon de software en el pais (2). En esta institucibn se encuentra el Centro de

Tecnologias de Gestion de Datos (DATEC), el cual posee proyectos que actualmente aplican la MD.

Existen numerosas herramientas para realizar el proceso de MD como YALE/Rapid Miner y WEKA,
las cuales necesitan conectarse al Sistema Gestor de Bases de Datos (SGBD) y si en estos existe un gran
volumen de datos para analizar, el proceso se vuelve engorroso. También estan los gestores Oracle y
SQL Server que cuentan con un modulo de técnicas de MD. Estos modulos permiten ganar en rapidez
en los tiempos de respuesta, ya que no seria necesario transformar los datos. Aunque estos gestores
cuentan con la implementacion de algoritmos de MD, son herramientas cuyas licencias de uso y el
soporte las hacen altamente costosas. Es por ello que en el departamento PostgreSQL, se esta
potenciando el uso del SGBD PostgreSQL con la inclusién de extensiones que permitan realizar MD.
Ya se han desarrollado algunas de estas extensiones que incluyen algoritmos como reglas de
asociacion, reglas de induccion y el ID3 el cual es un algoritmo de &rboles de decisién, pero este
presenta como deficiencias que del conjunto de reglas que se obtienen como resultado derivadas del
arbol de decisién solo el 83% coincidian con el resultado mostrado por la herramienta Weka. Ademas
de solo permitir trabajar con tablas que las clases tuvieran los siguientes valores “si, +, p, Si, no, -, n,
No” de lo contrario era necesario hacerle modificaciones al codigo para poder realizar el analisis. La
validacion de estos algoritmos implementados fue aplicada al almacén de datos de ensayos clinicos
Racotumumab del Centro de Inmunologia Molecular y a la base de datos del Sistema de Genética
Médica respectivamente, obteniendo resultados satisfactorios y asi comprobar que con la integracion
de los algoritmos al gestor se permiten aprovechar las potencialidades del mismo para el andlisis de los

datos.

A pesar de la existencia de algoritmos de MD integrados a PostgreSQL no son suficientes si se tiene
en cuenta que existen muchos de ellos con objetivos especificos en dependencia de los datos que se
analizan. Al contar con un Unico algoritmo de MD de la técnica de arboles de decision y teniendo en
cuenta que este presenta algunas deficiencias siendo esta una de las técnicas mas utilizadas (ver

anexol), se desaprovechan las ventajas del gestor PostgreSQL dado sus potencialidades.

De acuerdo a la problemética planteada se identifica como problema cientifico:

¢, Cémo lograr el analisis de los datos en el gestor de Bases de Datos PostgreSQL aplicando MD?
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Se plantea como objeto de estudio la MD en PostgreSQL y como campo de accidn las técnicas de

arboles de decision de la MD en PostgreSQL.

Para dar solucion al problema cientifico se traza como objetivo general: Desarrollar una extension

de arboles de decisién para el gestor de base de datos PostgreSQL que permita analizar el

comportamiento de los datos almacenados.

Objetivos especificos:

Analizar la técnica de MD: arboles de decisién para la seleccion de los algoritmos a
implementar.

Implementar los algoritmos de la técnica de MD: arboles de decisidon para agregarlos como
una extensiéon al SGBD PostgreSQL.

Integrar los algoritmos implementados al SGBD PostgreSQL para el analisis del
comportamiento de los datos.

Validar la solucion propuesta para la verificacién del correcto funcionamiento de los algoritmos

implementados.

Guiados por lo expuesto anteriormente y para apoyar la investigacion se plantean las siguientes

preguntas cientificas:

[EEY

ok w D

. ¢,Cudl es la concepcion actual sobre las herramientas utilizadas para realizar mineria de

datos?

¢, Qué herramientas se deben utilizar para el desarrollo de la extensi6on?

¢, Coémo se deben desarrollar las funcionalidades identificadas?

¢, Como integrar los algoritmos de mineria de datos con el SGBD PostgreSQL?

¢, Cémo validar los algoritmos integrados al SGBD PostgreSQL?

Para cumplir con los objetivos planteados se trazaron las siguientes tareas de la investigacion:

Seleccién de los algoritmos de arboles de decisién a implementar.

Seleccidén de las tecnologias a utilizar para la implementacion de los algoritmos.

Analisis de los lenguajes de programacion y herramientas para la implementacion de los
algoritmos.

Implementacién de los algoritmos para la integracion al SGBD PostgreSQL.
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5. Creacion de la extension de MD para la integracién al SGBD PostgreSQL.
Incorporaciéon de la extensibn creada al SGBD PostgreSQL para el analisis del
comportamiento de los datos.
Disefio de los casos de pruebas para validar los algoritmos implementados.

8. Validacién de los algoritmos implementados para la verificacion del correcto funcionamiento

de los mismos.

Para la realizacion del presente trabajo de diploma se pusieron en préactica varios métodos de
investigacion: Tedricos y Empiricos. Los métodos teoricos son aquellos que permiten las relaciones
esenciales del objeto de investigacion, son fundamentales para la comprension de los hechos y para
la formulacion de la hipétesis de investigacion. Los métodos tedricos potencian la posibilidad de
realizaciéon del salto cualitativo que permite ascender del acondicionamiento de informacidon empirica

a describir, explicar, determinar las causas y formular la hipotesis investigativa. (3)

Dentro de los métodos tedricos utilizados se encuentra el Analitico-Sintético ya que fue necesario el
andlisis de las teorias y los documentos referenciados con el objetivo de extraer los elementos mas
importantes que se relacionan con la MD en PostgreSQL, y de plasmar la informacién encontrada en

las diferentes bibliografias con el fin de lograr una alta comprensién del contenido.

También se hizo tangible el uso del método Analisis Histérico- Logico para evaluar la trayectoria
real de un conjunto de algoritmos de &rboles de decisién existentes en el ambito de la MD. Los
cuales tienen la capacidad de encontrar patrones estadisticos en un cumulo de informacion
extremadamente grande. Asimismo, permitié constatar teéricamente como han evolucionado estos

algoritmos en busca de los mas idéneos para la solucién a brindar.

Se emplean ademas otros métodos tales como la Observacién y las Entrevistas, ambos
pertenecientes a los métodos empiricos. El primero se evidencia en la observacion de otras
herramientas en funcionamiento que poseen algoritmos de MD, para clasificar y analizar la
efectividad y eficiencia de estos en la busqueda de criterios en la informacién contenida en las bases
de datos. Las entrevistas se le realizaron a un total de 2 especialistas de la facultad 6 (MSc. César
Raul Garcia Jacas y MSc. Asnay Guirola Gonzalez) con amplios conocimientos en el tema de

investigacion, con el fin de conocer el objeto de investigacion desde un punto de vista externo, sin
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gue se requiera aun la profundizacién en la esencia del fendbmeno. Se efectia una entrevista
informativa y no estructurada focalizada al tema de los algoritmos de arboles de decision como

técnica de MD.
El presente documento se encuentra estructurado en tres capitulos.

Capitulol: Fundamentacion Teérica.

En el Capitulo 1 se realiza un estudio sobre las herramientas y metodologias usadas en el proceso
de MD. Se define el lenguaje de programacién y la herramienta a utilizar para implementar los
algoritmos asi como la metodologia de desarrollo de software para la realizacion de la extensién.
También se seleccionaron los algoritmos a implementar de arboles de decisién y se muestra una

descripcion de los mismos.
Capitulo 2: Descripcion de la Solucion.

En el Capitulo 2 se describen las principales caracteristicas que tendra la extension. Se presenta una
descripcion de los algoritmos implementados incluyendo un fragmento del cédigo asi como una breve
explicacién de todas las funciones implementadas. Ademas se muestra como fueron integradas al
SGBD PostgreSQL 9.3.

Capitulo 3: Aplicacion y Validacién de la Solucion Propuesta.

En el Capitulo 3 se analizan las técnicas que define la metodologia XP para disefiar los casos de
pruebas que guiaran la validacion de la extensién. Se muestra el desarrollo de la validaciéon de los
algoritmos implementados mediante el uso de las pruebas de caja negra. Ademas se aplica el

proceso de MD a la base de datos de Genética Médica.
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CAPITULO 1: FUNDAMENTACION TEORICA.

Introduccion

En este capitulo se explica la relaciéon de la Inteligencia Artificial con la MD. Ademas, se analizan los
arboles de decision dentro de las técnicas que realizan MD, con el fin de seleccionar los algoritmos a
implementar. También, se tratan las herramientas de MD propietarias y las desarrolladas bajo licencia
libre. Asimismo se caracterizan las metodologias utilizadas tanto en el proceso de desarrollo de software
como en el proceso de MD, y las herramientas y el lenguaje de programacioén a utilizar para el desarrollo

de la extension.

1.1 Mineria de datos

La Inteligencia Artificial (IA) es un campo que por sus investigaciones trata de ser independiente de la
informatica, y se define como la técnica de software que los programas utilizan para dar solucién a algun
tipo de problema, pero tratando de asemejar el comportamiento inteligente que se observa en la
naturaleza; es decir, trata de resolver problemas y tomar decisiones similares a las que toman los seres
humanos al afrontar la vida diaria, realizando programas de computadora que aumenten la capacidad o
“‘inteligencia“ de las mismas; el objetivo de las investigaciones de la IA es, aumentar la utilidad de las

MmAaguinas y sus procesos. (4)

Dentro de la IA existen un conjunto de técnicas para la extraccion de conocimiento implicito en las bases
de datos, que se conoce como MD, esta es una de las fases mas importantes dentro del proceso:
descubrimiento de conocimiento en bases de datos (KDD, por sus siglas en inglés: Knowledge Discovery
from Databases). Este proceso se ha desarrollado en los Ultimos afios y consta de una secuencia iterativa
de etapas o fases, las cuales son: preparacion de los datos (seleccion y transformacién), MD, evaluacion,

interpretacién y toma de decisiones. (5)

La MD basicamente consiste en extraer informaciéon de un conjunto de datos y transformarla en una
estructura comprensible para su uso posterior mediante algoritmos de prediccién, clasificacion y

segmentacion. Por lo que se pudiera afirmar que la MD tiene su base en la IAy en el analisis estadistico.

(6)



%&%&7/{/0 /- :%z(/mn(w/mf‘in//z lecrica.

En muchas situaciones, el método tradicional de convertir los datos en conocimiento consiste en un
analisis e interpretacion realizada de forma manual. El especialista en la materia, analiza los datos y
elabora un informe o hipotesis que refleja las tendencias de los mismos. Esta forma de actuar es lenta,
cara y altamente subjetiva, de hecho, el analisis manual es impracticable en dominios donde el volumen
de los datos crece exponencialmente, debido a que la enorme abundancia de datos desborda la
capacidad humana de comprenderlos sin la ayuda de herramientas potentes. Consecuentemente, muchas
decisiones importantes se realizan, no sobre la base de la gran cantidad de datos disponibles, sino
siguiendo la propia intuicion del usuario al no disponer de las herramientas necesarias. Esta es la principal

funcion de la MD: resolver problemas analizando los datos presentes en las bases de datos.
Entre las multiples definiciones que identifican a la MD se encuentran:

La Mineria de Datos por las siglas en inglés Data Mining es el proceso de extraer conocimiento Util y
comprensible, previamente desconocido, desde grandes cantidades de datos almacenados en distintos
formatos. Las herramientas de la MD predicen futuras tendencias y comportamientos, permitiendo en los

negocios la toma de decisiones. (7)

Una definicién tradicional es la siguiente: Un proceso no trivial de identificacion valida, novedosa,
potencialmente Util y entendible de patrones comprensibles que se encuentran ocultos en los datos.
Desde el punto de vista empresarial, se define como: La integracién de un conjunto de areas que tienen
como proposito la identificacion de un conocimiento obtenido a partir de las bases de datos que aporten

un sesgo hacia la toma de decisiones. (8)

...el proceso de descubrir conocimientos interesantes, como patrones, asociaciones, cambios,
anomalias y estructuras significativas a partir de grandes cantidades de datos almacenadas en Bases

de Datos, Data-Warehouse, o cualquier otro medio de almacenamiento de informacién”. (9)

Algunos ejemplos de la aplicacién de la MD son:

e Deteccion de habitos de compra en supermercados.
e Deteccién de patrones de fuga.
e Detectar en las industrias aquellos clientes que puedan estar pensando en terminar sus contratos

para pasarse a la competencia.
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e Deteccidn de transacciones de blanqueo de dinero, fraude en el uso de tarjetas de crédito o de
servicios de telefonia movil.
e Analisis del comportamiento de los visitantes en una pagina de Internet, o la utilizacién de la
informacion sobre ellos para ofrecerles propaganda adaptada especificamente a su perfil.
De manera general, puede afirmarse que la MD es un proceso apoyado en técnicas y herramientas que

descubren, a partir de datos almacenados, informacion util que brinda algin beneficio a una organizacion.

1.1.1 Técnicas de MD

Las técnicas de MD intentan obtener patrones o modelos a partir de los datos recopilados, donde la
valoracion del usuario suele decidir si los modelos obtenidos son utiles 0 no. Dichas técnicas no son
mas que algoritmos sofisticados que se aplican sobre un conjunto de datos para obtener resultados,
patrones o0 modelos a partir de los datos recopilados. Se clasifican en dos grandes categorias:

supervisadas o predictivas y no supervisadas o descriptivas.

Numénco
Clustenng CcConceptunt
Probabilistico

NO supervisagas

Asociacion A Prnon
Téecnicas Regresion
Predaiccion Arpoles de Prediccion

Estumador ade Nucleos

Supervisaoas Tabla de Decision

Arboiles de Decision
Induccion ade Reglas
Bayesiand

Clasincacion Basacdo en Ejemplares

Roedes de Neuronas
LOgIca Bormrosn

Técnicas Gendticas

Fig. 1: Técnicas de MD. (10)
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Entre los diversos tipos de técnicas que contiene la MD, se destacan las técnicas de clasificacion que se
encargan de dividir un conjunto de datos en grupos mutuamente excluyentes, de tal forma que cada
miembro de un grupo esté lo mas cerca posible de otros y que grupos diferentes estén lo mas lejos
posible de otros, donde la distancia se mide con respecto a las variables especificadas, que se quieren

predecir. Dentro de este grupo se encuentra la técnica arboles de decision.

1.2 Arboles de decisién

Los arboles de decision son una de las técnicas de aprendizaje inductivo supervisado, se utilizan para la
prediccion y se emplea en el campo de inteligencia artificial, donde a partir de una base de datos se
construyen diagramas de construccion légica (11). Los modelos de arboles de decisibn son
comunmente usados en la MD para examinar los datos e inducir las reglas para realizar predicciones.
Constituyen una de las principales técnicas de MD. Son féaciles de usar, tolerantes a atributos no

significativos y a valores faltantes.

Entre las facilidades de utilizar un arbol de decisiones se encuentra que permite plantear claramente el
problema de tal manera que todas las opciones sean analizadas, es decir, hacer un andlisis rapido de
todas las consecuencias de las posibles decisiones. Ya que utiliza un esquema que cuantifica el costo
de los resultados y las probabilidades de que los diferentes resultados aparezcan, eso ayuda a tomar

decisiones adecuadamente. (12)

Su utilizacion cotidiana se puede dar en diagndsticos médicos, predicciones meteoroldgicas, controles
de calidad, y otros problemas que necesiten de analisis de datos y toma de decisiones. Sin embargo, se
tiene un uso amplio en la toma de decisiones de inversion, reinversién, politicas de créditos vy
financiamiento a corto y largo plazo. Dentro de la Gerencia y la Administracién financiera seran de gran
ayuda pues se lograra tener un mapa que pueda medir el riesgo y beneficios de las decisiones tomadas,
claramente sera de mayor precision en cuanto se pueda contar con la mayor cantidad de informacion

posible que nos permitan elegir las opciones que minimicen el riesgo y maximicen los beneficios. (12)

Permiten ademas reducir la cantidad de variables para realizar el analisis. Representan una gran
ventaja respecto a las demas técnicas de clasificacién, ya que permiten representar el conocimiento

extraido en un conjunto de reglas. (13)
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Dentro de la técnica de arboles de decision se encuentran los algoritmos ID3, C4.5 y Decision Stump,
los cuales son la propuesta de implementacion, dado a las caracteristicas que estos presentan. En el
caso del primer algoritmo ID3 es capaz de tomar decisiones con gran precision, trabaja con atributos
cuyos valores sean discretos y es iterativo, lo que permite hallar el arbol correcto en unas pocas
iteraciones. El C4.5 trabaja ademéas con atributos que presentan valores continuos y valores
desconocidos. Decision Stump es un algoritmo sencillo que genera un arbol de decisién de un Unico
nivel, pero la implementacién es muy completa, dado que admite tanto atributos numéricos como
simbdlicos y clases de ambos tipos también. Debido a las funciones antes mencionadas, estos
algoritmos son los més utilizados en el proceso de realizacion de MD (14) y ademas tienen gran utilidad

en diferentes ramas.
Algoritmo ID3 integrado al SGBD PostgreSQL

Dado a las diversas ventajas que el algoritmo ID3 presenta, fue integrado al SGBD PostgreSQL en el
afio 2012 por la MSc. Yadira Robles Aranda. Aunque su realizacion por si solo representaba una gran
ventaja, se detectd que no era una solucidon genérica. EI mismo trabajaba con valores fijos en el
clasificador, limitando el proceso de analisis de los datos para cualquier tipo de informacién, pues en la
mayoria de los casos los datos analizados eran distintos. Esta desventaja traia consigo que habia que
hacer modificaciones a las tablas o al cédigo para poder analizar dichos datos, donde se necesitaba
tener conocimientos de base de datos. Por otra parte el resultado obtenido no era totalmente confiable,
pues no mostraba la misma cantidad de reglas obtenidas cuando se comparaba con otras herramientas
como Weka?, coincidiendo solamente el 83% como promedio en cada analisis, lo que no le permitia a
los especialistas tomar correctamente decisiones importantes, y afectaba alin méas cuando los datos
contenian informacion sensible.

Por tales motivos es que se propone reimplementar dicho algoritmo para extender su aplicacion a
diversas ramas de la sociedad y ayudar a una correcta toma de decisiones relacionada con problemas
afines.

A continuacion se muestra un fragmento de la funciéon implementada para dicho algoritmo, donde se

puede evidenciar las deficiencias que este presenta.

1 weka: es una coleccion de algoritmos de aprendizaje automatico para tareas de mineria de datos. (17)

10
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while finc = 0

Toop
delete from aa;
execute 'select count(*) from ejemplo where ' [[32]]' din ("'si'", "'"4+'",
it TR 'Y dnto pi
execute 'select count(*) from ejemplo where ' [ 32" 0 ' "Moot 'y,
I e T T
ph:=p4n;
if p=0 or n=0 then
i:=0;
. els
ji= —Cpfpn}*(WogC2 pd-log 2,pn2i-insenld* (log (2, n) - Tog
2,pnJl:;--informaci ' on
ehd if:
EXECUTE 'select count(*) from ejemplo where ' ||atr1b coTumn _name|| ' =
ettt dwaleores | and 32010 An O sT0 et s ? " dnto pl;
EXECUTE 'select count(*) from ejemplo where ' ||atr1b column_name| | ' =
ottt waleres | " and 13211 An O M, P =", D it nd
pnl:=pl+nl;
if pl=0 or nl=0 then
il:=0;
Fig. 2: Fragmento de cddigo del algoritmo ID3 existente. (15)
1.21 1ID3

El algoritmo ID3 que significa "induccion mediante arboles de decision"” es capaz de tomar decisiones
con gran precisién. Es un sistema de aprendizaje supervisado que aplica la estrategia "divide y
venceras" para hacer la clasificacion, implementando métodos y técnicas para la realizacion de
procesos inteligentes, representando asi el conocimiento y el aprendizaje, con el propdésito de

automatizar tareas. (11) (16)

El ID3 es un algoritmo simple y a la vez potente, cuya mision es la elaboracién de un arbol de decision.
El procedimiento para generar un arbol de decisidon consiste en seleccionar un atributo como raiz del
arbol y crear una rama con cada uno de los posibles valores de dicho atributo. Con cada rama
resultante (nuevo nodo del arbol), se realiza el mismo proceso, esto es, se selecciona otro atributo y se
genera una nueva rama para cada posible valor del atributo. Este procedimiento continla hasta que los
ejemplos se clasifiquen a través de uno de los caminos del arbol. El nodo final de cada camino sera un
nodo hoja, al que se le asignara la clase correspondiente. Asi, el objetivo de los arboles de decisién es

obtener reglas o relaciones que permitan clasificar a partir de los atributos. (11) (16)

En cada nodo del arbol de decisién se debe seleccionar un atributo para seguir dividiendo, y el criterio
gue se toma para elegirlo es: se selecciona el atributo que mejor separe (ordene) los ejemplos de
acuerdo a las clases. Para ello se emplea la entropia, que es una medida de cédmo esta ordenado el
universo. La teoria de la informacion (basada en la entropia) calcula el nimero de bits (informacion,

preguntas sobre atributos) que hace falta suministrar para conocer la clase a la que pertenece un

11
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ejemplo. Cuanto menor sea el valor de la entropia, menor serd la incertidumbre y mas util sera el
atributo para la clasificacion. Se define como entropia: dado un conjunto de eventos A = {4;,4,, ..., A, },
con probabilidades {p;,p3, ..., pn}, la informacion en el conocimiento de un suceso A4; (bits) se define en
la ecuacion de la figura 3 (Fig. 3). En esta figura se muestra la propiedad del logaritmo aplicada en la

ecuacion de la informacion para conformar la ecuacion de la informacion media. (11) (16)

I(4, )=log

&2

1) o
| — |=—log,(p,)
vy

Fig. 3: Ecuacion de la informacién. (16)

La informacién media de A (bits) se muestra en la ecuacion de la figura 4 (Fig. 4). Esta consiste en la
sumatoria de la multiplicacién de la probabilidad por el logaritmo de dicha probabilidad dado un atributo
A;.

I4)= ip_,.ﬂfi,_. )= —ipl_.fog_-fpf )

=1

Fig. 4: Ecuacién de la informacion media. (16)

Si se aplica la entropia a los problemas de clasificacion se puede medir lo que se discrimina (se gana
por usar) un atributo A; empleando para ello la ecuacion de la figura 5 (Fig. 5), en la que se define la

ganancia de informacién.
G4, )=1-1I(4,)
Fig. 5: Ecuacién de la ganancia de informacién. (16)
Siendo I la informacion antes de utilizar el atributo, e I(4;) la informacién después de utilizarlo. Se
definen ambas en las ecuaciones de la figura 5 (Fig. 5). Una vez explicada la heuristica empleada para

seleccionar el mejor atributo en un nodo del arbol de decisién, se muestra el pseudocédigo del algoritmo
ID3:

12
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W

Fig. 6: Pseudocadigo del algoritmo ID3. (10)

El ID3 es capaz de tratar con atributos cuyos valores sean discretos, es iterativo que elige al azar un

subconjunto de datos a partir del conjunto de datos de “entrenamiento” y construye un arbol de decision

a partir de ello. De esta forma se puede hallar el arbol correcto en unas pocas iteraciones, procesando

un conjunto de datos. (16)

122 C45

El algoritmo C4.5 fue desarrollado por JR Quinlan en 1993, como una extension del algoritmo ID3 que
desarrollé en 1986, que permite:

1. Empleo del concepto razén de ganancia (GR, [Gain Ratio])

2. Construir arboles de decisién cuando algunos de los ejemplos presentan valores desconocidos para algunos

de los atributos.

3. Trabajar con atributos que presenten valores continuos.

4. Obtencion de Reglas de Clasificacion. (10) (16)

13
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Razdn de Ganancia

El test basado en el criterio de maximizar la ganancia tiene como ventaja la eleccién de atributos con muchos
valores. Esto es debido a que cuanto mas fina sea la participacion producida por los valores del atributo,
normalmente, la incertidumbre o entropia en cada nuevo nodo sera menor, y por lo tanto también sera menor la
media de la entropia a ese nivel. C4.5 maodifica el criterio de seleccién del atributo empleando en lugar de la

ganancia la razén de ganancia, cuya definicibn se muestra en la ecuacion de la figura 7 (Fig. 7).

Gi4,) G(A, )
IrDivisién A, ) mid (n, )
R et L5 el

J=] 1 LY

¥

GR(A, )=

Fig. 7: Ecuacion de la razén de ganancia del algoritmo C4.5. (16)
Al término I(Division A;) se le denomina informacion de ruptura. En esta medida cuando n;; tiende a n, el

denominador se hace 0.

PSEUDOCODIGO DE C4.5

Funcion C4.5

R: conjunto de atributos no clasificadores,

C: atributo clasificador,

S conjunto de entrenamiento, devuelve un arbol de decision

Comienzo
Si S esta vacio,
Devalver un tnico nodo con Valor Falla; ‘para formar el nodo raiz
Si todos los registros de S tienen el mismo valor para el atributo
clasificador,

Devaolver un Unico nodo con dicho valor;  “un unico nodo para todos
Si R esta vacio,
Devolver un Unico nodo con el valor mas frecuente del atributo
Clasificador en los registros de S [Mota: habra errores, es decir,
Registros gue no estaran bien clasificados en este casol;
Si R no esta vacio,
D <atributo con mayor Proporcion de Ganancia (D,S) entre los
atributos de R;
Sean {d] | j=1.2,..... m} los valores del atributo D;
Sean {d] | j=1.2...... m} los subconjuntos de S correspondientes a los
valores de dj respectivamente;
Devolver un arbol con Ia raiz nombrada como D vy con los arcos
nombrados d1, d2,.....dm, que van respectivamente a los arboles
C4 5(R-{D}, C, 8I), C4 5(R-{D}, C, 52), C4 A(R-{D}, C, Sm);
Fin

Fig. 8: Pseudocddigo del algoritmo C4.5. (16)

14
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Atributos Continuos

El tratamiento que realiza C4.5 de los atributos continuos esta basado en la ganancia de informacion, al igual
gue ocurre con los atributos discretos. Si un atributo continuo A; presenta los valores ordenados vy, vy, ..., vy, S€

) v ) .
comprueba cual de los valores z; :% ;1 <j<mn, supone una ruptura del intervalo [v,v,] en dos

subintervalos [vl,zj] ¥y (zj,v,] con mayor ganancia de informacion. El atributo continuo, ahora con dos unicos

valores posibles, entrar4 en competencia con el resto de los atributos disponibles para expandir el nodo.
Obtencion de Reglas de Clasificacion

Cualquier arbol de decisioén se puede convertir en reglas de clasificacion, entendiendo como tal una estructura
del tipo Si <Condicion> Entonces <Clase>. El algoritmo de generacién de reglas consiste basicamente en, por
cada rama del arbol de decision, las preguntas y sus valores estaran en la parte izquierda de las reglas y la
etigueta del nodo hoja correspondiente en la parte derecha (clasificacion). En la figura 9 (Fig. 9) se muestra el

algoritmo completo de obtencion de reglas. (10)

un conjunto de reglas, R

Fig. 9: Pseudocdédigo del algoritmo de obtencion de reglas de C4.5. (16)
1.2.3 Decision Stump

El algoritmo Decision Stump que significa “arbol de decision de un dnico nivel’, utiliza un Unico atributo para
construir el arbol de decision. La eleccién del tnico atributo que formara parte del arbol se realizara basandose
en la ganancia de informacién, y a pesar de su simplicidad, en algunos problemas puede llegar a conseguir

resultados interesantes. El arbol de decision tendra tres ramas: una de ellas sera para el caso de que el atributo
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sea desconocido, y las otras dos seran basados en dos casos. Para el caso de los atributos simbdlicos la
segunda rama sera cuando el valor del atributo sea igual a un valor concreto y la tercera distinta a dicho valor.
En el caso de atributos numéricos la segunda rama sera cuando el valor sea mayor y la tercera cuando el valor

sea menor a un determinado valor.

En el caso de los atributos simbdlicos se considera cada valor posible del mismo y se calcula la ganancia de
informacién con el atributo igual al valor, distinto al valor y valores desconocidos del atributo, en este caso se
busca el mejor punto de ruptura. Deben tenerse en cuenta cuatro posibles casos al calcular la ganancia de
informacién: que sea un atributo simbdlico y la clase sea simbdlica o que la clase sea numérica, o0 que sea un
atributo numérico y la clase sea simbodlica o que la clase sea numérica. A continuacion se comenta cada caso

por separado.
Atributo Simbdélico y Clase Simbdlica

Se toma cada vez un valor v, del atributo simbdlico A; como base y se consideran Unicamente tres posibles
amas en la construccion del &rbol: que el atributo A; sea igual a v,, que el atributo A; sea distinto a v, 0 que el
valor del atributo A; sea desconocido. Con ello, se calcula la entropia del atributo tomando como base el valor

escogido tal y como se muestra en la siguiente figura.

3
Zn,.jfag(nﬂ.]—f&.

(A, )= .= S . log(n.
( rbI/} nfog[Z’} if ; ik g{ .}If)

Fig. 10: Ecuacion de la entropia del atributo del algoritmo Decision Stump. (16)

En la ecuacién mostrada en la anterior figura el valor de j en la sumatoria va desde 1 hasta 3 porgue los valores
del atributo se restringen a tres: igual a vy, distinto a v, 0 valor desconocido. En cuanto a los parametros, n;; es
el nimero de ejemplos con valor j en el atributo i, n el nimero total de ejemplos y n;;;, el nimero de ejemplos

con valor j en el atributo i y que pertenece a la clase j.
Atributo Numérico y Clase Simbolica

Se ordenan los ejemplos segun el atributo A; y se considera cada z,, definido como el punto medio entre los

valores v, y v, 4, del atributo como posible punto de corte. Se consideran entonces como posibles valores del
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atributo el rango menor o igual a z,, mayor a z, Yy valor desconocido. Se calcula la entropia figura 10 (Fig. 10)
del rango tomando como base esos tres posibles valores restringidos del atributo.
Atributo Simbolico y Clase Numérica

Se vuelve a tomar como base cada vez un valor del atributo, tal y como se hacia en el caso Atributo Simbdlico y
Clase Simbdlica, pero en este caso se calcula la varianza de la clase para los valores del atributo mediante la

ecuacion se muestra en la figura 11 (Fig. 11).

3 S
Varfanza(Aw‘J = Z SS, -
=t Wj J

Fig. 11: Ecuacién de la varianza del algoritmo Decision Stump. (16)

En la ecuacion de la figura 11 (Fig. 11), S; es la suma de los valores de la clase de los ejemplos con valor j en
el atributo i, SS; es la suma de los valores de la clase al cuadrado y W; es la suma de los pesos de los ejemplos

(nimero de ejemplos si no se incluyen pesos) con valor j en el atributo.
Atributo Numérico y Clase Numérica

Se considera cada valor del atributo como punto de corte tal y como se hacia en el caso Atributo Numérico y
Clase Simbodlica. Posteriormente, se calcula la varianza tal y como se muestra en la ecuacion de la figura 11
(Fig. 11).

En cualquiera de los cuatro casos que se han comentado, lo que se busca es el valor minimo de la ecuacion
calculada, ya sea la entropia o la varianza. De esta forma se obtiene el atributo que sera raiz del arbol de
decision y sus tres ramas. Lo Unico que se hara por Ultimo es construir dicho arbol: cada rama finaliza en un
nodo hoja con el valor de la clase, que serd la media o la moda de los ejemplos que se clasifican por ese

camino, segun se trate de una clase numeérica o simbdlica. (10)
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1.3 Herramientas de Mineria de Datos

Las herramientas de la MD son utilizadas para encontrar patrones y comportamientos donde los volimenes de
datos son muy grandes y se dificulta hacer el andlisis de forma manual. Estas herramientas extraen de las
bases de datos conocimientos ocultos, que a un experto se le haria imposible encontrar debido a la magnitud de
los datos. De estas predicciones se puede hacer tomas de decisiones y sacar conclusiones estadisticas del
futuro de una institucion o empresa, permiten resolver situaciones que tradicionalmente tomarian mucho tiempo
solucionarlas. Actualmente existe una gran variedad de estas herramientas, y a continuacion se haran algunas

caracterizaciones de las mas utilizadas.

1.3.1 Herramientas Libres
Yale / Rapid Miner:

Las iniciales Yale responden a Yet Another Learning Environment, fue desarrollada en el lenguaje de
programacion Java, el cual integra completamente los cddigos de Weka y ademas permite realizar MD. Tiene
dos tipos de licencia, la gratuita bajo la licencia GPL y la propietaria. YALE puede importar informacién a partir
de sistemas de Base de Datos como PostgreSQL y Microsoft SQL Server. Se requiere tener instalado con

anterioridad el Java Runtime Environmentde Sun.

Caracteristicas de YALE / Rapid Miner:
e Esun sistema para el descubrimiento del conocimiento y MD.
e Es un software de tipo cédigo abierto con licencia GNU GPL, basado en java.
e Trabaja bajo las plataformas Windows y Linux.
e Posee alrededor de 400 operadores que pueden ser combinados.
e La caracteristica mas importante es la capacidad de jerarquizar cadenas del operador y de construir
complejos arboles de operadores.
e Sulenguaje de encriptacién permite automaticamente una gran cantidad de experimentos.

e Permite gran cantidad de extensiones. (7)

Weka:

Weka acronimo de Waika to Enviroment for Knowledge Analysis es una herramienta para el analisis de datos

gue permite aplicar, analizar y evaluar las técnicas mas relevantes de andlisis de datos. Es una herramienta
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desarrollada en Java en la universidad de Waikato, Nueva Zelanda. Constituida por paquetes de cédigo abierto
con técnicas de pre-procesado, clasificacion, agrupamiento, asociacion y visualizacion. Cuenta con una interfaz

grafica que permite al usuario acceder y configurar las diferentes herramientas integradas.
La herramienta dispone de cuatro interfaces distintas:

1. Interfaz en modo texto: Permite la introduccién de todo tipo de comandos, pero no es posible
realizar representaciones graficas, el interfaz en modo texto permite instanciar las distintas clases

Java definidas en el programa Weka.

2. Interfaz Explorer: Es el interfaz grafico basico, en él se pueden mostrar graficamente tanto las
caracteristicas de los datos de partida como los resultados de los analisis. Permite introducir los
comandos con ayuda del mouse, seleccionando los operadores adecuados en menus

desplegables.

3. Interfaz Experimenter: Se trata de un interfaz grafico mas avanzado, en el que no solo se pueden
realizar andlisis sobre los datos, sino que ademas es posible comparar el funcionamiento de
diferentes algoritmos (por ejemplo, diferentes clasificadores) o bien comparar distintos ficheros de

datos.

4. Interfaz Knowledge Flow: Este ultimo interfaz permite representar como una red de operadores en
cascada los procesos a realizar sobre los datos (pre-procesado, seleccion de caracteristicas, ajuste de

un clasificador y evaluacion de los porcentajes de acierto esperables). (17)
Extensiones de MD en PostgreSQL.:

En el Centro de Tecnologias de Gestién de Datos (DATEC) que pertenece a la facultad 6 existen proyectos que
se dedican a potenciar las funciones del gestor de bases de datos PostgreSQL. Los proyectos antes
mencionados conforman el departamento PostgreSQL, el cual posee extensiones integradas al SGBD
con un total de 5 algoritmos de MD de los cuales 2 son de la técnica de reglas de asociacion, 2 de la técnica de
reglas de induccién y 1 de arboles de decision. La validacién de estos algoritmos implementados fue aplicada al
almacén de datos de ensayos clinicos Racotumumab del Centro de Inmunologia Molecular y a la base de datos

del Sistema de Genética Médica respectivamente, donde se obtuvieron resultados satisfactorios en las dos
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primeras técnicas. Dicha validacion permiti6 comprobar que los algoritmos integrados al gestor con resultados

exitosos posibilitan aprovechar las potencialidades de PostgreSQL para el analisis de los datos. (1) (18)

1.3.2 Herramientas Propietarias
Oracle Data Mining:

Oracle Data Mining es un modulo del SGBD Oracle que proporciona algoritmos de extraccion de datos muy
potentes que permite descubrir conocimientos ocultos en los datos, estos algoritmos se ejecutan como
funciones SQL nativas (19). Mediante el uso y comprensién de estos algoritmos se pueden construir modelos

predictivos de patrones y comportamientos para el futuro.

Las técnicas en MD se dividen en aprendizaje supervisado y aprendizaje no supervisado, la primera examina
minuciosamente los datos para buscar patrones y relaciones, en el caso de Oracle Data Mining incluye Bayes
Naive, Arbol de Decisién, Modelos Lineales Generalizados y Maquinas de Vectores Soporte (19). En el caso
de aprendizaje no supervisado se pretende encontrar asociaciones entre los datos, sin importar el objetivo de
negocio definido, para este tipo incluyen el algoritmo de cluster k-Means mejorado y el algoritmo de cluster

Particién Ortogonal, Reglas de Asociacion y Factorizacion de Matrices No Negativas.

Esta herramienta incluye una interfaz gréfica con el objetivo de que el usuario pueda crear, evaluar y aplicar
los distintos modelos de MD. Es una aplicacion flexible y facil de entender, mostrando los datos en forma

grafica.

SQL Server Data Mining:

SQL Server Data Mining es un médulo del SGBD SQL Server desarrollado por Microsoft, determinado
especificamente a analizar y comprender el conocimiento oculto que existe entre un conjunto de datos. La
misma tiene como caracteristica, que después de realizado el proceso de MD, incorpora el resultado
nuevamente en el modelo, obteniéndose un nuevo modelo de analisis, es capaz de realizar proceso de MD
sobre documentos de Microsoft Excel, entiende cuando, cémo y dénde aplicar sus algoritmos segun el tipo de
datos a analizar en el servidor SQL, realiza un procesamiento analitico en linea para la extraccién de datos
(OLAP), para acceder y proteger los objetos de MD utiliza el médulo Management Studio y para crear y

gestionar sus proyecto el Business Intelligence Development (1).

Esta herramienta tiene gran integracion con la plataforma de Base de Datos SQL Server, aprovechando su

desempenfio, seguridad y caracteristicas de optimizacion. Este modelo puede ser ampliado con nuevos
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algoritmos que respondan a necesidades particulares de sus clientes, y sus técnicas y algoritmos pueden ser

ejecutados en tiempo real.

1.3.3 Fundamentacién de la herramienta seleccionada

Después de realizada la investigacion exhaustiva sobre las herramientas de MD, la autora concuerda con la
investigacion previamente realizada por la Ing. Audrey Cordero Sanchez la cual afirma que YALE/Rapid Miner
y Weka liberadas ambas bajo licencia libre, presentan como desventaja el proceso de integracion con el
gestor, siendo de esta manera algo engorroso y extenso el andlisis de los datos. En el caso de los gestores
Oracle y SQL Server los cuales son unos de las mas potentes en la MD y son dependientes del SGBD,
presentan como desventaja ser herramientas propietarias, bajo licencias comerciales, y constituye un gran

gasto econémico su utilizacion.

La autora de la presente investigacion seleccioné como herramienta a utilizar PostgreSQL, herramienta libre
que en el trabajo con las extensiones de MD que se han realizado, una vez aplicadas, mostraron resultados
satisfactorios. Ademas, permite aprovechar las potencialidades del gestor para el andlisis de los datos. Por lo
antes planteado se decide desarrollar una extension para el SGBD PostgreSQL mediante la implementacion

de algoritmos de MD de arboles de decision.
1.4 Metodologia para aplicar la MD.

Para realizar un desarrollo tecnolégico se hace necesario tener en cuenta ciertas técnicas y procedimientos
que permitan llevar una adecuada documentacion sobre este desarrollo. Hoy, las metodologias son las que
recogen este conjunto de procedimientos, permitiendo de una forma organizada guiar al equipo de trabajo en
la implementacion. En la MD existen diversas metodologias encargadas de guiar el proceso de planificacion y
ejecucion de los proyectos como son: CRISP-DM (Cross Industry Standard Process for Data Mining),
SEMMA (Sample, Explore, Modify, Model, Asses), Metodologia de las cinco A“s (Asses, Access, Analyze,
Act, Automate), Modelo de proceso de MD de Two Crows, CRITIKAL (Client-Server Rule Induction
Technology for Industrial Knowledge Acquisition from Large Database) y Metodologia SQL Server- 2005.

Entre las mas conocidas y empleadas, segun un estudio realizado por el SAS Institute, esta: CRISP-DM.
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141 CRISP-DM

CRISP-DM acrénimo de Cross Industry Standard Process for Data Mining (segin sus siglas en Inglés) es una
metodologia que consiste en un conjunto de tareas descritas en cuatro niveles de abstraccion: fase, tarea
genérica, tarea especializada, e instancia de proceso; organiza el desarrollo de forma jerarquica en tareas

gue van desde el nivel mas general hasta los casos mas especificos en una serie de seis fases.
Niveles de abstraccion:

v' Fase: Se le denomina fase al asunto o paso dentro del proceso. CRISP-DM consta de 6 fases:
comprension del negocio, comprension de los datos, preparacion de los datos, modelacion,

evaluacion y explotacion.

v’ Tarea genérica: Cada fase estd formada por tareas genéricas, 0 sea, la tarea genérica es la
descripcion de las actividades que se realizan dentro de cada fase. Por ejemplo, la tarea “Limpiar los

datos” es una tarea genérica.

v Tarea especializada: La tarea especializada describe como se pueden llevar a cabo las tareas
genéricas en situaciones especificas. Por ejemplo, la tarea “Limpiar los datos” tiene tareas

especializadas, como limpiar valores numéricos, y limpiar valores categoricos.

v' Instancias de proceso: Las instancias de proceso son las acciones y resultados de las actividades
realizadas dentro de cada fase del proyecto. Las fases del proyecto de Mineria de acuerdo a lo
establecido por la metodologia CRISP-DM interactian entre ellas de forma iterativa durante el
desarrollo del proyecto. La secuencia de las fases no siempre es ordenada, 0 en ocasiones si se
determina al realizar la evaluacion que los objetivos del negocio no se cumplieron se debe regresar y

buscarlas causas del problema para redefinirlo. (20)

A continuacion se describen cada una de las fases en que se divide CRISP-DM:
v' Fase # 1- Comprensioén del negocio:

La primera fase es probablemente la mas importante, ya que es muy importante la capacidad de poder
convertir el conocimiento adquiriendo del negocio, en un problema de Data Mining y en un plan preliminar
cuya meta sea el alcanzar los objetivos del negocio. Las principales tareas que componen esta fase son las

siguientes:
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1. Determinar los objetivos del negocio.

2. Evaluacion de la situacion.

3. Determinacion de los objetivos de la MD.

v' Fase # 2- Comprension de los datos:

Esta fase comprende la recoleccion inicial de datos, en esta junto a las préximas dos fases, son las que

demandan el mayor esfuerzo y tiempo en un proyecto de MD. Las principales tareas que componen esta

fase son las siguientes:

Recoleccion de datos iniciales.
Descripcion de los datos.
Exploracién de datos.

Verificacion de la calidad de los datos.

v' Fase # 3- Preparaciéon de los datos:

En esta fase una vez efectuada la recoleccion inicial de datos, se procede a su preparacion para adaptarlos

a las técnicas de MD. Las principales tareas que componen esta fase son las siguientes:

Seleccion de datos.
Limpieza de los datos.
Estructuracion de los datos.
Integracién de los datos.

Formateo de los datos.

v Fase # 4- Modelado:

Las técnicas a utilizar en esta fase se eligen en funcion de los siguientes criterios:

v

v
v
v

Ser apropiada al problema.
Disponer de datos adecuados.
Cumplir los requisitos del problema.

Tiempo adecuado para obtener un modelo.
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v' Conocimiento de la técnica.
Las principales tareas que componen esta fase son las siguientes:
1. Seleccion de la técnica de modelado.
2. Generacion del plan de prueba.
3. Construccién del Modelo.
4. Evaluacién del modelo.

v Fase # 5- Evaluacion:

En esta fase se evalla el modelo, teniendo en cuenta el cumplimiento de los criterios de éxito del problema.

Las principales tareas que componen esta fase son las siguientes:

1. Evaluacion de los resultados.
2. Proceso de revision.
3. Determinacion de futuras fases.
v' Fase # 6- Implementacién:
Las tareas que se ejecutan en esta fase son las siguientes:
1. Plan de implementacion.
2. Monitorizacién y Mantenimiento.
3. Informe Final.
4. Revision del proyecto. (21)

Las ventajas encontradas en esta metodologia son:
» El proyecto de MD es visto de forma global y estrechamente relacionado al negocio en cuestion.

» Fue disefiada de forma neutra a la herramienta que se utilice para el desarrollo del proyecto,

brindando la facilidad de uso con cualquiera de ellas.
» Es una metodologia de distribucion libre.

» Muchas de las metodologias que se pueden encontrar en la actualidad se basan en este estandar.
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» Es la que cuenta con mayor aceptacion por parte de los desarrolladores de procesos de extraccion de

conocimientos a partir de datos. (21)

Se selecciona la metodologia CRISP-DM a utilizar en la presente investigacion, dadas las caracteristicas y
ventajas expuestas, ademas de que haciendo uso de ella se obtienen proyectos de MD de alta calidad. Es
una metodologia que brinda una facilidad de uso con cualquier herramienta que se utilice para el proceso
de MD.

1.5 Metodologia de desarrollo

Las metodologias de desarrollo tienen como objetivo facilitar la organizacion y planificacion de todas las
actividades a realizar en el desarrollo de software, definiendo los responsables y el tiempo que debe
demorar su cumplimiento. Son un conjunto de procedimientos, técnicas y ayudas a la documentacién para

el desarrollo de productos software. (22)

Las metodologias de desarrollo se dividen en agiles y tradicionales, las agiles valoran al individuo y las
iteraciones en el equipo mas que a las actividades y herramientas. Disminuye la documentacion vy
modelado del desarrollo. Es menos resistente a los cambios, no sigue una estricta planificacion. Este tipo

de metodologia es ideal, cuando se desea una alta calidad en el producto.

XP acrénimo de Extreme Programming o Programacién Extrema es una metodologia agil disefiada para
entornos dindmicos, pensada para equipos pequefios, orientada fuertemente hacia la codificacion,
haciendo énfasis en la comunicacion informal y verbal. Fomenta los valores de comunicacioén, simplicidad

y la retroalimentacion. (23)
El ciclo de vida de XP esta compuesto por las siguientes fases:

e Exploracion: los clientes plantean a grandes rasgos las Historias de Usuario que son de interés
para la primera entrega del producto.

e Planificacién: se establece la prioridad de cada Historia de Usuario y los programadores realizan
una estimacion del esfuerzo necesario de cada una de ellas.

e lteraciones: incluye varias iteraciones sobre el sistema antes de ser entregado. El plan de entrega

estd compuesto por iteraciones de no mas de tres semanas.
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e Pruebas: requiere de pruebas adicionales y revisiones del rendimiento antes de que el sistema
sea trasladado al entorno del cliente.

e Mantenimiento: mientras la primera version se encuentra en produccion, el proyecto XP debe
mantener el sistema en funcionamiento al mismo tiempo que desarrolla nuevas iteraciones.

e Fase de cierre del proyecto. (24)
El desarrollo bajo XP tiene caracteristicas que lo distinguen de otras metodologias, estas son:

e Integracion del equipo de programacion con el cliente.

e Simplicidad.

e Comunicacion efectiva en tiempo real entre el cliente y los desarrolladores.

e Se liberan varias entregas del software en la medida que se va desarrollando.

e Los objetivos planteados en caracteristicas, tiempo y costos son reajustados inalterablemente en
funcién del avance real obtenido.

¢ Afade funcionalidad con retroalimentacién continua en correspondencia con la magnitud que va
alcanzando el proyecto.

e Los cambios son parte sustantiva del proceso.

e El costo del cambio no depende de la fase o etapa.

¢ No introduce funcionalidades antes que sean necesarias. (24)

XP posee gran adaptabilidad a los diferentes tipos de proyectos, y gracias a la falta de guias prescriptivas
se puede experimentar total o parcialmente con los métodos y practicas que propone. Su utilizacion
garantizara que queden incluidas explicitamente las actividades y herramientas que tienen que estar
presente para el correcto desarrollo del sistema. Dicha metodologia esta orientada a la productividad y
demuestra tener un conjunto de practicas y métodos eficientes que junto a la continua interaccién con el
cliente y la mejora incremental del producto en cada iteracion influyen significativamente a la hora de

conseguir un producto de calidad.

Por lo antes expuesto se selecciona la metodologia de desarrollo de software XP a partir de que sus
caracteristicas se ajustan a las del proyecto, las cuales son: requisitos muy cambiantes, existe un alto

riesgo técnico. Se cuenta con un equipo de desarrollo pequefio, se necesita una implementacién en un
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corto tiempo. Ademas el cliente forma parte del equipo de desarrollo, lo que permite establecer un mejor

vinculo de comunicacién entre este y los desarrolladores, elevando asi la calidad del sistema a desarrollar.

1.6 Herramientas y lenguaje de Programacion

Uno de los aspectos fundamentales en la elaboracion de un software es seleccionar las tecnologias y
herramientas que mayores beneficios aporten. Para llevar a cabo la implementacion y documentacion de
este trabajo, se realizé un estudio de las mismas, teniéndose en cuenta las tendencias actuales,
novedades y facilidades de cada una de ellas. A continuacién se describen las herramientas y el lenguaje

de programacion seleccionado para el desarrollo de los algoritmos de arboles de decision.

1.6.1 PostgreSQL

PostgreSQL es un SGBD objeto-relacional, distribuido bajo licencia BSD y con su cédigo fuente disponible
libremente. Es un SGBD de codigo abierto potente y en sus Ultimas versiones ha ido mejorando llegando a

igualarse con otras bases de datos comerciales.

PostgreSQL utiliza un modelo cliente/servidor y usa multiprocesos en vez de multihilos para garantizar la
estabilidad del sistema. Un fallo en uno de los procesos no afectara el resto y el sistema continuara

funcionando. (25)

PostgreSQL posee un conjunto de caracteristicas maduras que lo hace superior a sistemas de bases de
datos propietarios, ya que los supera en extensibilidad, potencia, robustez, facilidad de administracién,

seguridad y estabilidad.

Algunas de sus caracteristicas son:
Replicacion Sincrénica: permitiendo alta disponibilidad con consistencia sobre multiples
servidores.
Regionalizacion por columna: soportando correctamente el ordenamiento por lenguaje en las
bases de datos, tablas o columnas.

Multiplataforma: disponible para Linux y UNIX.

Algunas ventajas que presenta PostgreSQL:
¢ |deal para tecnologias Web.

e Facil de Administrar.
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e Soporta el almacenamiento de objetos binarios grandes (gréficos, videos, sonido).
e Su sintaxis SQL es estandar y facil de aprender.
e Capacidades de replicacion de datos.

¢ Numerosos tipos de datos y posibilidad de definir nuevos tipos.

Extension en PostgreSQL

PostgreSQL permite agregar nuevas funcionalidades en el SGBD PostgreSQL utilizando el objeto de
base de datos EXTENSION para crear una extension, esta es un complemento que sirve para la
integracién de aplicaciones obteniéndose una nueva funcién, esto le permite a los desarrolladores

interactuar con la aplicacion y asi aumentar la cantidad de funcionalidades que se puedan realizar.

Una extension de PostgreSQL incluye tipicamente multiples objetos de SQL, por ejemplo, un nuevo tipo
de datos requerira nuevas funciones, nuevos operadores, y probablemente nuevas clases de operador
de indice. Es util para recoger todos estos objetos en un solo paquete, para simplificar la gestion de

bases de datos. PostgreSQL llama a dicho paquete una extension. (26)

1.6.2 PgAdmin 1lI

PgAdmin lll es una aplicacién grafica para interactuar con el gestor de Bases de Datos PostgreSQL vy
sus derivados (Enterprise DBPostgres Plus Advanced Server y Greenplum Database), siendo esta una
herramienta completa y popular con licencia Open Source. Esta escrita en C++ usando la libreria gréafica
multiplataforma wxWidgets, lo que permite que se pueda usar en Linux, FreeBSD, Solaris, Mac OS X y
Windows. Esta disefiado para responder a las necesidades de todos los usuarios, desde escribir

consultas SQL simples hasta desarrollar bases de datos complejas.

La interfaz gréfica soporta todas las caracteristicas de PostgreSQL y facilita enormemente la
administracion. También incluye un editor SQL con resaltado de sintaxis, un editor de codigo de la parte
del servidor, un agente para lanzar scripts programados, soporte para el motor de replicacion Slony-l y
mucho mas. La conexién al servidor puede hacerse mediante conexién TCP/IP o Unix Domain Sockets

(en plataformas *nix), y puede encriptarse mediante SSL para mayor seguridad. (27)
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1.6.3 PL/pgSQL

PL/pgSQL (Procedural Language/PostgreSQL Structured Query Language) es un lenguaje imperativo
provisto por el gestor de Bases de Datos PostgreSQL. Permite ejecutar comandos SQL mediante un
lenguaje de sentencias imperativas y uso de funciones, dando mucho mas control automatico que las

sentencias SQL basicas. (28)

Desde PL/pgSQL se pueden realizar célculos complejos y crear nuevos tipos de datos de usuario.
Como un verdadero lenguaje de programacion, dispone de estructuras de control repetitivas vy
condicionales, ademas de la posibilidad de creacién de funciones que pueden ser llamadas en

sentencias SQL normales o ejecutadas en eventos de tipo disparador. (28)

Una de las principales ventajas de ejecutar programacién en el servidor de Base de Datos es que las
consultas y el resultado no tienen que ser transportadas entre el cliente y el servidor, ya que los datos
residen en el propio servidor. Ademas, el gestor de Bases de Datos puede planificar optimizaciones en

la ejecucion de la blusqueda y actualizacion de datos. (28)

Las funciones escritas en PL/pgSQL aceptan argumentos y pueden devolver valores de tipo basico o de
tipo complejo (por ejemplo, registros, vectores, conjuntos o incluso tablas), permitiéndose tipificacion

polimérfica para funciones abstractas o genéricas (referencia a variables de tipo objeto). (28)
Conclusiones parciales.

Con el estudio de la MD, mediante las definiciones y caracterizaciones planteadas, se logré6 una mejor
comprension del objeto de estudio. El andlisis de las herramientas para trabajar con MD permitié decidir
gue es necesario implementar los algoritmos de arboles de decision para integrarlos al SGBD PostgreSQL
9.3. Mediante la técnica de arboles de decision como parte de la MD, se orient0 la investigacion a la
seleccion de los algoritmos a implementar: ID3, Decision Stump y C4.5. Se seleccionaron la metodologia
de desarrollo de software XP para guiar el ciclo de vida de la propuesta de solucién, la metodologia de MD

CRISM-DM, asi como las herramientas y lenguajes de programacién a utilizar.
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CAPITULO 2: DESCRIPCION DE LA SOLUCION

Introduccion

En el presente capitulo se describen las principales caracteristicas que tendra la extension
“arboles_decision”. Para ello se representa primeramente el modelo de dominio con el fin de incorporar los
conceptos clave del problema y alcanzar un mejor entendimiento del negocio. Se definen ademas las
historias de usuario, que describen brevemente lo que el sistema debe realizar. Posteriormente se puede
encontrar la lista de reserva que contiene los requisitos funcionales y no funcionales que el sistema debe
cumplir. Se procede a puntualizar cada una de las tareas que se van a elaborar dentro de cada historia de
usuario. Se planifican las iteraciones y se realiza una estimacion de la realizacion de cada tarea. Se
describen los estandares de codificacién y se abarca concisamente la implementacion de los algoritmos

desarrollados incluyendo imagenes del codigo.
2.1 Modelo de dominio

Aunque la metodologia de desarrollo de software XP no cuenta con una técnica para describir el negocio,
con el fin de proporcionar un mejor entendimiento de los principales conceptos que intervienen y que
describen el flujo y manejo de la informacion, se decide realizar un modelo de dominio. Este modelo
permite definir el alcance de un sistema, quiénes y qué elementos estan involucrados. Representa un
modelo conceptual de las entidades que participan del negocio y sus relaciones. Fue construido haciendo
uso de las reglas de UML para lograr un entendimiento comun entre la autora de la presente investigacion
y futuros especialistas que la consulten, como un medio para comprender el sistema que se va a realizar.

También puede ser tomado como el punto de partida para el disefio del sistema.

En la siguiente figura se muestra la descripcion del negocio, donde un usuario accede al SGBD
PostgreSQL el cual incluye funciones de la técnica de arboles de decisibn de MD que generan reglas de

decision. Estas son analizadas para la toma de decisiones.
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Usuario SGED PostgreSQL
Accede

W

H.oglas Funclones

Genara

Fig. 12: Modelo de dominio del sistema.

Usuario: Persona que interactla con la herramienta.
SGBD PostgreSQL: Sistema Gestor de Bases de Datos.
Funciones: Conjunto de funciones que se van a integrar al SGBD PostgreSQL.

Reglas: Conjuntos de reglas que genera el SGDB PostgreSQL.

2.3 Propuesta del componente a desarrollar

Lo que se propone realizar con el siguiente trabajo de diploma es una extension con el objetivo de integrar
los algoritmos de arboles de decision al SGBD PostgreSQL. Esta permitird a los usuarios a través de
consultas analizar la informacién contenida en las bases de datos, lo cual es de gran importancia pues
incorporando estos algoritmos se aprovechan las potencialidades del SGBD PostgreSQL, el cual brindara
una variedad de algoritmos a la hora de realizar cualquier andlisis de MD con grandes volumenes de

informacion.

2.4 Historias de usuario

En la metodologia XP las Historias de usuario (HU) sustituyen a los documentos de especificacion
funcional, y a los casos de uso. Estas historias son escritas por el cliente, en su propio lenguaje, como
descripciones cortas de lo que el sistema debe realizar. Las historias de usuario deben tener el detalle
minimo como para que los programadores puedan realizar una estimacion poco riesgosa del tiempo que

llevara su desarrollo. Las historias de usuario deben poder ser programadas en un tiempo entre una y tres
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semanas. Si la estimacién es superior a tres semanas, debe ser dividida en dos o0 mas historias. Si es

menos de una semana, se debe combinar con otra historia. (29)

Se definieron para el desarrollo de los algoritmos de arboles de decisidon 6 historias de usuarios, a
continuacién se muestran las tablas de las 3 primeras que corresponden al algoritmo ID3 de la técnica

de arboles de decision:

Tabla 1: Historia de usuario: Calcular la entropia y la ganancia de informacién del algoritmo ID3 de la técnica de
arboles de decision.

Numero: 1 Nombre: Calcular la entropia y la ganancia de

informacion del algoritmo ID3 de la técnica de

arboles de decision.

Cantidad de modificaciones: 1

Usuario: Yudaisy Rivera Barrios Iteracion asignada: 1
Prioridad en negocio: Alta Puntos estimados: 3 semanas
Riesgo en desarrollo: Alto Puntos reales: 3 semanas

Descripcion: Se calcula por cada uno de los valores de las variables la entropia dada la variable
clasificadora. Luego con esa entropia se calcula la ganancia de informacién de cada variable. Estos
resultados se guardan en una tabla para analizar cudl sera la variable que mejor clasifica.

Observaciones: N/A

Prototipo de interfaz: N/A
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Tabla 2: Historia de usuario: Definir la raiz, las ramas y las hojas para conformar las reglas del algoritmo ID3 de la

técnica de arboles de decision.

Numero: 2 Nombre: Definir la raiz, las ramas y las hojas para
conformar las reglas del algoritmo ID3 de la técnica
de &rboles de decision.

Cantidad de modificaciones: 1

Usuario: Yudaisy Rivera Barrios Iteracion asignada: 1
Prioridad en negocio: Alta Puntos estimados: 3 semanas
Riesgo en desarrollo: Alto Puntos reales: 3 semanas

Descripcion: Se selecciona la variable de mayor ganancia de informacion y se crea una rama para cada
uno de sus valores. De cada valor se analiza si todos tienen el mismo clasificador para definirlo como nodo
hoja. Si no se modifica la tabla original con los datos correspondientes a esa rama y se vuelve a calcular la
ganancia de informacion para realizar el mismo proceso. Esto concluye cuando no queden mas variables

para el analisis 0 que todos los nodos sean hojas.

Observaciones: N/A

Prototipo de interfaz: N/A

Tabla 3: Historia de usuario: Generar reglas de decision a través del algoritmo ID3 de la técnica de arboles de

decision.

Numero: 3 Nombre: Generar reglas de decision a través del

algoritmo ID3 de la técnica de arboles de decision.

Cantidad de modificaciones: 0
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Usuario: Yudaisy Rivera Barrios

Iteracidn asignada: 1

Prioridad en negocio: Alta

Puntos estimados: 3 semanas

Riesgo en desarrollo: Alto

Puntos reales: 3 semanas

algoritmo ID3 de la técnica de arboles de decision.

Descripcién: Permite al usuario generar a partir de la raiz, ramas y nodos, reglas de decision a travées del

Observaciones: N/A

Prototipo de interfaz: N/A

2.5 Lista de Reserva del Producto

Una vez definidos los requisitos del software estos son agrupados en la Lista de Reserva del Producto

(LRP). La cual es una tabla que contiene los requisitos funcionales y no funcionales que el sistema debe

cumplir, clasificados por una prioridad, segun las necesidades del cliente. Ademas en esta tabla se

refleja la estimacion de cada uno de ellos y su implementacién por semanas, definiendo de esta forma el

rol que hizo la estimacién.

Se definieron para el desarrollo de los algoritmos de arboles de decisiéon 6 requisitos funcionales y 3

requisitos no funcionales, los cuales se muestran en la siguiente tabla:

Requisitos Funcionales

Tabla 4: Lista de reserva del producto.

Prioridad: ALTA

1 Calcular la entropia y la ganancia de informacién del | 3 semanas Analista
algoritmo 1D3 de la técnica de arboles de decision.

2 Definir la raiz, las ramas y las hojas para conformar | 3 semanas Analista
las reglas del algoritmo ID3 de la técnica de &rboles
de decision.

3 Generar reglas de decision a través del algoritmo ID3 | 3 semanas Analista
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de la técnica de arboles de decision.

4 Calcular la ganancia y la razén de ganancia del | 3 semanas Analista
algoritmo C4.5 de la técnica de arboles de decision.

5 Generar reglas de decisién a través del algoritmo | 3 semanas Analista
C4.5 de la técnica de &rboles de decision.

Prioridad: MEDIA
6 Generar reglas de decisién a través del algoritmo | 3 semanas Analista

Decision Stump de la técnica de arboles de decision.
Requisitos No Funcionales

7 Facilidad de uso:
Para utilizar la extension es necesario poseer
conocimientos elementales del Gestor PostgreSQL.
8 Software:
Para utilizar la extensién debe estar instalado, el
gestor PostgreSQL a partir de la version 9.1.
9 Hardware:
El ordenador donde se utilice la extension debe
contar con 1 Gb de memoria RAM como minimo, y
un microprocesador de doble nudcleo de 1.6 GHz de

frecuencia.

2.6 Tareas de laingenieria

Una vez descritas las historias de usuarios, se procede a describir cada una de las tareas que se van a
elaborar dentro de cada historia de usuario, cada una contendran los objetivos que se deben cumplir, el

tiempo en que tardara en realizar la tarea y el responsable asignado.

Las tareas de la ingenieria se consideran como las entradas de trabajo para el equipo de programadores.
Es la ficha que contiene el nimero identificador de la tarea, el identificador de la historia de usuario con la
gue esta relacionada, el nombre de la tarea, la fecha de inicio, la fecha de fin, el equipo responsable y la

descripcion.
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Se definieron un total de 16 tareas de la ingenieria de 2 a 3 por cada historia de usuario. A continuacion
se muestra 3 ejemplos de la tarea de ingenieria asociada a la historia de usuario: Definir la raiz, las

ramas y las hojas para conformar las reglas del algoritmo ID3 de la técnica de arboles de decision.

Tabla 5: Tareas de la ingenieria 1 de la historia de usuario 2.

Tarea de Ingenieria

Namero Tarea: 1 NUmero Historia de Usuario: 2

Nombre Tarea: Estudio de los pasos para definir la raiz, las ramas y hojas para conformar la

reglas de decision.

Tipo de Tarea: Estudio Puntos Estimados: 1 semana

Fecha Inicio: 9/02/2014 Fecha Fin:15/02/2014

Programador Responsable: Yudaisy Rivera Barrios

Descripcion: Realizar un estudio de los pasos para definir la raiz, las ramas y hojas para

conformar la reglas de decisién del algoritmo ID3 de la técnica de arboles de decisién de MD.

Tabla 6: Tarea de la ingenieria 2 de la historia de usuario 2.

Tarea de Ingenieria

Numero Tarea:2 Numero Historia de Usuario: 2

Nombre Tarea: Definir la raiz, las ramas y las hojas para conformar las reglas de decision.
Tipo de Tarea : Desarrollo Puntos Estimados: 1 semana
Fecha Inicio: 16/02/2014 Fecha Fin:22/02/2014

Programador Responsable: Yudaisy Rivera Barrios
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Descripcién: Se llama a la funcién que calcula la ganancia de informacién de cada atributo,
con la tabla y clase entradas por pardmetro. A partir del resultado de la ganancia de
informacion de cada atributo, se selecciona el atributo con mayor ganancia de informacién
como raiz y las ramas van a ser todos los valores distintos del mismo. Luego para cada rama
se analiza si su clasificador tiene el mismo valor para crear la hoja con el valor del
clasificador al que corresponde. Estos elementos son guardados en una tabla para luego

general las reglas de decision.

Tabla 7: Tarea de la ingenieria de la historia de usuario 1.

Tarea de Ingenieria

NUmero Tarea:3 NUmero Historia de Usuario: 2

Nombre Tarea: Definir los nuevos valores de la raiz, las ramas y las hojas para seguir

conformando nuevas reglas de decision.

Tipo de Tarea : Desarrollo Puntos Estimados: 1 semana
Fecha Inicio: 23 /02/2014 Fecha Fin: 1/03/2014
Programador Responsable: Yudaisy Rivera Barrios

Descripcion: Para cada rama que su clasificador no tiene el mismo valor se calcula la
ganancia de informacién modificando la tabla entrada por parametro con los valores
correspondientes a dicha rama. Para ello se llama a la funcién que calcula la ganancia de
informacion de cada atributo, con la tabla modificada y la misma clase. A partir del resultado
de la ganancia de informacion de cada atributo, se selecciona el atributo con mayor ganancia
de informacién como raiz y las ramas van a ser todos los valores distintos del mismo. Este
proceso se seguird realizando hasta que no queden atributos por analizar o que todas las

ramas sean hojas.

2.7 Plan de iteraciones

El Plan de iteraciones permite definir el nimero de iteraciones en que se desarrollara el sistema de modo
gue se puedan precisar con exactitud las entregas inmediatas y la entrega final. Este artefacto posee una

estrecha relacién con las Historias de Usuario anteriormente detalladas, ya que se tiene en cuenta la
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prioridad definida por el cliente para cada historia y se colocan en un orden con prioridad. La
implementacién del sistema propuesto tendra una duraciéon de 19 semanas, tiempo en que se realizaran 2

iteraciones
lteracion 1

Esta iteracion tiene como objetivo la implementacién de las historias de usuario de mayor prioridad o
prioridad alta. Al finalizar se contara con las funcionalidades descritas en las historias de usuario 1, 2, 3, 4

y 5, que hacen referencia a las implementaciones de los algoritmos de arboles de decision ID3 y C4.5.
Iteracion 2

El objetivo de esta iteracion es la implementacion de las funcionalidades con prioridad media. Con la
culminacion de las mismas, se tendran implementadas las peticiones del cliente descritas en la historia de
usuario 6 que hace referencia a la implementacion del algoritmo de arboles de decision Decision Stump.

Tabla 8: Plan de iteraciones.

Release Descripcion de la iteracion Orden de la HU a|Duracion total
implementar
Iteracion 1 |En esta iteracion se1,2,34y5 16 semanas.

implementaran las Historias de
Usuario que tengan la prioridad

en el negocio ALTA.

Iteracion 2 | En esta iteracion se |6 2 semanas.
implementaran las Historias de
Usuario que tengan la prioridad

en el negocio MEDIO.

2.8 Estandares de codificacion

Extreme Programing (XP) promueve la programacion basada en estandares, de manera que sea
facilmente entendible por todo el equipo, y que facilite la recodificacién. Los estandares de codificacion
son pautas de programacion que no estan enfocadas a la I6gica del programa, sino a su estructura y

apariencia fisica para facilitar la lectura, comprension y mantenimiento del codigo.

Un estandar de codificacion abarca todo lo referente al proceso de generacion de cddigo. Establecer el
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estandar es necesario al iniciar cualquier proyecto de software para asegurar que todos los miembros del

equipo de desarrollo trabajen de forma similar.
Declaracién de variables:

Cada variable debe ser declarada en una linea y comentada. El nombre de las variables debe comenzar
con letras minusculas y cada palabra relevante por la que esté compuesta debe ser con letra mindscula y
separada por un guidn bajo. Cada variable que sea declarada estard comentada para lograr un mejor

entendimiento.

DECLARE

abkrilk VARCHAR : -— = conBEiene loz nombres de las columnas de la eEabla
valores VARCHAR: > contienes los nombees de lo2 valores de las columnas
wo VARCHAR: -— = contiene los nombres de los valores de la clase

P NUMERIC @ == F » contienes la cancidad de cada cipo de la clase

t MUMERIC: > contiene =1 total de cada valor exdstente en las columna
i NMUMEERIC : —= yarjiable que concienes la «ntropia de cads valor de la Soliuamrns

e NUMERIC: vaciable cgque contiene la entcopia de cada columna

total MNUMERIC: —— wrariable que contiene =] cotal de cuplas de la cabla

ty NUMERIC: variable ¢ue contiene £l total de cada tipo de la clase

eg NUMERIC: -— wariable gque contiene la entropia gensral

SiLE PisEerdo variable e Cconciens la auBsarorisa deée la enceEopia de cadsa columbns
sumegy numeric: -— variable que contiene la sumatoria de la entropia general

gi NUHERIC =02 == yarjiahle que conciene la ganancia de informacion

Fig. 13: Ejemplo de declaraciones de variables en la implementacion del algoritmo 1D3.

Identificadores:

Los identificadores pueden estar formados por cualesquiera de las 26 letras mindsculas o mayudsculas

(A... Z, a... z), los 10 digitos (0... 9) y el caracter subrayado “_”. Debe evitarse el uso de caracteres
internacionales (ejemplo: fi, U) porque no siempre pueden ser leidos o entendidos correctamente en todos

los lugares. No se debe usar el simbolo délar “$” o la barra invertida “\” en los identificadores.
Sentencias Simples:

Cada linea debe contener como maximo una sentencia. Debe poner un punto y coma “;” al final de cada
sentencia simple. Teniendo en cuenta que una sentencia de asignacién puede resultar en la asignaciéon de
una funcién y en todos los casos como sentencia de asignacion debe estar finalizada con un punto y

coma.
I[dentacion:

La unidad de identado es de 2 espacios. El uso de la tabulacion debe ser evitado porque (tal como se
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escribia en el siglo pasado) no existe un estandar que determine con precision el ancho que va a producir
la tabulacion.

For wo ih execute 'select dizeinct ' |1%2(] ' Erom ejemplo ' -- ciclo para recorrer cada valor distints del sequndo parametro de sntrada
Loop
if atrib <> $2 then -- condicion para no CTomar encuetita la columne del sequndo parasetro de entrada g es la clase
execute 'SELECT COUNT(®) FROM ejemaplo WHERE " llatzibll ' = ' || "'"" Ilwalozes||"'''[] ' and " DISZI0 " = '] """ Qlwcll®""" into p:
- cianta la cantidad de cada tipo del semmdo parametro de entrads (21 ¥ no) de los valores sMisténte &n las colummas
execute 'select count|®) from ejemplo where ' [latzibl| ' = ' || ''"" |Iwalores|| '''' into €

-- cuenta el total de cada walor existente en las columnas
if p=0 or t=0 then

itwli-- como &l logaritmo de cero no existe la sntropia &3 Cero
else

i=—(p/t) ¥ (log(Z,p)-logl(Z,t))s-- calcula la entropia de ceds valor de la columns
end if;

Fig. 14: Ejemplo de identacién en la implementacion del algoritmo ID3.

Comentarios:

Es conveniente dejar informacién que pueda ser leida tiempo después y se necesita entender que fue lo
gue se hizo en el fragmento de cédigo, por lo que se recomienda usar comentarios, estos deben ser
escritos correctamente y claros. Generalmente deben usarse comentarios de una sola linea. Se debe

reservarlos comentarios de bloques para la documentaciéon formal o para comentar porciones de cadigo.

sumi:=suni+i’~-- sumatoria de la entropia de cada wvalor de la columna
Sune: =sune+e’-- sSunatoria de la entropia de cada columna
Suneg: =suneg+egs-- sunatoria de la entropia general

insert into temporall values (atrib,valores,$2,ve,p,ty,l,e,eq):
-=- inserta una tabla con lo3 paranetros  se le pasa

/*select vl from temporal where v2 =(select max(vZ) from temporsal)into raiz;
execute 'ALTER TABLE ejemplo DROP COLUMN ' ||raiz:
raiz:s='';un)

Fig. 15: Ejemplo de comentarios en la implementacion del algoritmo ID3.
2.9 Implementacion de los algoritmos

A continuacion se realiza una breve descripcién de los algoritmos de arboles de decisién implementados
para la integracién al SGBD PostgreSQL, posibilitdndole al usuario un mejor entendimiento. También se
explican las funciones creadas para el funcionamiento de dichos algoritmos, el tipo de atributos que
permiten y el resultado que devuelven.

2.9.1 Algoritmo ID3

La implementacién del algoritmo ID3 se realiz6 utilizando el pseudocédigo mostrado en la figura 6 (Fig. 6).
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La funcién “algoritmo_id3” solo permite trabajar con tablas que tengan atributos nominales y en la misma
no debe haber atributos con valores desconocidos para obtener el resultado deseado, en esta funcion se
realizara el calculo de la ganancia de informacién utilizando las ecuaciones mostradas anteriormente en
las figuras 3, 4 y 5. La misma toma como parametros de entrada el nombre de la tabla sobre la cual se va
a trabajar y el nombre de la clase (columna) por la que se va a clasificar. La funcién “principal_id3”, va a
ser la encargada de llamar iterativamente a la funcién “algoritmo_id3” la cual calculara la ganancia de
informacién para cada atributo. Dicha funcién tomara por cada llamada el mejor clasificador y sus valores
correspondientes y elaborard las reglas. Esta funcién devuelve como resultados una tabla con las reglas

creadas las cuales permitiran apoyar el proceso de toma de decisiones.

A continuacién se muestran fragmentos de la implementacion:

For vc in execute 'select distinct ' [I1§2|] ' from ejemplo '
loop
-- **%condicion para no tomar encuenta la columna del sequndo parametro de entrada que es la clase**?
if atrib <> §2 then
-- **2cuenta la cantidad de cada tipo del segundo parametro de entrada (si y no) de los valores existente

execute 'SELECT COUNT(*) FROM ejemplo WHERE ' |latrib|| ' ="' || *''" ||valoxes||''''|| ' and ' [|[|$2]] ' =
-- *2fouenta el total de cada valor existente en las columnas®*=
execute 'select count(*) from ejemplo where ' |latxibl| ' ="' || "''" ||valores|| '''" into t;

--*%23e calcula la entropia de cada valor***
if cc=0 or t=0 then
i:=0;-- comno el logaritmo de cero no existe la entropia es cero
else
i:=={cc/t) * (log(2,cc)-log(Z,t));-- calcula la entropia de cada valor de la columna
end if;
-= ***cuenta total de tuplas®:*
execute 'SELECT COUNT(*) FROM ejemplo' into total:
-- *¥*cyuenta el total de cada tipo del 2do parametro de entrada***
execute 'select count{*) from ejemplo where ' |I€21) " ="' || '"*** |lve|] '''" into tc;
--***calcula la entropia general***
if tcs=0 then
eq:=0;
else
eq:=-(tc/total) *(log{2,tc)-log(2,total));
end if;

Fig. 16: Fragmento de cédigo de la funcion “algoritmo_id3” de la implementacion del algoritmo ID3.
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a = arboles_decision.algoritmo_id3('ejemplo',§2);--5e llama a la funcion
gelect wl from ta ganancia where v2 =(select max(vZ) from ta_ ganancia)into rais:
--3e busca el atributo de mayor ganancia ¥ se guarda en rais
atrib := raiz:
--%**% para ingertar loz wvalores a ta_arhaol®**
For walores in EXECUTE 'select w2 from ta_entropia where wl ='[['''"||raiz||"'""'
loop
gelect wl from ta entropia where vl = raiz into vwl;--raic

Fig. 17: Fragmento de codigo de la funcion “principal_id3” de la implementacién del algoritmo ID3.
2.9.2 Algoritmo C4.5

La implementacién del algoritmo C4.5 se realizé utilizando el pseudocddigo mostrado en la figura 8 (Fig.
8). La funcién “algoritmo_c45” permite trabajar con tablas que tengan atributos tanto nominales como
continuos y también puede existir atributos con valores desconocidos, en esta funciéon se realizara el
calculo de la razén de ganancia utilizando la ecuacién mostrada anteriormente en la figura 7 (Fig. 7). La
misma toma como parametros de entrada el nombre de la tabla sobre la cual se va a trabajar y el nombre
de la clase (columna) por la que se va a clasificar. La funcion “principal_c45”, va a ser la encargada de
llamar iterativamente a la funcién “algoritmo_c45” la cual calculard la razén de ganancia para cada
atributo. Dicha funcién tomara por cada llamada el mejor clasificador y sus valores correspondientes y
elaborara las reglas. Esta funcion devuelve como resultados una tabla con las reglas creadas las cuales

van a permitir la toma de decisiones.

A continuacion se muestra un fragmento de la implementacion:

For columna in select column name from information_schema.columns where table name = 'ejemplo’
loop
--**%*calcular el promedio de la columna***
execute 'SELECT Avg( 'llcolumna ||' ) FROM ejemplo' into prom ;
nueva_columna:=columnal|' n';
nueva prom:="'""'"'"||promi|''"'"';
-=-***modificar la tabla entrada**”*
execute ' alter TABLE ejeuplo add column '|| nueva columna ||' varchar(350)';
execute ' update ejeuplo set '|| nueva_columna ||' = case
when '|lcolumnall|’' <= '||pron||' then
''menox '’
else
' 'mayor'’
end';
execute 'ALTER TABLE ejemplo DROP COLUMN ' |[columna; --se elimina la columna con valor cont
end loop

Fig. 18: Fragmento de cédigo de la funcién “algoritmo _c45” de la implementacion del algoritmo C4.5.
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a4 = arboles_decision.algoritmo_c45('ejenplo' ,§2);--5e llama a la funcion
gelect w1l from ta_ganancia where w2 =(select max(vZ) from ta_ganancia)into raiz;
--3e busca el atributo de mayor razon de ganancia ¥ se guarda en rais=

atrib := raiz:

-—-®%% para insertar los wvalores a ta_arhol®F*

For walores in EXECUTE 'select w2 frow ta entropia where wl ='[|''''||raiz||'"!
loop

Fig. 19: Fragmento de cddigo de la funcién “principal _c45” de la implementacion del algoritmo C4.5.
2.9.3 Algoritmo Decision Stump

La funcién “decision_stump” permite trabajar con tablas que tengan atributos tanto nominales como
continuos y clases de ambos tipos, también pueden existir atributos con valores desconocidos. En esta
funcién se realizara el célculo de la ganancia de informacion donde se trabajara con la ecuacion de la
entropia para el caso de atributos simbdlicos y la de la varianza para atributos numéricos, utilizando las
ecuaciones mostradas anteriormente en la figura 10 (Fig. 10) y figura 11 (Fig. 11) respectivamente. La
misma toma como parametros de entrada el nombre de la tabla sobre la cual se va a trabajar y el nombre
de la clase (columna) por la que se va a clasificar. Una vez definido el atributo y su valor correspondiente
se crean las tres reglas: una de ellas sera para el caso de que el atributo sea desconocido, otra para el caso
de que el atributo sea igual al valor y la ultima cuando el atributo es distinto a dicho valor. Esta funcién
devuelve como resultados una tabla con las reglas que permitirdn apoyar el proceso de toma de

decisiones.

A continuacién se muestra un fragmento de la implementacion:

ii:=0;-- como el logaritmo de cero no existe la entropia es cero
elzae
iit=ni *log(2Z,ni);-- calcula la entropia del walor
end if;
end if;

if raiz <> %2 and raiz <> walores then

—-— #*¥cuenta la cantidad de cada tipo del segundo parametro de entrada (si ¥ no) de los walores existente en las columnas®* *

execute 'ZELECT COUNT(*) FROM ejemplo WHERE ' |lrai=z|l ' <> ' || ''*''" |l|waloreg||"''"'" || " and ' |lrai=z|| ' «>= '*''" '] 'and !
execute 'select count(¥) from ejemplo where ' |lzaiz|l ' <> ' || ''"'"" |lvalores|] '"'"'"'I| ' and ' |lrai=z|| ' <> '''' ' into td
probd: =ndstd;

if nd=0 then

id:i=0;-- como el logaritmo de cero no existe la entropia es cero
elae
id:=nd *log(Z,nd):-- calcula la entropia del walaor
end if;
end if:
if raiz <> §2 and raiz = '' then
—-— %¥%¥cuenta la cantidad de cada tipo del segundo parametro de entrada (i ¥ no) de los walores existente en las columnas® s
execute 'SELECT COUNT(*) FROM ejemplo WHERE ' |lxai=z|] ' = '''' "] " amd ' (52011 " = "1 """ Jlwc] "' dinto nns
execute 'select count(¥) from ejemplo where ' ||rai=z|] ' <> '''' ' into tn:

probn: =nnstn:
——*%*ze calcula la entropia de cada walor®F®
if nn=0 then
en:=0;-- como el logaritmo de cero no existe la entropia es cero
elzae

Fig. 20: Fragmento de codigo de la implementacion del algoritmo Decision Stump.
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2.10 Integracion de los algoritmos al SGBD PostgreSQL.

La integracion de los algoritmos implementados con el SGBD se va a realizar mediante la creacion de
una extensién por las ventajas que PostgreSQL brinda para su creacion. La principal ventaja de usar
una extension, es que en lugar de ejecutar un script SQL para cargar objetos que estén “separados” en
su base de datos, se tendra la extension como un paquete que contendra todos los objetos definidos en
ella. Esto trae como beneficio que al actualizar o eliminar la extension se pueden eliminar todos los
objetos utilizando el comando DROP EXTENSION sin necesidad de especificar cada uno de los mismos
definidos dentro de ella. Ademas se cuenta con un repositorio para obtener extensiones y contribuir con
estas. (26)

2.10.1 Creacion de la extension reglas de arboles de decision.

Para la creacion de la extensidn se crean dos archivos, en el primero se definen las caracteristicas de la
extension y en el segundo los objetos SQL que se desean agregar. Los mismos deben ser ubicados

dentro del directorio de la instalacion “C:\Archivos de programa\PostgreSQL\9.3\share\extension”.

En el archivo “reglas_ arboles_ decision.control” creado para agregar la extension donde se cargaran las

funciones de los algoritmos implementados se definieron los siguientes parametros:

e Comment: Breve descripcidn sobre el contenido de la extension creada.
e Encoding: El tipo de codificacion utilizado.
e Default_version: La version de la extensién.

e Schema: El esquema donde se almacenaran los objetos creados por la extension.

!! reglas_arboles_decision.control - Bl...

comment = 'Arboles de decisién’
encoding = 'LATINT'
default_version ='1.0°
relocatable = false

schema = pg_catalog

Fig. 21: Archivo que contiene las caracteristicas de la extension.
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Una vez definido en el archivo “reglas_arboles_ decision.control” se especifica el archivo que contendra el

cbdigo de las funciones desarrolladas “reglas_ arboles_ decision--1.0.sql”.

!ﬂ reglas_arboles_decision--1.0.sql - Bloc de notas

archivo  Edicidn  Formato  Wer  ayuada

create schema reglas_arboles_decision,

CREATE OR REFPLACE FUMNCTION "public” "principal_id3" {tabla warchar, clase warchar)
RETURMNS SETOF record AS

Fhodyd

DECLARE

a record, —wariable para llamar a la funcion algoritmo_id2

atrib WARCHAR; --variable que contiene los nombres de las columnas de la tabla
valores WARCHAR; —wariable que contiene los nombres de los valores de las columnas
wvo WARCHAR; - wvariable que contiene los nombres de los valores de la clase

raiz WwARCHAR =", - wariable que contiene el nombre del atributo de mayor ganancia
v integer =1; — wariable que contiens el numearo del nivel

Wl WARCHAR, --wariable que contiene la raiz para insertar en ta_arbol

W3 numeric: =0, — wariable que contiene la entropia para insertar en ta_arbol

wwd WARCHAR, --wvariable que contiene el valor de |la clase para insertar en ta_arbol
wWiE WARCHAR; — wariable para la regla

valo WARCHAR, -—-wariable para la regla

nueva_raiz WARCHAR, - wariable para la regla

nuevo_wvalor WARCHAR, --wvariable para la regla

condic text="; - wariable que contiene el texto de la regla

rwvarchar ="; —wariable que contiens una parte de la regla

regla varchar.="; --wvariable que contiene la regla para insertar en la tabla resultado
cant_columna numeric:=0,— wariable que contiens la cantidad de columna de |a tabla
cantceros integer (= 0, - wariable que contienes la cantidad de cero de ta_arbaol

totalfilas integer .= 0, wvariable que contiens la cantidad de fila de ta_arbol

conts integer (=0 ——contador

Fig. 22: Archivo que contiene el codigo de la extension.

Para que los usuarios puedan utilizar la extension de reglas de MD simplemente deben ejecutar el
comando “CREATE EXTENSION arboles_decision” que cargara la extension como se muestra en la
siguiente figura:

P pgAdmin m
File Edit Plugins View Tools Help
TE-AENN- -
Properties | Statistics Dependencies Dependents
|5 Server Groups
4 Ei Servers (1) Property Value
4 ||| PostareSQL 2.3 (localhosk:5432) Mame arboles
4 Databases (2} oID 187746
postgres Ciner postares
- yudy Schema pg_catalog
%; Catalags (2) Relocatable? Mo
4 Extensions (2) Version 1.0
Commenk Tecnicas de mineria de datos, Arboles de decision
plpgsal
4 Schemas (2)
& arboles_decision
@ public
[l:t) Ewent Triggers {0}
44 slory Replication {0}
Tablespares (2)
{@ Group Roles (00
£~ Login Roles (1) 4 T
SOL pane
| -- Extension: arboles

Fig. 23: Extension “arboles_decision” creada.
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Conclusiones parciales

Durante el desarrollo del capitulo se evidencio que con el uso de la metodologia de desarrollo de software
XP se presentaron los elementos descriptivos adecuados a los requerimientos del cliente. Por otra parte,
aunque XP no exige la realizacion de un Modelo de Dominio, se consideré necesario plantearlo, debido a
la importancia que reviste para la organizacion, control y un mejor entendimiento de la informacion de la
aplicacion. La creacion de las Historias de Usuario y la Lista de Reserva del Producto, permitieron definir
los requisitos necesarios para lograr el objetivo propuesto y facilitaron la planificacién del tiempo de
desarrollo, el cual fue realizado guiandose por el estandar de codificacién detallado. Los elementos

anteriores dieron paso a una correcta implementacion e integracién en el SGBD PostgreSQL.
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CAPITULO 3: APLICACION Y VALIDACION DE LA SOLUCION
PROPUESTA

Introduccidn

XP anima a probar constantemente tanto como sea posible. Esto permite aumentar la calidad de los
sistemas reduciendo el numero de errores no detectados y disminuyendo el tiempo transcurrido entre la
aparicion de un error y su deteccion. También permite aumentar la seguridad de evitar efectos colaterales
no deseados a la hora de realizar modificaciones y refactorizaciones. Es por ello que en este capitulo se
analizan las técnicas que define la metodologia XP para disefiar los casos de pruebas que guiaran la
validacion de la aplicacion. Asimismo se realiza el proceso de MD siguiendo la metodologia CRISP-DM y se

comparan los resultados de los algoritmos implementados con la herramienta Weka.

3.1 Pruebas del Sistema

Una de las practicas de la metodologia XP es el uso de las pruebas para garantizar el
funcionamiento de los codigos que se vayan implementando. Esto permite aumentar la calidad de
los sistemas reduciendo el nimero de errores no detectados y disminuyendo el tiempo transcurrido
entre la aparicion de un error y su deteccién (30).
La metodologia XP divide las pruebas en dos grupos:

v Pruebas unitarias.

v Pruebas de aceptacion.
Pruebas Unitarias

Las pruebas unitarias o pruebas de unidad consisten en comprobaciones (manuales o automatizadas)
desarrolladas por los programadores. Las mismas se realizan para verificar que el codigo correspondiente a un
mdédulo concreto se comporta de manera esperada. Las pruebas unitarias proporcionan beneficios tales como
(30):

v Brindan al programador una inmediata retroalimentacién de como esta realizando su trabajo.

v El programador puede realizar cambios de forma segura respaldada por efectivos casos de pruebas.

v' Permite saber si una determinada funcionalidad se puede agregar al sistema existente sin alterar el

funcionamiento actual del mismo.
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Pruebas de Aceptacion

Las pruebas de aceptaciéon se elaboran a lo largo de la iteracion, en paralelo con el desarrollo del sistema y
adaptandose a los cambios que el sistema sufra (31). Las pruebas de aceptacion pretenden demostrar que las
funciones del software son operativas, que la entrada se acepta de forma adecuada y que la salida producida es
correcta, ya que no es necesario conocer la légica del programa, Unicamente la funcionalidad que debe realizar
(32). Estas pruebas son méas importantes que las pruebas unitarias dado que significan la satisfaccion del
cliente con el producto desarrollado y el final de una iteracion y el comienzo de la siguiente (31). Los clientes son
los principales responsables de verificar que los resultados de estas pruebas sean correctos, de forma que se
cubran, sino todas, si la mayor cantidad posible de las funcionalidades registrada en una historia de usuario
(30). Existen dos tipos de pruebas de aceptacion:

v La prueba alfa: Se lleva a cabo por un cliente, en el lugar de desarrollo. Se usa el software de forma

natural con el desarrollador como observador del usuario.
v/ La prueba beta: Se lleva a cabo por los usuarios finales del software, en los lugares de trabajo de los

clientes. A diferencia de la prueba alfa, el desarrollador no esta presente normalmente.

Pruebas alfa

Con el fin de encontrar la mayor cantidad de errores y defectos posibles, y que estas sean realizadas por
el propio usuario final y no por el desarrollador del producto, serdn aplicadas a la extension desarrollada

pruebas alfa.

Las pruebas alfa se llevan a cabo por un cliente en el lugar de desarrollo. Se usa el software de forma
natural con el desarrollador como observador del usuario y registrando los errores y problemas de uso.
Las pruebas alfa se hacen en un entorno controlado. Se realizan después de todos los procedimientos de
prueba basicos, y se producen después de las pruebas del sistema. Por lo general emplea a cualquiera de

las pruebas de caja blanca o caja negra para probar el software. (30)

Después de realizado un estudio de las pruebas de software que propone la metodologia XP, se decide llevar a
cabo la estrategia de pruebas de aceptacion, debido a que van dirigidas a evaluar el trabajo desarrollado desde
una perspectiva visual, centrandose en el perfecto funcionamiento de las funcionalidades a las cuales el cliente
se enfrenta. Esta estrategia significa la satisfaccion del cliente con el producto desarrollado, el final de una
iteracion donde se han cumplido las expectativas y el comienzo de la siguiente. Es casi imposible obtener una

implementacion libre de errores, es por ello que se debe tener bien definido un criterio de aprobacién, para
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saber el momento en el que el software esta listo para ser liberado. A continuacion se detalla el método

seleccionado para realizar las pruebas de aceptacion.
3.1.1 Método seleccionado: Prueba de Caja Negra.

Para determinar la calidad de la extension desarrollada se aplicaron pruebas de caja negra, las cuales se
centran en los requisitos funcionales del sistema sin tener en cuenta su estructura logica interna. Tienen
como objetivo demostrar que las funciones del software son operativas, que las entradas acepten de forma
adecuada y se produzca un resultado correcto, teniendo en cuenta que la integridad de la informacion externa
se mantenga. Estas pruebas permiten descubrir diferentes tipos de errores que no se encuentran con los
métodos de caja blanca como son: errores de rendimiento, errores en la interfaz, funciones incorrectas o
ausentes, errores en estructuras de datos o en accesos a bases de datos externas, errores de
inicializacién y de terminacion (32). Durante las iteraciones, las HU seleccionadas seran traducidas a pruebas.
En ellas se especifican desde la perspectiva del cliente, los escenarios para probar que una HU ha sido
implementada correctamente. El objetivo final de las pruebas es garantizar que los requisitos han sido

cumplidos y que el sistema es aceptable.
Técnicas de pruebas de Caja Negra:

v' Técnica de prueba basada en grafos: En la técnica se debe entender los objetos que se modelan en
el software y las relaciones que conectan a estos, tales como objetos de datos, objetos de programa como

modulos o colecciones de sentencias del lenguaje de programacion. (32)

v' Particion equivalente: Divide el campo de entrada de un programa en clases de datos de los que se
pueden derivar casos de prueba. En otras palabras, este método intenta dividir el dominio de entrada de
un programa en un numero finito de clases de equivalencia, de tal modo que se pueda asumir
razonablemente que una prueba realizada con un valor representativo de cada clase es equivalente, a una

prueba realizada con cualquier otro valor de dicha clase. (32)

v" Andlisis de Valores Limites: El analisis de valores limite (AVL) es una técnica de disefio de casos de
prueba que completa a la particion equivalente. En lugar de seleccionar cualquier elemento de una clase

de equivalencia, el AVL lleva a la eleccion de casos de prueba en los extremos de la clase. (32)
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Una vez analizadas las técnicas anteriores se decidi6 utilizar la técnica de particion de equivalencia, por la
gran importancia que posee la misma permitiendo encontrar gran nimero de errores en pocas iteraciones,
por estar dirigidas a una definicién de casos de prueba que descubran clases de errores, reduciendo asi el

namero total de casos de prueba que hay que desarrollar.

Un caso de prueba especifica una forma de probar el sistema, incluyendo la entrada o resultado con la
que se ha de probar y las condiciones bajo las que ha de probarse. Se pueden realizar muchos casos de
prueba para determinar que una HU es completamente satisfactoria. Con el propdsito de comprobar que
todas las HU de una aplicacién son revisadas, debe haber al menos un caso de prueba para cada una de
ellas.

Los casos de prueba segln la metodologia XP deben cumplir las siguientes caracteristicas:

v' Los casos de prueba (CP) deben escribirse para realizar las pruebas desde el punto de vista del
usuario.

v/ Un error aunque sea en un solo paso de un caso hace que se considere que fallé el caso entero.

<

Brindar un feedback? rapido y concreto de como se esta desarrollando la iteracion y el proyecto.
v Los casos de prueba exitosos de una iteracion deben repetirse con éxito en las siguientes

iteraciones.

3.1.2 Casos de pruebas basados en HU

Con el propdsito de obtener una retroalimentacién rapida y concreta de cdmo se estan desarrollando las
funcionalidades, se realizaron los casos de prueba correspondiente a las 6 HU descritas en la fase de

Exploracion.

A continuacion se muestra el caso de prueba para la HU “Generar reglas de decisién a través del
algoritmo ID3 de la técnica de arboles de decisién” con la descripcion de las variables correspondientes.
Se muestra una tabla donde se especifican las no conformidades detectadas por el CP y la solucién a

cada una de ellas. Finalmente se disponen los resultados de las pruebas en general para cada iteracion.

2 Feedback: caracteristica de XP basada en el desarrollo incremental de pequefias partes, con entregas y pruebas frecuentes y continuas,

proporciona un flujo de retro-informacién valioso para detectar los problemas o desviaciones. (24)
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Tabla 9: Generar reglas de decisidn a través del algoritmo ID3 de la técnica de arboles de decision.

Escenarios Descripcién Respuesta del Sistema Flujo Central

EC1.1 Ejecutar funcidon | En este escenario se | Se muestran las reglas de | 1- EI  usuario selecciona
con datos CorTectos. crean las reglas de | &rboles de decision | la funcién “principal_id3”.
arboles de decision | creadas.
introduciendo datos

correctos.

En este escenario se | Se muestra un mensaje | 2- Introduce los datos
EC1.2 Ejecutar

> creanlas reglas de | de error en la | requeridos para la funcion
funcion con datos S
incorrectos. arboles de decision | herramienta. “principal_id3”.
introduciendo datos
incorrectos.

En este escenario se | Se muestra un mensaje | 3- Se generan las reglas
EC1.3 Ejecutar funcion

; crean las reglas de de asociaciéon ara la
con datos vacios. 9 de error en la P

arboles de decision | herramienta. funcién “principal_id3”.
dejando datos a insertar

vacios.

3.2 Presentacion de los resultados de las pruebas funcionales

Para llevar a cabo un proceso satisfactorio de pruebas se realizaron tres iteraciones. En la primera
iteracion se efectian todo los CP, las no conformidades detectadas por ellos, son aceptadas y resueltas
por el equipo de desarrollo. Luego para verificar la adecuada rectificacion y solucion de los problemas
revelados, se procede a una segunda iteracidon en la que se pueden descubrir nuevas no conformidades y
detectar una ineficiente solucion a ellas. En la tercera iteracion se deben haber corregido todas las no

conformidades, y luego se aborta el proceso de pruebas.

Las pruebas han sido aplicadas a las 6 historias de usuario permitiendo detectar varios errores. Fueron
encontradas en una primera iteracion 7 no conformidades las cuales fueron resueltas en una semana.
Para una segunda iteracion se encontré 3 no conformidad, las cuales fueron solucionadas en un periodo

de 3 dias. Finalmente para una tercera iteracién no se encontraron no conformidades. A continuacion se
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muestra una grafica donde se recogen la cantidad de no conformidades encontradas y resueltas en cada
iteracion.

MNo Conformidades

i A

(N )

W No conformidades datectadas

FJ

B No conformidades resueltas

L

Ineracionl
ITeracicn 2

ltaracion

Fig. 24: Resultados de las pruebas.

3.3 Proceso de MD utilizando la metodologia CRISP-DM

A continuacion se muestra como se aplicé el proceso de MD a la base de datos de la aplicacién de

Genética Médica, utilizando la metodologia CRISP-DM para validar los algoritmos integrados al SGBD
PostgreSQL.

Genética médica

Entre las ramas de la medicina se encuentra la genética médica, la cual tiene como objetivo principal en
Cuba estudiar como garantizar la reduccion del impacto de las enfermedades genéticas sobre la salud y el
bienestar de los individuos a través de estrategias de prevencién. Ello permite ayudar a las personas con
"desventajas" genéticas a vivir y a reproducirse de forma tan normal como sea posible, asi como reducir la
frecuencia y las manifestaciones clinicas de los defectos congénitos severos (33). Una de las acciones
realizadas por el Centro Nacional de Genética Médica para alcanzar este objetivo ha sido la
informatizacién de varios estudios realizados junto a la Universidad de las Ciencias Informaticas, pero

debido al volumen de la informacion recopilada se decidié analizar el comportamiento a través de las
técnicas de analisis de datos. (1)
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Comprension del negocio
Los objetivos del negocio son enmarcados a:

e Conocer las relaciones que se establecen entre las caracteristicas de los pacientes:
e Determinar cuales son las caracteristicas de las personas que pueden influir en el grado de la

discapacidad intelectual.

Como objetivo de MD se identifico:

Obtener reglas que permitan descubrir la influencia que tienen en el grado de la discapacidad intelectual
parametros como el sexo del paciente, color de la piel, zona donde nacié, conducta del paciente, area
cognitiva del paciente, edad en que la madre qued6 embarazada, si la madre tuvo enfermedades

infecciosas y si tuvo movimientos fetales durante el embarazo.
Comprension de los datos

La comprension de datos esta relacionada con la recoleccion y descripcion de la informacion inicial con la
gue se comienza el proceso de obtener conocimiento, una vez establecidos los objetivos a seguir.
Ademas, se desarrollan actividades que permiten su exploracion, a fin de identificar problemas con su
calidad. (34)

La informacidn recopilada fue obtenida de una dnica fuente, que de manera centralizada es la empleada
para recopilar los datos de los pacientes. Esta base de datos cuenta con 142 tablas y se encuentra sobre
el gestor PostgreSQL. A continuacion se describen los atributos significativos para darle solucion a los

objetivos propuestos en el epigrafe 3.4.

Tabla 10: Resumen descriptivo de la informacion relevante recopilada.

Nombre del Tipo de datos Descripcion Nombre de la tabla
atributo
sexo character Almacena el sexo del paciente tpersona
color_piel character Almacena el color de piel del paciente tcolor_piel
zona character varying Almacena la zona del paciente tzona
area_conducta character varying Almacena la conducta del paciente tarea_conducta
area_cognocitiva character varying Almacena el nivel de comprension del | tarea_cognocitiva
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paciente

rango_edad_emb character Almacena el rango de edad que tenia | trango_edad_embarazo
la madre del paciente cuando se

embaraz6

enferm_infec_embar | character Almacena Si la madre | tmadre_emb
durante el embarazo  tuvo

enfermedades infecciosas

mov_fetales character Almacena Si la madre tuvo | tmadre_emb
movimientos  fetales durante el

embarazo

grado_de_rm character varying Almacena el grado de la|tgrado _de rm

discapacidad intelectual del paciente

Explorar y verificar la calidad de los datos

Para realiza el andlisis, el juego de datos utilizado para mostrar en la investigacion es ficticio, debido a la
sensibilidad de los datos almacenados en la base de datos sobre la cual se esta realizando el estudio.

Los resultados de la exploracioén realizada a los datos para verificar su calidad:

Los atributos sexo, color_piel, rango edad emb, zona, area_conducta, area_cognocitiva,

enferm_infec_embar, mov_fetales y grado_de_rm no tienen ningun valor vacio.
Preparacion de los datos

Una vez efectuada la recoleccion inicial de datos, se procede a su preparacion para adaptarlos a las
técnicas de MD que se utilicen posteriormente. La preparacion de datos incluye las tareas generales de
seleccion de datos a los que se va a aplicar una determinada técnica de modelado, limpieza de datos,

generacién de variables adicionales, integracion de diferentes origenes de datos y cambios de formato.

Esta fase se encuentra relacionada con la fase de modelado, puesto que en funcién de la técnica de
modelado elegida, los datos requieren ser procesados de diferentes formas. Es asi que las fases de

preparacion y modelado interactian de forma permanente. (35)
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Limpiezay transformacion de los datos

Se realizaron un conjunto de consultas en las tablas seleccionadas para determinar las tuplas que no
aportan ninguna informacién provechosa. En las mismas no se obtuvieron campos con valores

desconaocidos, ni tuplas inconsistentes.
No se tuvo que realizar la limpieza de los datos ya que no existian instancias con valores vacios.

Para facilitar el posterior uso de estos atributos y simplificar el entendimiento, se sustituyeron los valores 1
por Masculino y 2 por Femenino pertenecientes al atributo sexo. También se realizaron transformaciones
en los atributos que tenian tildes, caracteres como “A” y espacios entre las palabras por las que estaba

compuesto (estos fueron sustituidos por guiones bajos “ ).

Modelado

La seleccion de las técnicas de MD y los algoritmos a emplear depende de los objetivos de MD
propuestos en la fase de comprension del negocio. La técnica seleccionada para darle cumplimiento a
este objetivo es arboles de decision y de ellas los algoritmos ID3, C4.5 y Decision Stump.

A continuacién se realiza una comparacién de los resultados obtenidos por los algoritmos integrados al

SGBD PostgreSQL y los de la herramienta Weka, en la misma se utiliza la BD de Genética Médica.

Presentacion de los resultados obtenidos por ambas herramientas del algoritmo 1D3:

9 Query - yudy on postgres@localhost:5432 *

File Edit Query Favourites Macros Wiew Help
= o B ) ] £ b hEhgk ¢ | O yudy on postgres@localhost: 5432 -

SOQL Editor | Graphical Query Builder

1l

Prewious queries - Delete All

select ¥ from arboles_decision.principal id3{'genetica','grado_de_rm') as (reglas warchar) ;|

4 i D
Cukput pane o
Data Dutput | Explain Messages Hiskary ¥

reglas
character varying

1 i sexo = F entonces grado de rm = Moderado

2 si sexo = M ¥ rango edad embh = 36 a 39 entonces grado de rm = & definir

3 si sexo = M ¥ rango edad embh = no sabe entonces grado de rm = Moderado

4 =i sexo = M vy rango edad embh = mencor 20 ¥ mov fetales = Fuertes entonces grado de rm = Sewvero
L 51 sexo = M ¥ rango edad emb = menor 20 ¥ mov fetales = no sabe entonces grado de rm = Jewverao
B 21 sexo = M ¥ rango edad emb = menor 20 ¥ mov fetales = debiles entonces grado de rm = Moderado

Fig. 25: Resultados obtenidos del algoritmo ID3 en el SGBD PostgreSQL 9.3.
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Preprocess | Classify | Cluster | Associate | Seleck attributes | Wisualize

Classifier
| Choose |Id3
Test options Classifier oukput
Use training set Id3 o

Supplied test set

@) Cross-validation  Faolds |10 sexo = M

rango_edad_emb = menor_Z0

| mov_fetalez = debiles: Moderado
| wmov_fetalez = no_sabe: Jevero

Percentage split :
I
| | mov _fetalezs = Fuertes: Jevero
I
I

m

| More options...

rango edad emh = no sabe : Moderado
{Mom) grado_de_rm - — —
rango_edad_emh = 36_a_ 39 1 A definir
| Srart | sexo = Fi Moderado
Reesult list {right-click for options) Time taken to build model: 0.19 seconds -

4 1] ¥

Status

Ok | Lag |'ﬂix0

Fig. 26: Resultados obtenidos del algoritmo ID3 en el Weka.

Presentacion de los resultados obtenidos por ambas herramientas del algoritmo C4.5:

9 Query - yudy on postgres@localhost:5432 *

File Edit Query Fawourites Macros  Wiew Help

= .r;') e 2 ] 3;:' B RE |>1”al=l_'| = ¢ | O yudy on postgres@localhost: 5432 -
SQL Editor | Graphical Query Builder -
Previous queries - Delete All
select * from arboles_decision.principal c45('genetica','grado_de_rm') as (reglas warchar);
4 1] 5
Outpuk pane x
Data Output | Explain Messages Histary =

reglas
character varying

1 21 sexo = F entonces grado de rm = Moderado

2 i sexo = M v rango edad emb = 36 a 39 entonces grado de rm = & definir

3 51 sexo = M ¥ rango edad emb = no sahe entonces grado de rm = Moderado

4 31 sexo = M ¥ rango edad emb = menor 20 ¥ mov fetales = Fuertes entonces grado de rm = 3ewvero
L3 31 sexo = M ¥ rango edad emb = menor 20 ¥ mov fetales = no sabe entonces grado de rm = Severo
] 21 sexo = M y rango edad emb = menor 20 ¥ wovw fetales = debiles entonces grado de rm = Moderado

Fig. 27: Resultados obtenidos del algoritmo C4.5 en el SGBD PostgreSQL 9.3.
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'eka Explorer

Preprocess | Classify | Cluster | Associate | Select attributes | Wisualize
Classifier
| Choose |J48-Cozs-mz

Test options Classifier oubpuk
Ise training set J48 pruned tree "
supplediestset [Tseen | (Il 000
@) Cross-validation  Folds |10 gexo = M

rango_edad _emb = menor_Z20

| mov_fetales = debiles: Moderado (210.0)
| wov_fetales = no_sabe: Severo [(420.0)

| nov_fetales = Fuertes: Jewvero (3150.0)

Percentage splic

m

| Mare options. ..

(Nom) grada_d rango_edad emb = no_sabe ¢ Moderado (210.0)

o grade._de_rm rango_edad emb = 36_a 39 : A definir (210.0)

| crart | sexo = F: Moderado [(2730.0)

Resulk list (right-click For options) Mumher of Leawves @ 6 -

4 1 »

Status

o, | Log |'ﬂ';\xn

Fig. 28: Resultados obtenidos del algoritmo C4.5 en el Weka.

Presentacion de los resultados obtenidos por ambas herramientas del algoritmo Decision Stump:

B Query - yudy on postgres@localhost:5432

File Edit Query Fawourites Macros View Help

= .r.l > N }—_:' B RE ug] &= ¢ | O yudy on postgres@localhost: 5432 -

Ll

SQL Editor | Graphical Query Builder

Previous gueries b | Delete | | Delete All

select * fromarboles_decision.decision_stunp('genetica', 'grado_de_rm') as (reglas warchar) ;|

4 (10} o

Cukpuk pane

Ll

Data Output | Explain Messages Hiskary

reglas
character varying
1 5i sexo = M entonces grado rm = Sewero
2 2i sexo '= M entonces grado rm = Moderado
3 21 sex0o es desconcocido entonces grado rm = Sewvero
Ok Uiris Lm 1, Col &3, Ch a3 3 rowms. 156 ms

Fig. 29: Resultados obtenidos del algoritmo Decision Stump en el SGBD PostgreSQL 9.3.
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Preprocess | Classify | Clusker | Associate | Select attributes | Yisualize

Classifier

| Choose |Decision5tump

Tesk options Classifier oukput

Use Eraining sek Decision Stump

Supplied test set

Classifications
@) Cross-walidation  Faolds |10
Percentage split sexo = M : Sewvero E

- zexo != M : Moderado
| More options. .. X . )
sexo is missing @ Sewero

(Mom) grado_de_rrm Class distributions
| Skark | sexo = M
Result list {right-click For options) I:[D 'flerad':' o S_se';_n?ro 4 definir =
4 11 >
Skaktus |
Ik Log ’ﬂ‘i =0

Fig. 30: Resultados obtenidos del algoritmo Decision Stump en el Weka.

Después de haber presentado los resultados obtenidos por ambas herramientas se procede a mostrar una
comparacion por indicadores entre las mismas.

Tabla 11: Comparacion de los indicadores en PostgreSQL y Weka.

Indicadores Extension en PostgreSQL Algoritmos en Weka
Facilidad de uso e Requiere de conocimientos de | eDepende de especialistas para la
base de datos para el andlisis de manipulacion de la herramienta ademas de
los datos. conocimientos de base de datos para el

analisis de los datos.

Manipulacién de los datos e El SGBD no necesita driver de | e Necesita un driver para la conexién al
conexion. SGBD, para posteriormente configurarlo.

e Los datos estan listos para ser | e Convertir los datos al formato arff en caso
analizados. de no cargar los datos del SGBD.

Actualizacion de los datos e Ejecutar el algoritmo. e Necesita conectarse nuevamente a SGBD,
volver a cargar los datos porque no
actualiza o generar otra vez el archivo arff

para después correr el algoritmo.

Comprensién de los e Los resultados se muestran claro | e Requiere de un especialista con
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resultados y completos, asi facilitando el conocimientos de la herramienta para
analisis de los especialistas. realizar el andlisis de los resultados
e Pueden ser entendibles por obtenidos.

cualquier usuario.

Recursos de Hardware ¢ No necesita de una computadora e Para grandes cantidades de datos requiere

con elevadas prestaciones. computadoras con altas prestaciones.

Como se pudo observar en las figuras 25, 26, 27, 28, 29 y 30, en ambas herramientas se obtuvieron la
misma cantidad de reglas. Las reglas generadas por la extension del PostgreSQL coinciden en su
totalidad con las generadas por el Weka, lo cual tiene un nivel de aceptacion por el cliente de un 100%.
Ademas en lo que se refiere a los pardmetros evaluados, el uso de esta extension proporciona mejores

ventajas para el andlisis de los datos.

Evaluaciéon e implementacion

El objetivo del negocio correspondiente al descubrimiento de patrones ocultos en los datos; que permite
clasificar el grado de discapacidad intelectual, basado en las relaciones que se establecen entre los
atributos seleccionados fue cumplido, por lo que pueden considerarse los modelos como aceptados,
desde el punto de vista analitico, para apoyar la toma de decisiones administrativas del Centro de
Genética Médica.

Para la implementacién del proyecto los directivos del Centro de Genética Médica son los encargados de
emprender acciones y determinar, si asi lo estiman conveniente, una estrategia a seguir, basada en la
informacion descubierta por los algoritmos. Ademas se generara un informe con todo el proceso de

mineria, que servira de apoyo o consulta para el proceso administrativo y la toma de decisiones.

Conclusiones Parciales

La validacion mediante las pruebas de caja negra de los algoritmos propuestos integrados al SGBD
PostgreSQL 9.3 permitié corregir los errores que podrian afectar el correcto funcionamiento de la
extension logrando la aceptacion del cliente. La correcta aplicacion del proceso de MD utilizando la
metodologia CRISP-DM sobre la Base de Datos de Genética Médica comprob6é que los algoritmos
implementados reflejan resultados similares a la herramienta Weka. Los resultados arrojados permitieron

comprobar que la integracion de los algoritmos al SGBD contribuye a un mejor analisis de los datos.
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CONCLUSIONES GENERALES

Una vez concluida la investigacién, la autora arriba a las siguientes conclusiones:

- Los métodos de investigacion utilizados garantizaron analizar las técnicas de MD: arboles de
decision y de ella seleccionar los algoritmos a ID3, C4.5 y Decision Stump. Estos algoritmos
generan reglas de decision que por sus caracteristicas son unas de las formas de representar mas

utilizadas por su facil comprensién.

- El analisis de las herramientas que trabajan con las técnicas de MD permitié decidir que es
necesario implementar los algoritmos de Arboles de Decisién para integrarlos al Gestor de Bases

de Datos PostgreSQL 9.3 como mejor opcion para realizar MD.

- Se cred una extension para integrar los algoritmos implementados al SGBD PostgreSQL

permitiendo aprovechar las potencialidades del gestor para el analisis de los datos.

- Lavalidacién de la extension propuesta, mediante las pruebas de aceptacién confirmé el correcto

funcionamiento de los algoritmos implementados.

60



)} Jj Y. ,
@6@0‘ 7e? Z(I//(l('lﬁﬁfd .

RECOMENDACIONES

Se recomienda:

- Continuar integrando algoritmos que realicen Mineria de Datos al SGBD PostgreSQL con el

objetivo de enriquecer el mismo y potenciar sus funcionalidades.
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ANEXOS

Anexo 1: Técnicas de mineria de datos mas empleadas.

Data mining/ analytic methods you used frequently in the last year:

Decision Trees/Rules (90)
Clustering (70)
Regression (67)

Statistics (64)

Association rules (54)
Visualization (38)

SVM (31)

Neural Nets (31)
Sequence/Time series analysis (24)
Bayesian (24)

Nearest Neighbor (20)
Boosting (17)

Hybrid methods (14)
Bagging (13)

Genetic algorithms (12)
Other (4)
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Fig. 31: Técnicas de mineria de datos mas empleadas. (36)
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