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Resumen 

La implementación del principio Longitud de Descripción Mínima (MDL) en un algoritmo 

evolutivo Programación de Expresiones Genéticas (GEP) de clasificación puede ser 

utilizada para reducir el sobreajuste de las reglas obtenidas después de aplicado dicho 

algoritmo. Para esto se procede por grupos, conteniendo cada grupo todas las reglas que 

cubran una misma clase. Dentro de cada uno de esos grupos se selecciona un subgrupo 

de reglas basándose en el principio MDL. Este principio indica que entre diferentes 

teorías para explicar una determinada evidencia, se debe preferir la teoría más simple. La 

idea del principio es buscar un compromiso para cubrir bastantes ejemplos y capturar así 

las regularidades presentes en los datos sin llegar a encontrar reglas demasiado 

específicas. 

En la presente investigación se implementan nuevas variantes del principio MDL en un 

algoritmo evolutivo GEP de clasificación para reducir el sobreajuste. Este tipo de sistema 

clasificador presentará importantes ventajas para su aplicación en entidades, empresas y 

en sistemas informático creados en la Universidad de las Ciencias Informáticas, pues 

permitirá minimizar los riesgos a la hora de decidirse estratégicamente, lo que traerá 

consigo un ahorro considerable de tiempo, recursos humanos y financieros a la 

organización. 

 

Palabras claves: clasificación, principio Longitud de Descripción Mínima, Programación 

de Expresiones Genéticas, reglas, regularidades, sobreajuste. 
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Introducción 

El desarrollo tecnológico y empresarial alcanzado en los últimos años, ha contribuido a 

aumentar la capacidad de generar datos, almacenarlos y clasificarlos en pequeños 

grupos que describan sus características principales, basándose en la similitud o 

diferencia entre ellos. Sin embargo, almacenar estas enormes masas de información en 

grandes bases de datos para realizar solamente procesos de consulta tradicional resulta 

de poca utilidad, por lo que suele ser necesario un procesamiento más avanzado de los 

mismos, habitualmente buscando extraer conocimiento para la toma de decisiones. 

Transformar los datos en información útil para la toma de decisiones es una tarea 

compleja. Con el propósito de extraer la mayor cantidad de información provechosa para 

las empresas o instituciones, surge una nueva generación de técnicas computacionales y 

sistemas informáticos, los cuales constituyen el centro del emergente campo de 

investigación denominado: Minería de Datos (MD). 

La MD es una de las fases del proceso de extracción de conocimientos a partir de los 

datos. La mayoría de los autores (Giráldez, 2003; Lara, 2010; Olmo, 2013) la consideran 

como la etapa principal de todo el proceso. Esta incluye diferentes técnicas de 

aprendizaje automático, la estadística, los sistemas de toma de decisiones y otras áreas 

de la informática y de la gestión de información. Esto permite que las entidades o 

empresas minimicen los riesgos a la hora de decidirse estratégicamente, lo que trae 

consigo un ahorro considerable de tiempo, recursos humanos y financieros a la 

organización. 

Entre la gran cantidad de técnicas de aprendizaje automático existentes, destacan las 

basadas en Algoritmos Evolutivos (AE) (Muñoz, y otros, 2008; Rivas, y otros, 2016). 

Estos algoritmos son usados para procesar problemas con un conjunto de soluciones 

muy grande donde resulta imposible aplicar una búsqueda exhaustiva en la práctica. El 

crecimiento de sus aplicaciones demuestra la efectividad y fortaleza de utilizarlos en la 

esfera empresarial. 
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Un nuevo paradigma computacional dentro del grupo de los AE son los algoritmos de 

Programación de Expresiones Genéticas (del inglés Gene Expression Programming, en 

adelante GEP). A grandes rasgos, un GEP es una técnica para el análisis de datos que 

combina las ventajas de sus predecesores: los Algoritmos Genéticos y la Programación 

Genética (Ferreira, 2006). De los Algoritmos Genéticos heredó los cromosomas lineales 

de tamaño fijo; y de la Programación Genética su representación a modo de árboles de 

variados tamaños y formas.  

Los algoritmos GEP constituyen un componente fundamental en una amplia gama de 

aplicaciones, desde su uso en el campo de la medicina para diagnosticar enfermedades 

(Ferreira, 2006; Dai, y otros, 2009), economía (Ferreira, 2006; Jingfeng, y otros, 2009), 

ecología (Ghani, y otros, 2010), telecomunicaciones (Janeiro, y otros, 2012), biología (H. 

Z., y otros, 2006), geografía (Eldrandaly, 2009; Bellini Saibene, y otros, 2015; 

Mohammadpour, y otros, 2016), hasta en la programación automática (Chen, y otros, 

2007). Además la Sociedad Cubana de Reconocimiento de Patrones y Minería de Datos 

ha fomentado el intercambio de información entre expertos nacionales y extranjeros, 

permitiendo que actualmente se desarrollen proyectos en diferentes centros 

investigativos de todo el país y se produzcan aplicaciones de alta competitividad que 

implementen este tipo de paradigma computacional. 

En la Universidad de las Ciencias Informáticas, centro cubano de altos estudios, se 

promueve la competitividad internacional de la industria cubana del software. Es por ello 

que constituye una ventaja la utilización de los algoritmos GEP en sistemas informáticos 

que implementen la clasificación en su ejecución. 

En la mayoría de estas aplicaciones los resultados tienen que ser lo más precisos 

posibles. No obstante, el método recursivo utilizado por GEP para construir los árboles 

de expresión conduce a que estos sean complejos, ajustándose demasiado en ocasiones 

a los datos que intenta representar. Esto trae como consecuencia que el modelo sea muy 

específico y perjudica su comportamiento global. A este problema se le conoce como 

sobreajuste. 

El sobreajuste lo definió la Real Academia de Ingeniería como: “Efecto de sobreentrenar 

un algoritmo de aprendizaje con unos ciertos datos para los que se conoce el resultado 

deseado” (Real Academia de Ingeniería, 2012). 



Introducción 

3 
 

Por tanto, el sobreajuste puede dar lugar a una descripción irrealista de los datos. Esto 

evidencia la necesidad de reducirlo en función de obtener un modelo mucho más 

confiable a la hora de clasificar nueva información. 

El principio de “Longitud de Descripción Mínima” o en inglés Minimum Description Length 

(MDL) introducido por Jorma Rissanen en 1978 (Rissanen, 1978), es un método que 

selecciona modelos en términos de ganancia de información (Grunwald, 2005). Este 

principio indica que entre diferentes teorías para explicar una determinada evidencia, se 

debe preferir la teoría más simple. Al reflexionar sobre este tema se entiende que dado 

un conjunto de datos, el mejor modelo es aquel que requiere la mínima cantidad de 

información para ser construido. Teniendo en cuenta que tanto modelo como datos 

pueden codificarse mediante bits, se trata de minimizar la longitud de la codificación. Esto 

evita las teorías que satisfacen los datos al extremo sobreajuste y penaliza las teorías 

demasiado extensas. 

A partir de la situación descrita anteriormente se define el siguiente problema científico 

en términos de pregunta de investigación: ¿Cómo reducir el sobreajuste de un algoritmo 

evolutivo GEP de clasificación a través del principio MDL? 

El objeto de estudio lo constituye por tanto, el proceso de análisis del principio MDL. 

A raíz del objeto de estudio definido anteriormente se tiene como campo de acción el 

principio MDL en un algoritmo evolutivo GEP de clasificación. 

Con la finalidad de darle una solución práctica al problema en cuestión, se traza como 

objetivo general implementar el principio MDL en un algoritmo evolutivo GEP de 

clasificación para reducir el sobreajuste. 

En el marco de esta investigación se ha desglosado el objetivo general en los siguientes 

objetivos específicos: 

1. Fundamentar la codificación de algoritmos evolutivos GEP y sus aplicaciones en 

clasificación. 

2. Fundamentar las aplicaciones del principio MDL en diferentes algoritmos de 

clasificación. 

3. Implementar el principio MDL de modo que permita reducir el sobreajuste en un 

algoritmo GEP. 
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4. Experimentar con juegos de datos para comprobar el correcto funcionamiento del 

principio implementado. 

5. Utilizar el método de validación cruzada en GEP con el principio implementado 

para garantizar la independencia entre los datos de entrenamiento y prueba. 

6. Aplicar test estadísticos al algoritmo GEP para realizar comparaciones múltiples 

con las variantes de MDL implementadas y sin MDL. 

La idea a defender de la presente investigación plantea que la implementación del 

principio MDL permitirá reducir el sobreajuste de un algoritmo evolutivo GEP de 

clasificación. 

Para darle cumplimiento a los objetivos trazados se han determinado las siguientes 

tareas de investigación: 

 Revisión y análisis de la bibliografía existente relacionada con los algoritmos 

evolutivos GEP y su aplicación en clasificación. 

 Revisión y análisis de la bibliografía existente relacionada con las aplicaciones del 

principio MDL en diferentes algoritmos. 

 Implementación del principio MDL en el algoritmo evolutivo GEP de clasificación. 

 Validación del comportamiento del principio implementado en el algoritmo 

evolutivo GEP de clasificación. 

 Uso del método de validación cruzada para la confirmación de la independencia 

entre los datos de entrenamiento y prueba. 

 Aplicación de test estadísticos para la realización de comparaciones múltiples 

entre los algoritmos implementados. 

Para dar cumplimiento al objetivo propuesto se han combinado diferentes métodos 

teóricos y empíricos de la investigación científica, en la búsqueda y procesamiento de la 

información. Ellos son: 

 Métodos teóricos: El método analítico-sintético al descomponer el problema de 

investigación en elementos por separado y profundizar en el estudio de cada uno 

de ellos, para luego sintetizarlos en la solución propuesta. El método histórico-

lógico para el estudio de los trabajos anteriores que constituyen referentes 
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teórico-prácticos en el tratamiento del problema planteado. El método de 

modelado para el desarrollo de los algoritmos propuestos en el trabajo. 

 Métodos empíricos: Método experimental para comprobar la utilidad y corrección 

de los resultados obtenidos. 

El presente trabajo consta, además de la introducción, por tres capítulos, conclusiones, 

recomendaciones, bibliografía y glosario de términos. Los capítulos están estructurados 

como sigue: 

Capítulo 1 Algoritmos Evolutivos y Programación de Expresiones Genéticas: En 

este capítulo se realiza una introducción al cómputo evolutivo. Se destacan sus 

principales algoritmos y se realiza un enfoque hacia los algoritmos de Programación de 

Expresiones Genéticas, entidad de estudio para la aplicación del principio de Longitud de 

Descripción Mínima. 

Capítulo 2 El principio MDL para la reducción del sobreajuste en la tarea de 

clasificación: En este capítulo se abordan definiciones y conceptos importantes del 

principio de Longitud de Descripción Mínima para la reducción del sobreajuste. Se 

describen características, ventajas y desventajas de dicho principio que se utilizan para 

dar solución al problema expuesto en la presente investigación. Además se proponen 

métricas para la medición del sobreajuste. 

Capítulo 3 Descripción de la implementación y resultados experimentales: En este 

capítulo se indica el algoritmo evolutivo GEP de clasificación al cual se le implementará la 

propuesta de solución. Se describe la relación de los estados del nuevo clasificador 

mediante un diagrama de estados. Se representa el proceso de calcular el principio MDL 

mediante un diagrama de procesos. Además se definen los experimentos a ejecutar y se 

realiza el análisis estadístico a los resultados obtenidos. 
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Capítulo 1 Algoritmos Evolutivos y 

Programación de Expresiones Genéticas 

En este capítulo se exponen los principales conceptos que sirven de base para 

adentrarse en el tema de los Algoritmos Evolutivos, se caracterizan los Algoritmos 

Genéticos y la Programación Genética cimientos de la Programación de Expresiones 

Genéticas. A esta última se le realiza una descripción más profunda, haciendo hincapié 

en su aplicación en la tarea de clasificación. 

1.1 Antecedentes históricos 

En 1859 el mundo científico cambia radicalmente la forma de ver el universo a raíz de la 

obra escrita por Charles Darwin “El origen de las especies” (Darwin, 1859). Los criterios 

de Darwin plantean: “que las especies evolucionan acorde al medio, para adaptarse a 

éste” (Darwin, 1859). De esta forma la naturaleza deja de ser vista como una creación de 

Dios y pasa a ser un conjunto de individuos en constante competición y evolución para 

poder perpetuar su especie en el tiempo. Las especies que no se adapten al medio 

desaparecen y solo los más aptos, los que mejor se adapten sobreviven para inmortalizar 

sus habilidades. 

Una de las formas de representar esta perspectiva de la evolución desde las ciencias 

informáticas es tratando este marco como un evidente problema de optimización, dónde 

las entidades que constituyen soluciones al problema se nombran individuos o 

cromosomas, y el conjunto de estos, población. Los individuos se modifican utilizando 

operadores genéticos, esencialmente la selección, el cruce y la mutación, arrojando este 

proceso individuos que pasan a ser posibles mejores soluciones del problema en 

cuestión. De esta manera se mejora el promedio de adaptación de toda la población. 

La idea básica de aplicar los principios darwinianos para la automatización de solución de 

problemas complejos data de los años 40. Ya en 1948 Alan Turing propuso “La búsqueda 
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de la evolución genética”. Pero no fue hasta 1962 donde los experimentos realizados por 

Bremermann (Bremermann, 1962) dan comienzo a la aplicación de este nuevo concepto. 

Luego aparecen diferentes implementaciones de esta idea. Fogel, Owens y Walsh 

inventan la Programación Evolutiva (Fogel, y otros, 1965; Fogel, y otros, 1966), Holland 

llama a su método Algoritmo Genético (Holland, 1973; Holland, 1975) y Rechenberg y 

Schwefel introducen las Estrategias Evolutivas (Rechenberg, 1973; Schwefel, 1977). A 

principios de los 90 surge otra corriente basada en la perspectiva de la evolución creada 

por Koza, la Programación Genética (Koza, 1992; Koza, 1994). 

Todo este campo es acreditado actualmente como una de las ramas de la computación 

evolutiva (Back, 1996; Eiben, y otros, 2003), los Algoritmos Evolutivos (AE) (Eiben, y 

otros, 2003). Cuyo propósito es realizar una búsqueda estocástica, haciendo evolucionar 

un conjunto de estructuras y seleccionando de modo iterativo las más adecuadas (Rivas, 

y otros, 2016). La Programación Evolutiva, los Algoritmos Genéticos, las Estrategias 

Evolutivas y la Programación Genética constituyen paradigmas de AE.  

 

 

Figura 1: Taxonomía de la computación evolutiva (Muñoz, y otros, 2008). 

1.2 Algoritmos Evolutivos 

Algunos autores definen los Algoritmos Evolutivos como: 

“…Los Algoritmos Evolutivos (AE) son metaheurísticas que emplean modelos 

computacionales del proceso evolutivo. Existen una gran variedad de AE, los principales 

incluyen: Algoritmos Genéticos, Programación Evolutiva, Estrategias Evolutivas y 

Programación Genética. Todos estos algoritmos comparten un concepto base común que 

Computación Evolutiva Algoritmos Evolutivos 

Algoritmos Genéticos 

Estrategias Evolutivas 

Programación Genética 

Programación Evolutiva 
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es simular la evolución de los individuos que forman la población usando un conjunto de 

operadores predefinidos…” (Villagra, y otros, 2006). 

“…Los algoritmos evolutivos (Evolutionary Algorithms, EA): corresponden a un grupo de 

técnicas estocásticas que utilizan los conceptos de evolución biológica. Los EA actúan 

sobre una población de soluciones potenciales aplicando los principios de diversidad de 

individuos y supervivencia del más fuerte para producir mejores aproximaciones a una 

solución. En cada generación es creado un nuevo grupo de aproximaciones por el 

proceso de selección de individuos de acuerdo a su nivel de “desempeño” en el dominio 

del problema, y se cruzan entre sí utilizando operadores que imitan los conceptos 

genéticos. Este proceso lleva a la evolución de poblaciones de individuos que están 

mejor adaptados a su ambiente. Sus principales técnicas son los algoritmos genéticos 

(Genetic Algorithms, GA), las estrategias evolutivas (Evolutions Strategies, ES), la 

programación evolutiva (Evolutionary Programming, EP) y la programación genética 

(Genetic Programming, GP)…” (Muñoz, y otros, 2008). 

“…Un algoritmo evolutivo puede definirse de manera simplista como un algoritmo que 

actúa sobre un conjunto de soluciones candidatas a través de dos actividades o 

principios: selección y variación. Mientras que la selección trata de imitar la competición 

por los recursos que existe en la naturaleza y por la reproducción de los seres vivos, la 

variación trata de imitar capacidad de creación de nuevas formas de vida a través de la 

recombinación y la mutación…” (Cárdenas, 2015). 

Teniendo en cuenta la síntesis de estos conceptos se puede determinar la idea 

fundamental que persiguen los Algoritmos Evolutivos (AE): conservar un conjunto de 

individuos que constituyen una posible solución del problema de optimización a tratar, 

estos individuos se mezclan y compiten entre sí, persiguiendo el principio de selección 

natural por el cual solo los mejor adaptados sobreviven en el tiempo. Esto provoca una 

evolución hacia soluciones cada vez más idóneas. 

Según José Alberto García Gutiérrez: “…Esta forma de funcionamiento les confiere su 

característica más destacable: un algoritmo evolutivo puede ser implementado de forma 

independiente del problema, o a lo sumo, con un conocimiento básico de éste, lo cual los 

hace algoritmos robustos, por ser útil para cualquier problema, pero a la vez débiles, 

pues no están especializados en ningún problema concreto siendo los operadores 
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genéticos empleados los que en gran parte confieren la especificabilidad al método 

empleado…” (García Gutiérrez, 1980). 

1.2.1 Características de los Algoritmos Evolutivos 

En correspondencia con las investigaciones de Cristina Mazuera y Yenifer Henao 

(Mazuera, y otros, 2013) se consideran como características principales de los AE las 

siguientes: 

 Realizan una búsqueda global al trabajar con un conjunto de posibles soluciones 

llamado población de individuos, evitando de esta forma quedarse atascado en 

óptimos locales. 

 Utilizan un método de selección sesgado con base al ajuste del individuo, 

indicando que tan bueno es el individuo, para identificar la probabilidad de que el 

individuo sea seleccionado y herede a otro su material genético. 

 Generan nuevos individuos por medio de un mecanismo de herencia, a través del 

uso de operadores estocásticos como el cruce y la mutación. 

 Aumentan la probabilidad de encontrar un óptimo global, al trabajar con 

poblaciones de individuos, que serán posibles soluciones. 

 La utilización de una población de soluciones favorece las implementaciones 

paralelas. 

 Manejan variables discretas. 

 Son de naturaleza robusta, pueden aplicarse a muchos y muy variados 

problemas. 

1.2.2 Funcionamiento de los Algoritmos Evolutivos 

Tal como hace mención (Muñoz, y otros, 2008) existen diferentes técnicas que se 

agrupan bajo la definición de AE. Sin embargo, a pesar de sus diferentes 

implementaciones, se puede definir un algoritmo evolutivo genérico al que todas estas 

técnicas se ajustan en gran medida. 

Procedimiento AE: 



Capítulo 1 Algoritmos Evolutivos y Programación de Expresiones 

Genéticas 

10 
 

 

Figura 2: Diagrama de flujo de un Algoritmo Evolutivo genérico (Graff, 2010). 

 

Figura 3: Seudo código de un Algoritmo Evolutivo genérico (Por elaboración propia). 

A continuación, se describen cada uno de los pasos de este algoritmo: 

Se comienza con la creación de una población inicial de individuos. Esta población se 

inicializa de manera aleatoria, pero puede ser inicializada basándose en conocimiento 

específico del dominio del problema, para tratar de dirigir la búsqueda hacia lugares más 

prometedores del espacio de investigación. 
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La evaluación de cada candidato consiste en asignarles a los mismos un valor de ajuste, 

que indica el grado de ajuste de este individuo con respecto al objetivo del problema en 

cuestión. Para obtener el valor de ajuste de cada candidato se le aplica la función de 

calidad o función objetivo. 

El proceso evolutivo es iterativo por lo que se encuentra dentro de un bucle, que está 

controlado por una condición de parada que puede basarse en distintos tipos de criterios: 

 El grado de evolución del mejor individuo de la población. 

 El grado de diversidad entre los individuos. Si todos son similares es momento de 

detener el proceso evolutivo. 

 Un contador, fijando de antemano un número máximo de generaciones o de 

evaluaciones de la función de ajuste. 

 La combinación de las anteriores condiciones de parada. 

La selección de padres reside en elegir individuos de la población actual para que tengan 

descendencia. Para esto existen numerosos métodos de selección, todos ellos basados 

en el ajuste de individuos. 

Luego se prosigue a aplicar operadores evolutivos a los individuos seleccionados. Los 

operadores más habituales son la mutación y el cruce. Estos operadores son utilizados 

con una determinada probabilidad (elección estocástica). 

Por último, se actualiza la población actual con los individuos que pasarán a ser la nueva 

generación. 

Los AE son muy sensibles al modo en que se codifiquen los individuos de la población y 

la codificación utilizada puede influir sensiblemente en las posibilidades de convergencia 

a la solución del problema. Por tanto, la primera tarea más importante en un AE es 

encontrar la representación apropiada para las soluciones. La segunda tarea crítica será 

elegir la función de aptitud (fitness) que regirá la búsqueda. 

1.2.3 Componentes de los Algoritmos Evolutivos 

Al referirse a este aspecto (Eiben, y otros, 2003) esclarecen que los componentes 

fundamentales de los AE son: 

 Representación (definición de individuos). 
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 Función de evaluación (o función fitness). 

 Población. 

 Mecanismo de selección de los padres. 

 Operadores de variación, recombinación o mutación. 

 Mecanismo de selección de sobrevivientes. 

Representación: La construcción de los individuos es lo primero que se realiza en los 

AE. Es inevitable pasar del contexto original del problema a su espacio de soluciones. 

Los objetos que constituyen soluciones posibles al problema son llamados fenotipos (o 

fenomas). La codificación de estos objetos son los individuos con los cuales trabaja el 

Algoritmo Evolutivo y se denominan genotipos (o genoma). La Figura 4 muestra un 

ejemplo de lo anterior. 

 

Figura 4: Codificación y Decodificación de soluciones (Por elaboración propia). 

La codificación de las soluciones se clasifica en cuatro grupos atendiendo a los símbolos 

utilizados para la escritura del gen: 

Codificación binaria: se utilizan ceros y unos en cada posición del cromosoma. 

Codificación entera: es conocida como codificación de permutación literal y se utiliza en 

problemas de optimización combinatoria. 

Codificación con números reales: es aplicada en problemas de optimización de funciones 

y en problemas de optimización con restricciones. 

Codificación con estructuras de datos generales: es empleada en problemas complejos 

de la vida real. Cada gen del cromosoma es representado con una estructura de datos 

general. 

Función de evaluación o función de aptitud: La función de aptitud (fitness) es 

equivalente a la función objetivo del problema de optimización a resolver. Una 

característica que debe tener esta función es que debe ser capaz de "castigar" a las 
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malas soluciones, y de "premiar" a las buenas, de forma que sean estas últimas las que 

se propaguen con mayor rapidez (Coello Coello, 2011). Su objetivo es representar los 

requerimientos para la adaptación de los individuos al medio ambiente. 

Población: La población es el conjunto de todas las soluciones (genotipo o fenotipo) en 

el medio ambiente y es el elemento que evoluciona en los AE. 

Mecanismo de selección de los padres: El operador de selección tiene como función 

principal enfocar la búsqueda hacia las áreas más prometedoras de espacio de 

soluciones a explorar. 

El Dr. Carlos A. Coello (Coello, 2015) confirma que los métodos de selección más 

usuales son: 

Selección proporcional: Consiste en dar a cada individuo una probabilidad de ser 

seleccionado proporcional a su fitness. 

Selección por torneo: La idea principal de este método consiste en realizar la selección 

en base a comparaciones directas entre individuos. Existen dos versiones de selección 

mediante torneo según esta elección se realice de forma determinista o probabilística. 

Selección de estado uniforme: Según este criterio se reemplazan en cada generación los 

individuos menos aptos (suele emplearse en sistemas clasificadores). 

Operadores de variación: Tienen como objetivo implantar una nueva descendencia 

tomando una descendencia anterior y de esta manera generar nuevas posibles 

soluciones al problema. 

Cruce o recombinación: 

El cruzamiento permite representar la combinación genética entre los individuos. Este 

puede realizarse sobre duplos de individuos o sobre toda la población. Su idea principal 

se basa en tomar dos individuos correctamente adaptados al medio y obtener una 

descendencia que comparta genes de ambos, existiendo la posibilidad de que los genes 

heredados sean los causantes de la bondad de los padres. 

Martín Pedemonte (Pedemonte, 2003) y Carlos A. Coello (Coello, 2015) consideran que 

los métodos de cruce más empleados son los siguientes: 

Cruce de un punto: Una vez seleccionados dos individuos se cortan sus cromosomas por 

un punto seleccionado aleatoriamente para generar dos segmentos diferenciados en 
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cada uno de ellos: la cabeza y la cola. Se intercambian las colas entre los dos individuos 

para generar los nuevos descendientes. De esta manera ambos descendientes heredan 

información genética de los padres. 

Cruce de n puntos: Se realizan n cortes. Deberá tenerse en cuenta que ninguno de estos 

puntos de corte coincida con el extremo de los cromosomas para garantizar que se 

originen n+1 segmentos. Para generar la descendencia se escogen probabilísticamente 

los segmentos de los padres. 

Mutación: 

La mutación es una pequeña variación impuesta a un individuo, este proceso tiene como 

objetivos: preservar la diversidad genética evitando la convergencia prematura y explorar 

áreas posiblemente no abordadas del espacio de búsqueda. 

Entre los operadores de mutación más utilizados según Estevez Valencia (Estevez 

Valencia, 2000) se encuentran: 

Mutación simple: Este es el más elemental de los operadores de mutación. Es aplicable a 

codificaciones del tipo binaria y simplemente cambia el valor de un gen por su opuesto. 

Posee dos niveles de aleatoriedad, primero para decidir si el individuo en cuestión 

mutará, y segundo para seleccionar el gen específico que cambiará de valor. 

Mutación de intercambio: Consiste en seleccionar al azar dos posiciones del cromosoma 

e intercambiar sus valores. El proceso de selección de las posiciones se hace usando el 

método de la ruleta para garantizar igualdad de probabilidad para todas. 

Mutación de inversión: Es una generalización de la Mutación de intercambio. Se 

seleccionan dos posiciones al azar y se invierte el recorrido entre ellas. 

Mecanismo de selección de sobreviviente: El rol del mecanismo de selección de 

sobrevivientes es distinguir los individuos en función de su calidad. Es similar a la 

selección de padres pero se utiliza en una etapa diferente del ciclo evolutivo (Eiben, y 

otros, 2003). 

Otros componentes a tener en cuenta son la inicialización y la condición de término. 

Las condiciones de término o parada del algoritmo se han expuesto anteriormente 

(Ver 1.2.2 Funcionamiento de los Algoritmos Evolutivos). 
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Inicialización: es la primera población, que es generada por individuos aleatorios, pero 

puede ser inicializada basándose en conocimiento específico del dominio del problema, 

para ayudar al algoritmo en el proceso de búsqueda. 

1.2.4 Algoritmos Evolutivos en la tarea de clasificación 

Los AE son unas de las metaheurísticas más utilizadas en la actualidad. Entre sus usos 

más destacados, se encuentra la resolución de problemas basados en la extracción de 

conocimiento en el campo de Minería de Datos (Data Mining, MD) (Freitas, y otros, 

2001). 

Sobre este particular Witten y Frank definen la MD como: “…un área multidisciplinar, 

donde confluyen multitud de paradigmas de cómputo tales como: la construcción de 

árboles de decisión, la inducción de reglas, las redes neuronales artificiales, el 

aprendizaje basado en instancias, el aprendizaje bayesiano, la programación lógica y 

varios tipos de algoritmos estadísticos…” (Witten, y otros, 1999). 

El objetivo de las técnicas de MD consiste en procesar y analizar la información para 

encontrar patrones repetitivos, tendencias, o reglas que expliquen el comportamiento de 

los datos en un determinado contexto (González, y otros, 2015). 

Entre las tareas generales de la MD se encuentra la clasificación. Para la construcción de 

un modelo de clasificación usualmente se requiere de un algoritmo de aprendizaje y un 

conjunto de datos de entrenamiento (training data set). Un conjunto de datos de 

entrenamiento está compuesto por muestra de datos, donde cada muestra, X = {X1, X2,… 

Xd}, es descrita por d atributos. También tiene un atributo clase C= {C1, C2,… Ck}, en el 

cual k representa la cantidad de clases (Rosales, 2016). 

Su finalidad es predecir la clase a la que pertenece una determinada instancia a partir de 

los valores de sus otros atributos, conocidos como atributos predictivos. Para ello, a partir 

de un conjunto de datos de entrenamiento se infiere un modelo o clasificador, que se 

utilizará para clasificar nuevas instancias o patrones no etiquetados en una de las 

categorías existentes (Olmo, 2013). 

Esta tarea puede ser abordada mediante distintos métodos o técnicas (Villagra, y otros, 

2006). Entre las técnicas más conocidas se encuentra el aprendizaje de reglas de 

clasificación. 
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Las principales ventajas del empleo de los AE en el aprendizaje de reglas de clasificación 

es su capacidad para ejecutar una búsqueda global y el tratamiento óptimo del problema 

en cuestión. 

En el contexto de descubrimiento de reglas utilizando AE, un individuo corresponderá a 

una regla o conjunto de reglas candidatas. Existen dos maneras diferentes de 

representar un conjunto de reglas. En el enfoque “Michigan” (Holland, 1975; Booker, y 

otros, 1989), cada individuo de la población representa una regla de longitud fija y la 

población entera representa el objetivo. En el enfoque de “Pittsburgh” (Smith, 1980; 

Smith, 1983; De Jong, y otros, 1993), cada individuo de tamaño variable representa un 

conjunto entero de reglas. 

La función objetivo corresponderá a alguna medida de la calidad de la regla o conjunto 

de reglas. El proceso de selección utilizará los valores del ajuste del candidato para elegir 

las mejores reglas o conjunto de reglas. La estrategia de búsqueda empleada por los AE 

es la principal diferencia con respecto a los algoritmos clásicos de inducción de reglas. 

Estos últimos suelen emplear una estrategia de búsqueda voraz local, mientras que los 

AE la emplean de manera global basándose en la selección natural. 

1.2.5 Tipos de Algoritmos Evolutivos 

Programación Evolutiva (PE): La Programación Evolutiva es introducida por Fogel (Fogel, 

y otros, 1965). En sus principios fue orientada como un proceso de aprendizaje para 

crear inteligencia artificial. Sus candidatos son comúnmente representados cómo 

máquinas de estado finito. 

Estrategias de Evolución (EE): Las Estrategias Evolutivas fueron originadas en Alemania 

en los años 60 por Rechenberg (Rechenberg, 1973). Al comienzo estaban dirigidas a 

resolver problemas de optimización discretos y continuos. Sus individuos son 

simbolizados cómo vectores con valores reales. 

Algoritmos Genéticos (AG): Los Algoritmos Genéticos fueron implantados por Holland 

(Holland, 1973). Estos se utilizan en la optimización de procesos no lineales 

(Michalewicz, 1996; Eiben, y otros, 2003). Sus candidatos son representados cómo 

cadenas de caracteres de un cierto alfabeto. 
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Programación Genética (PG): Hacen su aparición en los años 90. Originados por Koza 

(Koza, 1992), permite abordar problemas de optimización no lineal basada en un 

lenguaje simbólico. Sus individuos son representados en forma de árboles. 

1.3 Algoritmos Genéticos 

Los Algoritmos Genéticos (Genetic Algorithms, AG) fueron inicialmente concebidos por 

Holland como resultado de su estudio acerca del comportamiento adaptativo (Eiben, y 

otros, 1998) y modelado en su libro “Adaptation in natural and artificial system” (Holland, 

1975). Su aplicación más común ha sido la solución de problemas de optimización, en 

donde han mostrado ser muy eficientes y confiables (Coello Coello, 2011). 

Una definición a grandes rasgos de un AG es la propuesta por Jhon Koza: “…un 

algoritmo matemático altamente paralelo que transforma un conjunto de objetos 

matemáticos individuales con respecto al tiempo usando operaciones modeladas de 

acuerdo al principio Darwiniano de reproducción y supervivencia del más apto, y tras 

haberse presentado de forma natural una serie de operaciones genéticas de entre las 

que destaca la recombinación sexual. Cada uno de estos objetos matemáticos suele ser 

una cadena de caracteres (letras o números) de longitud fija que se ajusta al modelo de 

las cadenas de cromosomas, y se les asocia con una cierta función matemática que 

refleja su aptitud…” (Koza, 1992). 

En la formulación original concebida por Holland (Holland, 1975), un AG cuenta con una 

representación tradicional, llamada codificación binaria, una selección proporcional y la 

recombinación como su principal operador de evolución. Actualmente se han 

desarrollado varios cambios en esta formulación, incluyendo diferentes tipos de 

representaciones y de operadores: selección, recombinación, mutación y elitismo 

(Rosales, 2016). 

1.3.1 Paralelismo implícito 

La eficiencia de los AG se fundamenta en que, aunque sólo procesan n estructuras en 

cada generación, es demostrable que, bajo hipótesis muy generales, se procesan de 

manera ventajosa como mínimo n3 soluciones. Este paralelismo implícito se logra sin 

ningún dispositivo o memoria adicionales, sólo con la propia población. Esto se debe a 

que los AG poseen descendencia múltiple, por tanto pueden explorar el espacio de 
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soluciones en múltiples direcciones a la vez. Si una ruta llega a ser un callejón sin salida, 

pueden desecharlo simplemente y continuar la ejecución con caminos más 

prometedores. Lo que implica una mayor probabilidad de encontrar la solución en cada 

iteración. 

1.3.2 Ventajas 

 Son intrínsecamente paralelos. 

 Son eficaces en la resolución de problemas con espacios de soluciones 

potenciales grandes (problemas no lineales). 

 A diferencia de las redes neuronales clásicas, es poco perceptivo a los mínimos 

locales, lo cual le otorga robustez. 

 Poseen un buen desempeño a la hora de resolver problemas que tienen una 

función de calidad ruidosa, que varía en el tiempo, discontinua. 

 No dependen de las condiciones iniciales, pues usan búsqueda estocástica y ésta 

hace al principio una gran cantidad de intentos aleatorios. 

 Tienen gran habilidad para manipular simultáneamente muchos parámetros. 

 Su tiempo de convergencia es predecible por la naturaleza paralela de la 

exploración estocástica. 

 Al no conocer nada de los problemas que deben resolver, pueden viajar 

ampliamente por todo el espacio de soluciones, explorando regiones que 

algoritmos producidos podrían no haber tenido en consideración, e ir obteniendo 

soluciones potencialmente exitosas. 

1.3.3 Desventajas 

 Los algoritmos AG tendrán un tiempo de ejecución mayor que las técnicas 

tradicionales, si la población inicial es próxima a la solución óptima. 

 La representación seleccionada para codificar las soluciones tiene que ser 

robusta. De forma tal que puedan sufrir cambios aleatorios sin caer en resultados 

sin sentido. 
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 Elegir cuidadosamente los parámetros de tamaño de población, mutación, cruce y 

tipo de selección. Si el tamaño de población es muy pequeño, el algoritmo 

probablemente no explorará adecuadamente el espacio de soluciones. La 

población puede entrar en catástrofe de errores, si los parámetros de mutación, 

cruce y selección son escogidos de manera inadecuada. 

 El problema de definir una función objetivo que sea la más apropiada, para 

garantizar la convergencia a soluciones óptimas del problema. 

 Durante la ejecución del algoritmo puede emerger la convergencia prematura. Si 

el algoritmo encuentra un candidato demasiado óptimo en poco tiempo, provoca 

que disminuya la diversidad de la población. Por tanto ocurre la convergencia 

hacia ese óptimo local que representa el candidato, en lugar de encontrar el 

óptimo global. 

1.3.4 Aplicaciones 

 Navegación robótica (Dos Santos, 2016). 

 Calibración de imágenes (Molina, 2015). 

 Minería de Datos (Blokdijk, 2015). 

 Optimización de redes neuronales (Bikakis, y otros, 2015). 

 Diseño de controlador difuso (Melin, y otros, 2015). 

 Generación de datos de prueba para programas (Calero, y otros, 2015). 

1.4 Programación Genética 

La Programación Genética (Genetic Programming, PG) fue introducida por Koza (Koza, 

1992), como una variación de los AG siguiendo el mismo principio Darwiniano de 

selección natural. Su característica sustancial se fundamenta en la representación de sus 

candidatos en forma de árboles, lo que permite su aplicación en una serie de problemas 

donde los algoritmos genéticos no pueden ser utilizados. 

José J. Martínez Páez conceptualiza la PG como: “…un retoño de los Algoritmos 

Genéticos, en la cual los cromosomas que sufren la adaptación son en sí mismos 
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programas de computador. Se usan operadores genéticos especializados que 

generalizan la recombinación sexual y la mutación […] La PG trata de resolver uno de las 

cuestiones más excitantes e interesantes de las ciencias de la computación: ¿cómo 

pueden aprender los computadores a solucionar problemas sin que se les programe 

explícitamente? En otras palabras, la cuestión es cómo se puede hacer para que los 

computadores hagan lo que tienen que hacer, sin necesidad de la intervención humana 

que les diga exactamente como lo deben hacer…” (Martínez Páez, 2001). La PG usa un 

lenguaje de representación más complejo (normalmente un árbol) para la codificación de 

los individuos (Olmo, 2013). 

1.4.1 Codificación de los individuos 

Los individuos son de tamaño variable, el tamaño de los árboles varía a medida que 

sufren cruces y mutaciones. Para representar un individuo se deben de tener en cuenta 

los siguientes elementos: 

Nodos terminales: En un individuo árbol, sus hojas representan los nodos terminales 

(variables y constantes). 

Funciones: Los nodos internos, los que poseen uno o más hijos, son nodos no terminales 

y constituyen funciones u operaciones. 

A continuación se aprecia un ejemplo de árbol, dónde se representa el programa f(x) = 

2*(3+x). Que posee como funciones la suma y el producto, y como nodos terminales los 

valores de 2 y 3 y la variable x. 

 

Figura 5: Representación del árbol correspondiente a la expresión 2*(3+x) (Por elaboración propia). 

El conjunto de elementos terminales y funciones deben responder a dos características 

fundamentales, suficiencia y cerradura (Koza, 1992). El requisito de suficiencia dice que 

la solución al problema debe poder ser especificada con el conjunto de operadores 

especificados. El requisito de cerradura dice que cualquier árbol que se construya con 

estos operadores debe ser correcto (Gestal, y otros, 2010). 
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Par evitar la representación de códigos redundante en los árboles y su crecimiento 

excesivo, fenómeno llamado bloat (Soule, y otros, 1997). Se define desde un principio el 

tamaño máximo que puedan alcanzar los árboles, puede basarse en una cantidad 

permitida de nodos o en una profundidad máxima. 

1.4.2 Ventajas 

De acuerdo con Dania I. Ahumada (Ahumada, 2015) se consideran como ventajas 

principales de la PG, las siguientes: 

 No necesitan conocimientos específicos sobre el problema que intentan resolver. 

 Operan de forma simultánea con varias soluciones, en vez de trabajar de forma 

secuencial como las técnicas tradicionales. 

 Cuando se utilizan para problemas de optimización, maximizar una función 

objetivo, resulta menos afectada por los máximos locales (falsas soluciones) que 

las técnicas tradicionales. 

 Resultan muy fáciles de ejecutarse en las modernas arquitecturas masivamente 

paralelas. 

 Utilizan operadores probabilísticos, en vez de los típicos operadores 

determinísticos de las otras técnicas. 

1.4.3 Desventajas 

 Los algoritmos pueden converger tempranamente debido a problemas de distintas 

cualidades. 

 El proceso de evaluación de la función objetivo, puede requerir horas e incluso 

días en problemas de gran envergadura. 

 Pueden demorar en converger, o no converger, dependiendo de los parámetros 

que se utilicen como la cantidad de generaciones y el tamaño de la población. 

 Pueden llegar a caer en el fenómeno bloat, si los parámetros no son 

correctamente definidos en el inicio del algoritmo. 

 Demandan grandes recursos de cómputos para problemas complejos. 
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1.4.4 Aplicaciones 

 Procesamiento de imágenes y señales (Nandi, y otros, 2015). 

 Finanzas (Resta, 2015). 

 Control de procesos industriales (Gandomi, y otros, 2015). 

 Medicina y Bioinformática (Ortuño, y otros, 2015). 

 Híper-heurística (Gendreau, y otros, 2010). 

 Entretenimientos y juegos para computadoras (Chorianopoulos, y otros, 2015). 

1.5 Programación de Expresiones Genéticas 

La Programación de Expresiones Genéticas (Gene Expression Programming, GEP) es, 

como los Algoritmos Genéticos y la Programación Genética, un Algoritmo Genético ya 

que utiliza la población de los individuos, los selecciona de acuerdo a la aptitud, e 

introduce la variación genética utilizando uno o más operadores genéticos. La diferencia 

fundamental entre los tres algoritmos reside en la naturaleza de los individuos: en AG los 

individuos son cadenas lineales de longitud fija (cromosomas); en PG los individuos son 

entidades no lineales de diferentes tamaños y formas (árboles); y en GEP los individuos 

se codifican como cadenas lineales de longitud fija (el genoma o cromosoma), que son 

posteriormente expresadas como entidades lineales de diferentes tamaños y formas (es 

decir, representaciones de diagramas simples o árboles de expresión) (Ferreira, 2006). 

El algoritmo GEP, ideado por Ferreira (Ferreira, 2006), es una técnica basada en la 

filosofía de la computación evolutiva. Los algoritmos GEP se pueden considerar un 

híbrido entre los Algoritmos Genéticos y la Programación Genética (Langdon, y otros, 

2002). GEP supera muchas limitaciones de los AG y la PG (Teodorescu, y otros, 2008). 
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1.5.1 Funcionamiento de la Programación de Expresiones 
Genéticas 

 

Figura 6: Diagrama de flujo de un típico algoritmo GEP (Teodorescu, y otros, 2008). 

Al comienzo del algoritmo evolutivo GEP de clasificación se determinan los cinco 

componentes siguientes (Behnia, y otros, 2013): 

1. Conjunto de funciones. 

2. Conjunto de terminales. 

3. Función de aptitud. 

4. Parámetros de control. 

5. Criterio de parada. 
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El flujo representado (Ver Figura 6) se inicia con la generación de los individuos de la 

población inicial, esto se realiza de forma aleatoria. Luego los cromosomas se expresan 

en forma de árboles de expresión (Expression Trees, ET) y se ejecutan los ET. 

La Figura 7 muestra un ejemplo de la representación de un cromosoma en GEP: 

Expresión: (a/b)*(c+d) 

 Genotipo                                                                                   Fenotipo 

                                           

Figura 7: Ejemplo de representación de un cromosoma en GEP (Por elaboración propia). 

Cada gen está formado por una cabeza y una cola. La cabeza contiene símbolos que 

representan funciones y terminales, mientras que la cola contiene solo terminales. La 

longitud de la cabeza (h) se elige dependiendo del problema. La longitud de la cola (t) 

depende de h y del número de argumentos (n) de la función que tenga más argumentos: 

t=h*(n-1)+1. Con esta regla se garantiza que las funciones no queden sin suficientes 

argumentos y que el programa no pueda crecer indefinidamente como sucede en GP. 

Ferreira refiere además que un cromosoma puede estar compuesto por más de un gen 

(Ferreira, 2006): 

 

Figura 8: Expresión de genes GEP como sub-ET. (a) Un cromosoma de tres genes con las colas que se 

muestran en negrita. Las flechas muestran el punto de terminación de cada gen. (b) El sub-ET codificado 

por cada gen (Ferreira, 2006). 

En cuarto lugar del flujo se evalúa la aptitud de cada individuo y seguidamente se verifica 

el criterio de terminación definido. 

* / + a b c d 
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Si no se ha alcanzado el fin del ciclo entonces se prosigue a seleccionar los candidatos 

que formarán parte de la nueva generación y se modifican utilizando los operadores 

genéticos: cruce, mutación y rotación. 

El cruce y la mutación se realizan de la misma manera que en PG. Se debe tener en 

cuenta que la mutación hay que hacerla con la restricción de que la organización 

estructural de los cromosomas debe ser preservado. 

Rotación: Consiste en que dos partes de la secuencia del genoma de un elemento, se 

hacen girar con respecto a un punto elegido al azar. La rotación puede reformar 

drásticamente el árbol de expresión (Zhou, y otros, 2003). 

 

Figura 9: Operadores genéticos para los algoritmos GEP (Zhou, y otros, 2003). 

Operadores de transposición (Ferreira, 2001): 

Transposición insertion sequence (IS): 

Se inicia mediante la selección al azar de una secuencia de elementos a transponer. Esta 

secuencia se inserta en una posición aleatoria en la cabeza del gen que está siendo 

modificado, excepto en el principio de la cabeza para evitar la generación de individuos 

con solamente un terminal (Ferreira, 2006). 

Transposición root of insertion sequence (RIS): 

Se inicia mediante la selección de una secuencia de elementos de transposición al azar, 

pero con la restricción de que comienza con una función. Un punto en la cabeza se elige 
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al azar para un gen preseleccionado y desde este punto en adelante, el gen se escanea 

hasta que se encuentra una función. Esta la función se convierte en la primera posición 

del elemento de RIS. Si no se encuentra ninguna función, el operador no realiza cambios 

(Ferreira, 2006). 

Por último, los individuos de esta nueva generación se someten al mismo flujo del 

algoritmo. 

1.5.2 Programación de Expresiones Genéticas en la tarea de 
clasificación 

El objetivo de la clasificación de datos es predecir el valor de un atributo objetivo, dado 

un conjunto de atributos predictivos. Por lo general, las reglas están representadas en la 

forma SI <antecedente> ENTONCES <consecuente>, donde "antecedente" es una 

combinación lógica de los atributos que predicen y sus valores, y la parte "consecuente" 

es el valor del atributo objetivo (clase) (Weinert, y otros, 2006). 

La representación de un árbol de decisión como un conjunto de reglas es trivial: desde 

cada camino de la raíz hasta una hoja se obtiene una regla, cuyo antecedente es una 

conjunción de condiciones referentes a los valores de los atributos ubicados en los nodos 

internos del árbol y cuyo consecuente es la decisión a la que hace referencia la hoja del 

árbol, la clasificación efectuada. 

El problema de definir funciones de aptitud para medir la calidad de las reglas sigue 

siendo un tema interesante en la Minería de Datos (Freitas, 2001). En los problemas de 

clasificación no basta con adivinar bien o mal. Existen diferentes tipos de decisiones 

equivocadas y diferentes tipos de decisiones correctas, y todos ellos tienen diferentes 

costos y beneficios. Y todos estos diferentes costos y beneficios pueden ser explorados 

diseñando una correcta función de aptitud para evolucionar el tipo de modelo (Ferreira, 

2006). 

Existen cuatro diferentes resultados posibles de una sola predicción para un problema 

con clases de “1” (positivo) y “0” (negativo):  

 Falso positivo (False Positive, Fp): cuando el resultado se clasifica 

incorrectamente como positivo, cuando en realidad es negativo. 
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 Falso negativo (False Negative, Fn): cuando el resultado se clasifica 

incorrectamente como negativo, cuando en realidad es positivo. 

 Verdadero positivo (True Positive, Tp): cuando el resultado se clasifica 

correctamente como positivo.  

 Verdadero negativo (True Negative, Tn): cuando el resultado se clasifica 

correctamente como negativo. 

Para el cálculo de estos posibles resultados se utiliza la siguiente matriz de confusión: 

 

Figura 10: Matriz de confusión (Olmo, 2013). 

Buenos resultados corresponden a un gran número abajo de la diagonal principal 

(Tp+Tn) y para los números pequeños (idealmente cero) de la diagonal (Fp+Fn). Estos 

dos tipos de errores, falsos positivos y falsos negativos, por lo general tienen diferentes 

costos. Y obviamente, los dos tipos de clasificaciones correctas, verdaderos positivos y 

verdaderos negativos, tendrán distintos beneficios (Ferreira, 2006). En cada problema se 

pueden utilizar estos costos y beneficios para definir una función de aptitud que se 

adapte al modelo. 

Autores como Zhou, Xiao, Tirpak, Nelson (Zhou, y otros, 2003) han expuesto las razones 

por las cuales utilizar GEP en la tarea de clasificación: 

Flexibilidad: GEP es más flexible que las reglas de inducción tradicional y que los 

algoritmos de árboles de decisión, ya que con más flexibilidad reformula las 

representaciones subyacentes. 

Capacidad: Debido al empleo de poderosos mecanismos evolutivos de búsqueda, se 

pueden descubrir relaciones en forma de una combinación de atributos y expresarlos 

matemáticamente. 
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Eficiencia: Con la ayuda de la representación lineal de los cromosomas con longitud fija y 

la fácil manipulación genética de operaciones, GEP es más eficiente que la tradicional 

PG. 

1.5.3 Herramientas que utilizan Programación de Expresiones 
Genéticas en la tarea de clasificación 

En la actualidad existen herramientas que utilizan la técnica GEP para hacer frente de 

manera eficiente a la clasificación de datos. GEPCLASS (Gene-Expression Programming 

for CLASSification) introducida por Weinert y Lopes (Weinert, y otros, 2006), es una 

herramienta que ha sido creada para este propósito. 

El algoritmo GC-ML (GEPCLASS Multi-label) (Ávila Jiménez, y otros, 2010), es un 

algoritmo de PG que se basa en GEP para resolver problemas de clasificación multi-

etiquetas. Estos problemas tienen como objetivo final, determinar qué patrón de 

individuos pertenecen a una determinada etiqueta en un contexto multi-etiquetas. 

Software propietario GeneXproTools, comercializado por la empresa GepSoft fundada 

por Candida Ferreira. Es una herramienta de modelado que implementa GEP para la 

regresión, regresión logística, clasificación, tiempo de predicción de series, y la lógica de 

síntesis. 

El algoritmo MCGEP (Multi-class with gene expression programming algorithm) (Guerrero 

Enamorado, y otros, 2015), es un algoritmo de clasificación con un enfoque Michigan que 

construye una lista de decisión conformada por los mejores individuos obtenidos por 

cada clase. Resuelve el problema multi-clase como n problemas binarios en un enfoque 

uno contra todos. Incluye una competencia por ganar instancias dentro del algoritmo para 

aumentar la diversidad y eliminar redundancia entre los individuos. Solo clasifican como 

reglas potenciales para formar el clasificador las que estén por encima de un % 

cobertura. 

1.5.4 Ventajas 

 Los cromosomas son entidades simples: lineal, compactos, relativamente 

pequeño, fácil de manipular genéticamente (replicar, mutar, recombinar, 

transposición, etc.) (Ferreira, 2006). 
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 Los árboles de expresión son exclusivamente la representación de sus 

respectivos cromosomas (Ferreira, 2006). 

 Aprovecha el poder de la búsqueda evolutiva para detectar relaciones entre los 

datos y formularlas como expresiones matemáticas (Zhou, y otros, 2003). 

 Provee de una capacidad de búsqueda global que tiende a generar soluciones 

más cortas que los clasificadores canónicos basados en GP (Zhou, y otros, 2003). 

 Extrae conocimiento relevante a partir de colecciones de datos enormes (Ferreira, 

2006). 

 Es un algoritmo eficiente, por la fácil manipulación genética de sus individuos y la 

representación lineal de los cromosomas con longitud fija (Zhou, y otros, 2003). 

 Es un algoritmo flexible, por la manera en que reformula las representaciones 

subyacentes (Zhou, y otros, 2003). 

 Son capaces de resolver problemas relativamente complejos usando pequeños 

tamaños de población (Ferreira, 2004). 

1.5.5 Desventajas 

El método recursivo de construcción de árboles de decisión, conduce a la generación de 

árboles muy complejos ajustados a los datos del conjunto utilizado para dicha 

construcción. En resultado harán una clasificación aproximadamente perfecta. Esto, no 

es óptimo, ya que ajustarse demasiado a los datos de entrenamiento trae consigo que el 

modelo sea demasiado específico y se comporte mal para nuevos elementos. Si el 

conjunto de entrenamiento posee ruido, el modelo intentará ajustarse a los errores, 

perjudicando su comportamiento global. Este es el principal problema de los algoritmos 

GEP y es conocido como “sobreajuste”. 

Otros de los problemas significativos de este tipo de algoritmo son: 

 El proceso de evaluación de la función objetivo, puede requerir horas e incluso 

días en problemas de gran envergadura. 

 El problema de definir una función objetivo que sea la más apropiada, para 

garantizar la convergencia a soluciones óptimas del problema. 
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 Se necesitan considerables recursos de cómputos para problemas complejos. 

1.5.6 Aplicaciones 

 Resumen automático de textos (Dehkordi, y otros, 2013). 

 Regionalización de la duración del flujo de curva (Hashmi, y otros, 2014). 

 Para la estimación total de las emisiones de la mezcla H2O-CO2 en la combustión 

Air-Fuel (Maghbooli, y otros, 2015). 

 Identificación de impedancia de circuito (Janeiro, y otros, 2012). 

 Predicciones macro-económicas (Jingfeng, y otros, 2009). 

 Diagnóstico de enfermedades del corazón (Dai, y otros, 2009). 

 Diagnóstico de cáncer de mama (Ferreira, 2006). 

 Proyección de crédito (Ferreira, 2006). 

 En los sistemas de tuberías de alcantarillado (Ghani, y otros, 2010). 

 En Biología (H. Z., y otros, 2006). 

 Sistemas de información geográfica (Eldrandaly, 2009). 

 Predicción del índice de calidad del agua (Mohammadpour, y otros, 2016). 

 Programación automática (Chen, y otros, 2007). 

 Clasificación de granizo (Bellini Saibene, y otros, 2015). 

1.6 Conclusiones parciales 

En este capítulo se expusieron las características principales de los AE. Se describió el 

paradigma GEP y su desempeño en la tarea de clasificación. Se abordaron las ventajas y 

desventajas de los algoritmos: PG, AG y GEP. Además se mencionaron un rango amplio 

de las aplicaciones de estos en el ámbito empresarial. Todos estos elementos 

permitieron comprender y caracterizar el funcionamiento de un algoritmo evolutivo GEP 

de clasificación. 
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Capítulo 2 El principio MDL para la reducción 

del sobreajuste en la tarea de clasificación 

Este capítulo tiene como objetivo caracterizar y comprender el principio MDL y realizar un 

bosquejo en sus aplicaciones en la tarea de clasificación. Definir el problema de 

sobreajuste, las causas que lo provocan y la necesidad de reducirlo. Además seleccionar 

métricas para medir el sobreajuste. 

2.1 Principio MDL 

El principio de “Longitud de Descripción Mínima” o en inglés Minimum Description Length 

(MDL) fue introducido por Jorma Rissanen en 1978 (Rissanen, 1978). MDL es un método 

que proporciona una solución genérica a uno de los problemas más importantes de 

inferencia inductiva y estadística: el de selección de modelo en términos de ganancia de 

información (Grunwald, 2005). Este principio es una versión formalizada del principio 

universal de la Navaja de Occam, donde entre diferentes teorías para explicar una 

determinada evidencia, se debe preferir la teoría más simple; “escoge el modelo que da 

la descripción más corta de los datos” (Choose the model that gives the shortest 

description of data) (Hansen, y otros, 2006-2007). 

El objetivo de la inferencia estadística es tratar de encontrar la regularidad en los datos. 

La regularidad puede ser expresada como la capacidad de comprimir (Grunwald, 2005). 

MDL está basado en la idea de la comprensión de los datos (Cui, y otros, 2016). Sin 

embargo, a pesar de la simplicidad de la idea, representa una vista radicalmente 

diferente en cuanto a su modelación. Dado que, la clase del modelo tiene que ser tal que 

sus miembros pueden ser descritos o codificados en términos de un número finito de 

símbolos, por ejemplo el binario (Rissanen, 2008). 

Lo anterior puede extenderse al caso de representar una serie de datos mediante un 

modelo, en que el que se trata de minimizar la longitud de la descripción del modelo y su 
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capacidad para representar al conjunto de datos. Nótese que un modelo muy complejo 

requerirá de una longitud de descripción mayor a un modelo sencillo, mientras que el 

primero representará de una manera más precisa a los datos; el principio MDL tratará de 

obtener un equilibrio entre ambos factores: complejidad del modelo y precisión frente a 

los datos (Arias, 2013). 

Esta investigación sigue el método utilizado por (Quinlan, 1993; Zhou, y otros, 2003; 

Bacardit, 2004) para definir la longitud de descripción de un conjunto de reglas H 

obtenidas de los datos D: 

L (H) = W* L_teoría (H) + L_excepciones (H)  (2.1) 

Siendo: 

 L_teoría (H) la longitud en bits de la descripción del conjunto de reglas; 

 L_excepciones (H) la longitud en bits de los errores producidos por el conjunto de 

reglas; y 

 W el peso que ajusta la relación entre los bits L_teoría (H) y L_excepciones (H). 

El mejor modelo para describir D es el más pequeño que contiene el conjunto de reglas 

seleccionado (Grunwald, 2005). 

La idea del principio MDL es buscar un compromiso para cubrir bastantes ejemplos y 

capturar así las regularidades presentes en los datos (no subajustar) sin llegar a 

encontrar reglas demasiado específicas (no sobreajustar). 

MDL ha sido aplicado como parte de tareas de modelado en muchos campos diferentes 

por ejemplo, en investigaciones de imágenes (Roman, y otros, 2013; Liu, 2016) en 

estructuras de redes inalámbricas (Wan, 2016), en análisis de música (Louboutin, y otros, 

2016), sistemas médicos (Angelopoulou, y otros, 2015), observaciones de series de 

tiempo (Kavcic, y otros, 2002; Farahani, y otros, 2015; Hu, y otros, 2014), en el 

reconocimiento de escritura a mano y brazos robóticos (Gao, y otros, 2000), en la 

caracterización de señales sísmicas (Jaramillo, y otros, 2014). 
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2.2 MDL en la tarea de clasificación 

Además de las aplicaciones mencionadas en el acápite anterior (Ver 2.1 Principio MDL), 

el principio también ha sido ampliamente utilizado en las tareas de clasificación. Entre los 

ejemplos más significativos se encuentran: 

 C4.5 propuesto por Quinlan (Quinlan, 1993) a finales de los años 80. Desde 

entonces, ha sido uno de los sistemas clasificadores más referenciados en la 

bibliografía, principalmente debido a su extremada robustez en un gran número 

de dominios y su bajo coste computacional. C4.5 construye inicialmente un árbol 

de decisión, luego genera un conjunto de reglas de decisión. Las reglas 

generalizadas son agrupadas en conjuntos de reglas por clase, cada uno de los 

cuales cubren a una clase particular. Posteriormente, extrae de cada conjunto de 

reglas un subconjunto que maximiza la precisión en la predicción para la clase 

asociada aplicando el principio MDL (Giráldez, 2003). 

 Algoritmo propuesto por Zhou (Zhou, y otros, 2003). La idea de este algoritmo se 

basa en descomponer un problema multi-clase en variados problemas de 

clasificación binarios y luego realizar una búsqueda evolutiva utilizando GEP 

(Zhou, y otros, 2003). Utiliza el principio MDL en la etapa de pre-podado para 

evitar el aprendizaje de reglas complicadas que cubren sólo un pequeño número 

de ejemplos en la clase que se está analizando. 

 GAssist clasificador propuesto por Bacardit (Bacardit, 2004) que reduce el tamaño 

de los individuos generalizando soluciones y efectúa un aprendizaje incremental 

evitando usar todos los ejemplos para llevar a cabo la evaluación. Para esto se 

basa en el modelo Pittsburgh, utilizando un ciclo de funcionamiento de un AG. 

GAssist emplea una función de aptitud a base del principio MDL para promover 

soluciones más pequeñas y mejores (Bacardit, 2004). 

Otros ejemplos encontrados fueron: en la creación de árboles de decisión (Forsyth, y 

otros, 1994; Patidar, y otros, 2015), la PG (Sato, y otros, 2015), en Inducción 

Constructiva (Perner, 2015) y en la creación de Redes Bayesianas (Kim, y otros, 2015). 
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2.3 El problema del sobreajuste 

Generalmente, el método recursivo de un algoritmo GEP conducirá a la generación de 

reglas muy complejas y excesivamente ajustadas a los datos de entrenamiento. En 

consecuencia, hará una clasificación bastante perfecta de los datos de entrenamiento. 

Esto, que en principio puede parecer óptimo, en realidad no lo es, ya que ajustarse 

demasiado a los datos suele tener como consecuencia que el modelo sea muy específico 

y se comporte mal para nuevos elementos, especialmente si tenemos en cuenta que el 

conjunto de entrenamiento puede contener ruido (Ver Figura 13) o pueden faltar 

ejemplos representativos (Ver Figura 14), lo que hará que el modelo intente ajustarse a 

los errores, perjudicando su comportamiento para predecir nuevos resultados. Este es un 

problema que en general presentan todas las técnicas de aprendizaje de un modelo a 

partir de un conjunto de datos de entrenamiento (Aprendizaje Automático), al que se 

conoce como “sobreajuste” (Ver Figura 11) (Cawley, y otros, 2010; Díaz, y otros, 2005). 

Algunos especialistas definen el sobreajuste como: 

“El sobreajuste es un problema de los modelos estadísticos donde se presentan 

demasiados parámetros.” (Fiszelew, y otros, 2013). 

“El sobreajuste: los modelos se ajustan a los datos de forma excesiva, con una 

expresividad exagerada.” (Lara Torralbo, 2014). 

 

Figura 11: Modelo con sobreajuste (Collová, y otros, 2013). 

 

Figura 12: Modelo ajustado (Collová, y otros, 2013). 
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En la Figura 12 se puede ver cómo el modelo se ajusta a los puntos. La curva (modelo) 

pasa por muchos puntos, pero no por todos. También se observa que este modelo 

debería predecir correctamente nuevos puntos incluso fuera del rango observado. 

 

Figura 13: Datos que presentan ruido (Haykin, 2011). 

En la Figura 13 se observa como los datos que presentan ruido distorsionan la frontera 

de decisión. 

 

Figura 14: Falta de ejemplos representativos (Haykin, 2011). 

La falta de ejemplos representativos que muestra la Figura 14 hace difícil que el modelo 

realice una predicción acertada en esta región. 

Otras de las causas que provocan el sobreajuste son: la presencia de atributos que en 

los juegos de datos presentan una aparente regularidad pero que no son relevantes en 

realidad; y entrenar el algoritmo de aprendizaje con conjuntos de datos pequeños. 
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El modo más frecuente de limitar el sobreajuste en el contexto de los árboles de decisión 

y conjuntos de reglas consiste en eliminar condiciones de las ramas del árbol o de las 

reglas. Para lograr este objetivo la presente investigación se basa en el principio MDL 

para modificar las reglas, dando como resultados modelos más generales. 

2.3.1 Medición del sobreajuste 

Cuando se evalúa la calidad de un modelo o un ajuste, es importante medir el error en el 

conjunto de entrenamiento y en la predicción. La utilización exclusiva del error del 

conjunto de entrenamiento puede conducir a resultados engañosos. Para estos errores 

se utilizan en esta investigación las medidas: 

ACC_dif = |                              |   (2.2) 

AUC_dif = |                              |   (2.3) 

 

Basadas en las métricas: exactitud (accuracy a partir de ahora) y el área bajo la curva 

ROC (Area Under the Curve, AUC). 

La accuracy representa el porcentaje de ejemplos correctamente clasificados y se calcula 

(Cantador, 2005): 

ACC = (Tp+Tn) / (Tp+Fn+Fp+Tn)    (2.4) 

Donde Tp, Tn, Fn, Fp son extraídos de la matriz de confusión (Ver Figura 10). 

Las curvas ROC (Receiver Operating Characteristic) explicadas por Swets en (Swets, 

1988) miden el porcentaje de ejemplos positivos reconocidos correctamente en función 

del porcentaje de ejemplos negativos mal clasificados. El AUC es de hecho una de las 

métricas de eficacia mejor aceptada (Cantador, 2005). La Figura 15 muestra la 

representación de 3 curvas ROC. El área bajo ellas es la medida que las caracteriza y 

que permite definir sus diferentes grados de bondad. Es fácil entender que la curva 

superior (con más AUC) es la mejor, y que la curva inferior (con menos AUC) es la peor 

de las tres. 
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Figura 15: Ejemplo de 3 curvas ROC con diferentes grados de bondad según la métrica AUC (Cantador, 

2005). 

2.4 Conclusiones parciales 

En este capítulo se caracterizó el principio MDL con vista a reducir el sobreajuste. Se 

realizó un análisis de su aplicación en la tarea de clasificación, seleccionando como 

referentes para esta investigación los trabajos de Zhou (Zhou, y otros, 2003) y Bacardit 

(Bacardit, 2004). Se definió el problema del sobreajuste y se explicaron las causas que lo 

provoca. Además se propusieron las métricas: ACC_dif y AUC_dif para su posterior 

medición en esta investigación. 
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Capítulo 3 Descripción de la implementación 

y resultados experimentales 

Este capítulo tiene como objetivo definir el algoritmo GEP al cual se le aplicará el 

principio MDL y realizar una breve caracterización de su funcionamiento. Se define la 

propuesta de solución, así como la relación de los estados del nuevo clasificador 

mediante un diagrama de estados. Se representa el proceso de calcular el principio MDL 

mediante un diagrama de procesos y se exponen las características de las variantes 

implementadas del principio MDL. Además se describen las herramientas y tecnologías 

empleadas para la solución. Y por último se especifican los experimentos a ejecutar y se 

realiza el análisis estadístico de los resultados obtenidos. 

3.1 Algoritmo MCGEP 

El principio MDL se implementará en el algoritmo Programación de Expresiones 

Genéticas Multi Clase (Multi-class with Gene Expression Programming, MCGEP) 

introducido por (Guerrero Enamorado, y otros, 2015). 

Ventajas de MCGEP: 

 MCGEP es un esquema mucho más simple de entender porque se codifican los 

individuos exactamente como los define Ferreira (Ferreira, 2001) en su trabajo. 

 Se utiliza la sencillez como criterio para el conjunto de funciones MCGEP, sólo 

empleando cuatro operaciones básicas (*, +, -, /), todas ellos con paridad = 2. 

 El algoritmo MCGEP utiliza un método que tiende a eliminar la redundancia de 

reglas, priorizando las reglas más generales. Por tanto se hace más fácil la 

manipulación del clasificador generado porque no posee reglas repetidas. 

 En comparación con otros Algoritmos Evolutivos ha demostrado estadísticamente 

una buena precisión a la hora de clasificar nuevos datos. 
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Desventajas de MCGEP: 

 Las observaciones estadísticas realizadas al algoritmo MCGEP, demuestran que 

todavía presenta sobreajuste en sus resultados. 

 MCGEP no cuenta con un método factible para reducir el sobreajuste. 

3.1.1 Descripción del algoritmo MCGEP 

El proceso evolutivo en MCGEP comienza con la creación de la población inicial. Esta 

población inicial evoluciona a través de un ciclo hasta que se alcanza una de las 

condiciones de parada: se obtenga el máximo número de iteraciones definidas o se 

consiga un individuo con valor de función de aptitud igual a uno.  

Por cada iteración se realizan los siguientes pasos: 

 Evaluar los individuos con la función de aptitud. 

 A raíz de la evaluación realizada, seleccionar un porciento de los mejores 

candidatos. 

 Seleccionar los individuos padres aplicando el operador genético de selección por 

torneo. 

 Aplicar los operadores de mutación (simple), transposición (IS y RIS) y 

cruzamiento (por un punto y por dos puntos) en la descendencia seleccionada. 

 Evaluar la nueva descendencia con la función de aptitud. 

 Crear la nueva generación con un porciento de individuos de la población inicial, 

un porciento de los individuos que evolucionaron y el porciento de los mejores 

candidatos. 

 Eliminar redundancias en la nueva generación. 

 Evaluar la nueva generación. 

Terminado el ciclo se ordenan por su valor de función de aptitud, las reglas del 

clasificador obtenido. Y por último se aplica el principio MDL. 
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3.2 Implementación del principio MDL en el algoritmo 
evolutivo GEP de clasificación 

3.2.1 Propuesta de solución 

Utilizando la investigación realizada en los capítulos anteriores, se propone implementar 

un algoritmo basado en el principio MDL, que reduzca el sobreajuste de los datos en el 

algoritmo MCGEP, sin colapsar su precisión de clasificación. 

3.2.2 Diagrama de estados 

En esta investigación se utiliza uno de los diagramas del Lenguaje Unificado de 

Modelado (UML) (Booch, y otros, 1999): el diagrama de estados. El diagrama de estados 

es una manera de caracterizar un cambio en un sistema es decir que los objetos que lo 

componen modificaron su estado como respuesta a los sucesos y al tiempo. Presenta los 

estados en los que puede encontrarse un objeto junto con las transiciones entre los 

estados, y muestra los puntos inicial y final de una secuencia de cambio de estado 

(Schmuller, 2000). 

El diagrama de estados se emplea para definir los cambios por los que pasa el nuevo 

clasificador en un ciclo del algoritmo basado en el principio MDL (Ver Anexo 1: 

Diagrama de estados del nuevo clasificador). A continuación se describen sus 

estados: 

 Creado: en este estado se crea el nuevo clasificador. 

 Modificado: se adiciona al clasificador el primer elemento del conjunto de reglas 

obtenidas por el algoritmo MCGEP. 

 Analizado para el cálculo de las instancias cubiertas: se calculan los valores de 

Tp, Fp, Fn, Tn del nuevo clasificador según la matriz de confusión. 

 Analizado para el cálculo del principio MDL: se calcula el principio MDL al nuevo 

clasificador teniendo en cuenta los tres sub-estados que lo componen: 

o Analizado para el cálculo de la longitud de las excepciones: se calcula la 

longitud de los errores del nuevo clasificador. 
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o Analizado para el cálculo de la longitud de la teoría: se calcula la longitud 

de la teoría del nuevo clasificador. 

o Analizado para el cálculo del parámetro w: se calcula el parámetro w del 

principio MDL teniendo en cuenta variables que dependen del nuevo 

clasificador. 

3.2.3 Diagrama de proceso 

Se emplea en esta tesis la Notación de Modelado de Procesos del Negocio o en inglés 

Business Process Modeling Notation (BPMN) (Owen, y otros, 2003), para definir la 

semántica del diagrama de proceso para el cálculo del principio MDL (Ver Anexo 2: 

Diagrama de proceso calcular el principio MDL). El diagrama de proceso representa 

gráficamente la secuencia de todas las actividades que ocurren para el cálculo del 

principio MDL, incluyendo toda la información que se considera necesaria para el 

análisis. 

A continuación se realiza la descripción del diagrama de proceso: Calcular el principio 

MDL: 

El algoritmo basado en el principio MDL crea el nuevo clasificador y solicita el conjunto 

de reglas generadas por el algoritmo MCGEP. Este conjunto contiene las reglas 

ordenadas de manera descendente según su valor de función de aptitud. Luego de que 

el algoritmo reciba el conjunto solicitado verifica si contiene reglas: 

 Si el conjunto se encuentra vacío, se detiene la ejecución del algoritmo. 

 Si el conjunto no se encuentra vacío, se selecciona su primera regla, se adiciona 

al nuevo clasificador y se borra del conjunto. Luego se calculan las instancias 

cubiertas por el nuevo clasificador teniendo en cuenta la matriz de confusión. Se 

calcula la longitud de las excepciones, la longitud de la teoría y el parámetro w del 

nuevo clasificador. Se evalúa la longitud de descripción mínima: 

o Si este valor se incrementa, se elimina la última regla agregada al nuevo 

clasificador y se detiene la ejecución del algoritmo. 

o Si no se incrementa, se toma este valor como la longitud de descripción 

mínima obtenida hasta el momento y se verifica nuevamente si el conjunto 

solicitado contiene reglas. 
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Cómo patrones de flujo o workflow utilizados se encuentran: 

 Secuencia: este patrón es utilizado para modelar dependencia entre tareas, es 

decir, una tarea no puede empezar hasta que otra no haya terminado. 

 Decisión exclusiva: la decisión exclusiva representa un punto en el proceso donde 

se debe escoger un solo camino de varios disponibles dependiendo de una 

decisión o de datos del proceso. 

3.2.4 Descripción del algoritmo 

Algoritmo: MDL 

Entrada: R (conjunto de reglas generadas por el algoritmo MCGEP ordenadas de 

acuerdo a su función de aptitud). 

Salida: H (clasificador candidato). 

Inicializar las variables: 

H: =Ø; 

L_min: =999999999 (longitud de descripción mínima obtenida hasta el momento); 

L_H: =0 (longitud de descripción mínima de H); 

L_teoría: =0 (longitud de la teoría en bits); 

L_excpeciones: =-1 (longitud de las excepciones en bits); 

Tp, Fp, Tn, Fn: =0 (valores de instancias cubiertas según la matriz de confusión); 

Repetir 

  regla = {r |r є R}; 

  H: =H + regla; 

  R: =R - regla; 

  Calcular las instancias cubiertas por H según la matriz de confusión; 

L_excpeciones (H) = número de bits que codifica las excepciones actuales 

de H; 
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L_teoría (H) = número de bits que codifica la descripción del conjunto de 

reglas H; 

  W = valor del parámetro w; 

  L_H = W * L_teoría (H) + L_excpeciones (H); 

  Si (L_H ≥ L_min) Entonces 

   H: =H - regla; 

   detener el algoritmo; 

  Si no Entonces 

   L_min: =L_H; 

  Fin Si 

Hasta que R=Ø; 

El algoritmo basado en el principio MDL comienza su ejecución luego de haber concluido 

el proceso evolutivo realizado por el algoritmo MCGEP. Cómo se muestra en el 

Algoritmo: MDL se empieza con la inicialización de las variables. Luego emprende el 

ciclo del algoritmo hasta que se alcance una de estas condiciones de parada: el tamaño 

del conjunto de reglas generadas por el algoritmo MCGEP es igual a 0 ó el valor de 

longitud de descripción mínima obtenido hasta el momento se incrementó. En cada 

corrida del ciclo se le calcula al nuevo clasificador el valor de longitud de descripción 

mínima hasta el momento. Para esto se utiliza la fórmula (2.1). De acuerdo a las 

investigaciones realizadas en esta tesis se definieron tres variantes, MDL1, MDL2 y 

MDL3 para definir los parámetros que forman parte de esta fórmula. Por tanto se 

obtuvieron tres versiones del algoritmo MDL. A continuación se describen cada una de 

estas variantes y las anotaciones que se tuvieron en cuenta para implementarlas: 

MDL1 

             ( )  
    (     )

     
     

    (     )

     
     (3.1) 

        ( )  
             

         
 ∑         (  )

 
      (3.2) 

  
    (     )

     
 

           

                            
    (3.3) 
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Dónde: 

 tp, fn, tn y fp son los valores de las instancias cubiertas según la matriz de 

confusión del clasificador en un momento dado (Ver Figura 10). 

 #Símbolos, es el número de símbolos del algoritmo MCGEP en un problema dado 

(#Constantes+#Atributos+#Funciones). 

 S, es el número de reglas del clasificador H. 

 Longitud (Ri), es la longitud de la regla Ri del clasificador H. 

 Longitudmáxima, es 2*Longitud de la cabeza de las reglas +1. 

 Longitud de la cabeza, #Constantes, #Atributos, #Funciones, son definidos en el 

archivo de configuración del algoritmo MCGEP. 

Las fórmulas (3.1), (3.2) y (3.3) son de elaboración propia a raíz de los estudios 

realizados de los trabajos de Zhannon (Shannon, 1948), Zhou (Zhou, y otros, 2003) y 

Bacardit (Bacardit, 2004). 

MDL2 

             ( )= (3.1) 

        ( )= (3.2) 

  
                                          ( ) 

(                             )                  ( )
   (3.4) 

Dónde: 

 tasa_inicial_de_complejidad = 0,075. 

 L_teoría_ampliada (H)= L_teoría (H)*#Reglas (H)/ #Clases. 

 #Reglas (H), es el número de reglas del clasificador H. 

 #Clases, es el número de clases del juego de datos utilizado en el algoritmo 

MCGEP. 

Para definir el parámetro w en esta variante del algoritmo se tuvieron en cuenta los 

criterios propuestos por Zhou (Zhou, y otros, 2003) y Bacardit (Bacardit, 2004): 



Capítulo 3  Descripción de la implementación y resultados 

experimentales  

45 
 

Zhou expone que el parámetro w=0,5 y que no es sensible al algoritmo. 

Los análisis hechos por Bacardit expresan que el parámetro w se vuelve muy sensible. 

Explica que no existe un método para ajustar este parámetro de forma automática. Sin 

embargo, se puede tratar de encontrar una manera para que el algoritmo realice 

“bastante bien” una gama amplia de problemas. 

Luego de realizados experimentos previos con el trabajo de Zhou se obtuvo un resultado 

no deseado: tomar w=0,5 hizo que la población del algoritmo colapsara, deteriorando 

demasiado su precisión para clasificar nuevos datos. 

Por tanto se emplea en esta variante del algoritmo la propuesta de Bacardit (3.4). 

Bacardit introduce el parámetro tasa_inicial_de_complejidad para ajustar w. Para 

determinar su valor realiza experimentos, llegando a la conclusión que si la 

tasa_inicial_de_complejidad es demasiada alta la población colapsará. Define que los 

valores de la tasa_inicial_de_complejidad mayores a 0,1 son peligrosos, obteniendo con 

las pruebas realizadas los siguientes valores confiables: 0,1, 0,075 y 0,05. Finalmente 

utilizando el valor 0,075 en su investigación. 

En esta variante del algoritmo MDL se emplea como valor de 

tasa_inicial_de_complejidad el utilizado en el trabajo de Bacardit (Bacardit, 2004) : 0,075. 

MDL3 

             ( )      ((
     
  
))      ((

     
  

))   (3.5) 

        ( )= (3.2) 

 = (3.4) 

Dónde: 

 tp, fn, tn y fp son los valores de las instancias cubiertas según la matriz de 

confusión del clasificador en un momento dado (Ver Figura 10). 

En esta variante del algoritmo MDL se utiliza la fórmula propuesta por Zhou (Zhou, y 

otros, 2003) para el cálculo de la longitud de las excepciones (3.5). 
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3.3 Experimentación 

3.3.1 Juegos de datos 

Para evaluar el comportamiento del principio implementado se eligieron 10 problemas 

reales del repositorio UCI (Lichman, 2013). Los juegos de datos que se encuentran en el 

repositorio UCI son actualmente muy utilizados por la comunidad de aprendizaje 

automático para el análisis empírico de los AE. Para llevar a cabo los experimentos 

fueron utilizados los siguientes juegos de datos: Bupa, Cleveland, Ecoli, Glass, Heart, 

Iris, Sonar, Wine, Wpbc y Zoo. Estos juegos de datos fueron seleccionados por la 

siguiente razón: constan de pocas instancias, de esta manera se agiliza el proceso de 

evaluación experimental y no se requiere de gran costo computacional en su ejecución. 

En total, se tienen 4 problemas binarios, 2 problemas de tres clases y 4 problemas entre 

5 y 8 clases. En la Tabla 1 se puede observar un resumen de las características de estos 

juegos de datos. 

Tabla 1: Características de los juegos de datos (Por elaboración propia). 

Id Juego de datos Instancias Atributos #Clases 

bup Bupa 345 6 2 

cle Cleveland 297 13 5 

eco Ecoli 336 7 8 

gla Glass 214 9 7 

hea Heart 270 13 2 

iri Iris 150 4 3 

son Sonar 208 60 2 

win Wine 178 13 3 

wpb Wpbc 194 32 2 

zoo Zoo 101 17 7 
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3.3.2 Análisis estadísticos 

Para evaluar los resultados se utilizó la técnica de validación cruzada o cross-validation 

en 10 partes con 5 semillas aleatorias. Esta técnica permite garantizar la independencia 

de la partición entre datos de entrenamiento y prueba. La validación cruzada consiste en 

dividir los datos de muestra en 10 subconjuntos. Uno de los subconjuntos se utiliza como 

datos de prueba y el resto (9) como datos de entrenamiento. El proceso de validación es 

repetitivo durante 10 iteraciones, con cada uno de los posibles subconjuntos de datos de 

prueba. Finalmente se realiza la media aritmética de los resultados de cada iteración 

para obtener un único resultado. Este método es muy preciso puesto que evaluamos a 

partir de 10 combinaciones de datos de entrenamiento y de prueba, pero aun así tiene 

una desventaja: es lento desde el punto de vista computacional. 

3.3.3 Tecnologías asociadas al desarrollo 

Lenguaje de programación 

Los lenguajes de programación están diseñados para expresar procesos que pueden ser 

llevados a cabo por máquinas como las computadoras, además de usarse para crear 

programas que controlen el comportamiento físico y lógico de una computadora.  

Java: Es un lenguaje de programación orientado a objetos (Leahy, 2014). La ventaja 

fundamental de utilizar un lenguaje como Java que ha sido probado, mejorado y 

ampliado continuamente es el hecho de desarrollar software en una plataforma y 

ejecutarlo en prácticamente cualquier otra plataforma. Además de integrar muchos 

frameworks y tecnologías que permiten la construcción de aplicaciones totalmente 

personalizadas con múltiples propósitos. Java presenta un grupo de características que 

se enuncian a continuación:  

 Los programas Java no se compilan. En su lugar son interpretados por una 

aplicación conocida como la máquina virtual de Java (JVM). Gracias a ello no 

tienen por qué incluir todo el código y librerías propias de cada sistema. 

 Java es un lenguaje simple, posee una curva de aprendizaje muy rápida. 

 Fue diseñado para crear software altamente fiable. Para ello proporciona 

numerosas comprobaciones en compilación y en tiempo de ejecución. 
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Framework de programación: Biblioteca de clases Java para la Computación Evolutiva o 

en inglés Java Class Library for Evolutionary Computation (JCLEC) (Ventura, y otros, 

2008) en su versión 4. JCLEC es un Framework desarrollado en el lenguaje de 

programación Java que da soporte a los siguientes paradigmas de la Computación 

Evolutiva: Algoritmos Genéticos, Programación Evolutiva, Programación Genética, 

Evolución Gramatical y Programación de Expresiones Genéticas. 

JCLEC posee las siguientes características principales (SourceForge, 2005): 

 Genericidad: cualquier tipo de algoritmo de Computación Evolutiva puede ser 

ejecutado usando JCLEC. La única condición necesaria es tener una población 

de individuos a los que se aplica iterativamente una secuencia de operaciones en 

evolución. El usuario puede hacer uso de cualquiera de estos marcos 

especializados, o incluso modificarlos para crear su propio AE personalizado. 

 Fácil de usar: JCLEC ofrece diversos mecanismos que ofrecen una interfaz de 

programación fácil de usar. Siguiendo un estilo de programación de alto nivel, 

cosa que permite la creación rápida de prototipos de aplicaciones. 

 Portabilidad: como el sistema JCLEC ha sido codificado en el lenguaje de 

programación Java se garantiza su portabilidad entre todas las plataformas que 

implementan una máquina virtual de Java. 

 La robustez: declaraciones de verificación y validación se incrustan en el código 

para asegurarse de que las operaciones son válidas. 

 Fuente abierta: el código fuente de JCLEC es gratuito y está disponible bajo la 

Licencia Pública General de GNU (GPL). Por lo tanto, se puede distribuir y 

modificar sin ningún pago. 

Entorno de Desarrollo Integrado (IDE) 

Un IDE es una aplicación compuesta por un conjunto de herramientas útiles para un 

programador. Un entorno suele consistir de un editor de código, un compilador, y un 

constructor de interfaz gráfica GUI (Alegsa, 2010). 

Eclipse Java versión Luna Service Release (4.4.1): es un IDE de código abierto basado 

en Java y multiplataforma. Su fortaleza radica en su grado de extensibilidad. Eclipse es 
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una superestructura formada por un núcleo y diversos plugins que van conformando la 

funcionalidad final y soporta todo el ciclo de desarrollo (T. E. Foundation, 2010). 

Ventajas: 

 En Eclipse el concepto de trabajo está basado en las perspectivas, que no es otra 

cosa que una pre-configuración de ventanas y editores, relacionadas entre sí, y 

que nos permiten trabajar en un determinado entorno de trabajo de forma óptima. 

 Eclipse emplea módulos (plugins) para proporcionar toda su funcionalidad, a 

diferencia de otros entornos monolíticos donde las funcionalidades están todas 

incluidas, las necesite el usuario o no. Ejemplo de estos módulos tenemos el JDT 

(Java Development Tools) que viene incluido en dicha distribución del IDE. 

 Incluye un potente depurador, de uso fácil e intuitivo, y que visualmente nos 

ayuda a mejorar nuestro código. Para ello sólo debemos ejecutar el programa en 

modo depuración (con un simple botón). 

Herramienta de modelado: Visual Paradigm (v8.0) 

Visual Paradigm es una herramienta para el desarrollo de aplicaciones utilizando 

modelado UML1, ideal para ingenieros de software, analistas y arquitectos de sistemas 

que están interesados en construcción a gran escala y necesitan confiabilidad y 

estabilidad en el desarrollo orientado a objetos. También ofrece navegación intuitiva entre 

la escritura del código y su visualización; potente generador de informes en formato 

PDF/HTML2. Visual Paradigm presenta un ambiente visualmente superior de modelado y 

sincronización de código fuente en tiempo real (Gutiérrez, 2009). Entre las principales 

características de esta herramienta se encuentran: 

 Utiliza UML para visualizar y diseñar los elementos de software. 

 Permite la generación de código e ingeniería tanto directa como inversa. 

 Los desarrolladores pueden diseñar la documentación del sistema con una 

plantilla de diseño. 

                                                
 

1
 UML: Lenguaje Unificado de Modelado (por sus siglas en inglés, Unified Modeling Language). 

2
 PDF/HTML: Portable Document Format/HyperText Markup Language. 
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Ventajas: 

 Facilita el modelado de UML, porque proporciona herramientas específicas para 

ello. Esto también permite la estandarización de la documentación, pues la misma 

se ajusta al estándar soportado por la herramienta. 

 Corrección sintáctica. Controla que el modelado con UML sea correcto. 

 Disponibilidad en múltiples plataformas: Microsoft Windows (98, 2000, XP, o 

Vista), Linux, Mac OS X, Solaris o Java. 

 Integración con otras aplicaciones. Permite integrarse con otras aplicaciones, 

como herramientas ofimáticas, lo cual aumenta la productividad. 

 Coherencia entre diagramas. Al disponer de un repositorio común, es posible 

visualizar el mismo elemento en varios diagramas, evitando duplicidades. 

Para la extracción de conocimiento basado en el aprendizaje evolutivo se utilizó la 

herramienta KEEL (Knowledge Extraction based on Evolutionary Learning) (v2.0). 

KEEL: es un software de código abierto desarrollado en el lenguaje de programación 

Java, que faculta al usuario evaluar el comportamiento del aprendizaje evolutivo y 

técnicas basadas en Soft Computing para diferentes tipos de problemas: de regresión, 

clasificación, agrupación, entre otros (Alcalá-Fdez, y otros, 2011). 

Ventajas: 

 Reduce el trabajo de programación. Incluye una biblioteca con algoritmos de 

aprendizaje evolutivos basados en diferentes paradigmas (Pittsburgh, Michigan e 

IRL) y simplifica la integración de estos algoritmos con diferentes técnicas de pre-

procesamiento. Por tanto alivia el trabajo de la programación y permite a los 

investigadores centrarse en el análisis de sus nuevos modelos de aprendizaje en 

comparación con los existentes. 

 Posee una amplia biblioteca de AE que junto con la fácil utilización del software 

reduce considerablemente el nivel de conocimientos y experiencia necesarios de 

los investigadores en la Computación Evolutiva. Como resultado, los 

investigadores con menos conocimientos, al utilizar esta herramienta, serían 

capaz de aplicar con éxito estos algoritmos a sus problemas. 

http://www.ecured.cu/index.php/Microsoft_Windows
http://www.ecured.cu/index.php/Linux
http://www.ecured.cu/index.php/Solaris
http://www.ecured.cu/index.php/Java
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 Debido al uso de un estricto enfoque orientado a objetos de la biblioteca y del 

software, éstos se pueden utilizar en cualquier máquina con Java. Como 

resultado, cualquier investigador puede usar KEEL en su máquina, 

independientemente del sistema operativo. 

Para la realización de las simulaciones se utilizó una PC: procesador Intel Core-i3-2120 

con cuatro núcleos, CPU a 3,3 GHz, sistema operativo GNU Linux en su versión de 

Kernel 4.4.0 y 4 GB de memoria RAM. 

3.3.4 Experimento 

Las configuraciones utilizadas en los juegos de datos para la simulación del algoritmo se 

resumen en la Tabla 2. En los experimentos, se han definido el tamaño de los 

cromosomas y la lista de constantes según las características de los problemas. 

Dependiendo de la gama de valores de los atributos y de experimentos previos, se eligió 

la lista de constantes. Para el tamaño de la cabeza de los cromosomas se utilizó el 

método de ensayo y error, ajustándose con una heurística determinada por anteriores 

comprobaciones a valores cercanos a diez veces el número de atributos de cada juego 

de datos. 

Tabla 2: Configuración de los juegos de datos (Por elaboración propia). 

Juego de datos Tamaño cabeza Constantes 

Bupa 60 1;0,5 

Cleveland 130 1;0,5 

Ecoli 70 1;0,5 

Glass 90 1;0,5 

Heart 130 1;0,5 

Iris 40 1;0,5 

Sonar 200 1;0,5 

Wine 130 1;0,5 

Wpbc 160 1;0,5 

Zoo 170 1;0,5 
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3.3.5 Resultados de los experimentos 

La efectividad del clasificador MCGEP con las versiones implementadas del algoritmo 

MDL se evaluó con las métricas accuracy y AUC. Para medir el sobreajuste se utilizó las 

medidas ACC_dif y AUC_dif. Los promedios de los resultados por cada colección se 

muestran en la Tabla 3 para ACC_dif y en la Tabla 4 para AUC_dif. En las tablas 5 y 6 se 

muestran los promedios de los resultados para accuracy y el AUC. La última fila de cada 

tabla muestra el ranking promedio de cada algoritmo. 

Tabla 3: Resultados de la métrica ACC_dif (Por elaboración propia). 

ACC-Dif Sin_MDL MDL1 MDL2 MDL3 

Bupa 0,1074 0,0406 0,0406 0,0029 

Cleveland 0,2125 0,0906 0,0906 0,0002 

Ecoli 0,0871 0,0572 0,0572 0,0018 

Glass 0,1577 0,0808 0,0808 0,0010 

Heart 0,0961 0,0529 0,0529 0,0097 

Iris 0,0348 0,0147 0,0147 0,0000 

Sonar 0,2247 0,1419 0,1419 0,0231 

Wine 0,0726 0,0480 0,0480 0,0042 

Wpbc 0,1960 0,1279 0,1279 0,0498 

Zoo 0,0656 0,0434 0,0434 0,0296 

Ranking 4,0 2,5 2,5 1,0 

 

Tabla 4: Resultados de la métrica AUC_dif (Por elaboración propia). 

AUC-Dif Sin_MDL MDL1 MDL2 MDL3 

Bupa 0,1076 0,0415 0,0415 0,0012 

Cleveland 0,1797 0,0520 0,0520 0,0030 

Ecoli 0,0098 0,0398 0,0398 0,0374 

Glass 0,0393 0,0034 0,0034 0,0033 
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Heart 0,0972 0,0526 0,0526 0,0124 

Iris 0,0174 0,0073 0,0073 0,0000 

Sonar 0,2241 0,1422 0,1422 0,0249 

Wine 0,0376 0,0231 0,0231 0,0023 

Wpbc 0,3091 0,1915 0,1915 0,0329 

Zoo 0,0157 0,0103 0,0103 0,0322 

Ranking 3,6 2,5 2,5 1,4 

 

Tabla 5: Resultados del accuracy para los datos de prueba (Por elaboración propia). 

ACC Sin_MDL MDL1 MDL2 MDL3 

Bupa 0,6811 0,6927 0,6927 0,4234 

Cleveland 0,5289 0,5443 0,5443 0,5389 

Ecoli 0,7710 0,7211 0,7211 0,4238 

Glass 0,6426 0,6387 0,6387 0,3281 

Heart 0,7911 0,7911 0,7911 0,5681 

Iris 0,9587 0,9653 0,9653 0,3333 

Sonar 0,7353 0,7012 0,7012 0,4412 

Wine 0,9219 0,9178 0,9178 0,3273 

Wpbc 0,7147 0,7045 0,7045 0,2932 

Zoo 0,9344 0,9562 0,9562 0,4355 

Ranking 2,0 2,1 2,1 3,9 

 

Tabla 6: Resultados del AUC para los datos de prueba (Por elaboración propia). 

AUC Sin_MDL MDL1 MDL2 MDL3 

Bupa 0,6707 0,6760 0,6760 0,5013 

Cleveland 0,6803 0,7034 0,7034 0,7920 
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Ecoli 0,9609 0,9446 0,9446 0,9124 

Glass 0,9034 0,9008 0,9008 0,8366 

Heart 0,7877 0,7878 0,7878 0,5157 

Iris 0,9793 0,9827 0,9827 0,6667 

Sonar 0,7358 0,6992 0,6992 0,4729 

Wine 0,9599 0,9610 0,9610 0,6644 

Wpbc 0,5677 0,5706 0,5706 0,5370 

Zoo 0,9843 0,9895 0,9895 0,8893 

Ranking 2,5 1,9 1,9 3,7 

3.4 Análisis estadístico de los resultados 

Se han seguido las recomendaciones señaladas por Demsar (Demsar, 2006) para llevar 

a cabo el análisis estadístico de los resultados. Como se indica, se utilizaron pruebas 

estadísticas no paramétricas de la herramienta KEEL para comparar las métricas ACC-

Dif, AUC_dif, ACC y AUC de los modelos construidos por las diferentes variantes del 

algoritmo MDL. Para comparar dichos algoritmos, primero aplicamos un procedimiento 

estadístico de múltiple comparación para poner a prueba la hipótesis nula de que no 

existen diferencias entre los algoritmos (con y sin MDL). Específicamente, se empleó el 

test de Friedman. El test de Friedman rechazó la hipótesis nula en todos los casos (Ver 

Tabla 7). Por tanto se aplicó el test de Holm para detectar entre cuáles de los algoritmos 

existen diferencias significativas. En la Tabla 7 se muestra el resumen del análisis 

estadístico, los valores que se encuentran dentro de los paréntesis indican la variante 

que ganó en la disputa realizada por el test de Holm. 

Métrica ACC_dif: en esta métrica el test de Friedman plantea que existen diferencias 

significativas en los algoritmos con un valor de p=5,89*10-6 (valor de p<0,05). Ganando 

en el ranking (Ver Tabla 3, última fila) la variante MDL3 y quedando en segundo lugar las 

variantes MDL1 y MDL2. 

El resultado de test de Holm con un valor de α de 0,05 indica diferencias significativas 

entre todas las variantes, excepto en el algoritmo MDL1 con respecto al MDL2. 
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Métrica AUC_dif: en esta métrica el test de Friedman revela que hay diferencias 

significativas en los algoritmos con un valor de p=2,28*10-3 (valor de p<0,05). Ganando 

en el ranking (Ver Tabla 4, última fila) la variante MDL3 y quedando nuevamente en 

segundo lugar las variantes MDL1 y MDL2. 

El resultado de test de Holm con un valor de α de 0,05 demuestra que hay diferencias 

significativas entre la variante MDL3 con respecto al Sin_MDL. 

Métrica ACC: en esta métrica el test de Friedman muestra que existen diferencias 

significativas en los algoritmos con un valor de p=1,31*10-3 (valor de p<0,05). Ganando 

en el ranking (Ver Tabla 5, última fila) la variante Sin_MDL, quedando en segundo lugar 

las variantes MDL1 y MDL2 y en último lugar MDL3. 

El resultado de test de Holm con un valor de α de 0,05 plantea que hay diferencias 

significativas entre las variantes Sin_MDL, MDL1 y MDL2 con respecto a MDL3. 

Métrica AUC: en esta métrica el test de Friedman expone que existen diferencias 

significativas en los algoritmos con un valor de p=4,72*10-3 (valor de p<0,05). Ganando 

en el ranking (Ver Tabla 6, última fila) las variantes MDL1 y MDL2, teniendo en segundo 

lugar las variantes MDL0 y en último lugar MDL3. 

El resultado de test de Holm con un valor de α de 0,05 muestra diferencias significativas 

entre las variantes MDL1 y MDL2 con respecto a MDL3. 

Tabla 7: Resumen del análisis estadístico (Por elaboración propia). 

 ACC_dif AUC_dif ACC AUC 

Test de 

Friedman 

valor de p 5,89*10
-6

 2,28*10
-3

 1,31*10
-3

 4,72*10
-3

 

Test de 

Holm 

MDL3 vs MDL2 Si (3) No (-) Si (2) Si (2) 

MDL3 vs MDL1 Si (3) No (-) Si (1) Si (1) 

MDL3 vs Sin_MDL Si (3) Si (3) No (-) Si (Sin_MDL) 

MDL2 vs MDL1 No (-) No (-) No (-) No (-) 

MDL2 vs Sin_MDL Si (2) No (-) No (-) No (-) 

MDL1 vs Sin_MDL Si (1) No (-) No (-) No (-) 
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3.5 Conclusiones parciales 

En este capítulo se abordaron los aspectos fundamentales de la propuesta de solución. 

Se definieron las herramientas y tecnologías a utilizar, como framework de desarrollo 

JCLEC v4.0, como IDE Eclipse en su versión Luna Service Release (4.4.1), como 

lenguaje de programación Java, para el modelado la herramienta case Visual Paradigm 

v8.0 y para la extracción de conocimiento basado en el aprendizaje evolutivo se utilizó la 

herramienta KEEL v2.0. Se ejecutaron los experimentos y se realizaron los test 

estadísticos obteniéndose como resultados: 

1. Las variantes implementadas MDL1 y MDL2 redujeron significativamente el 

sobreajuste (en ACC_dif) y mejoraron la eficiencia (en AUC) en el clasificador 

MCGEP.  

2. El algoritmo MDL3 fue el único que mejoró el sobreajuste en las dos métricas 

utilizadas (ACC_dif y AUC_dif), pero lo hizo a expensas de deteriorar los valores 

de ACC y AUC del clasificador MCGEP. 
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Conclusiones 

La investigación desarrollada y los resultados obtenidos permitieron arribar a las 

siguientes conclusiones: 

1. Con la fundamentación de la codificación de algoritmos evolutivos GEP y sus 

aplicaciones en clasificación, se logró caracterizar y comprender el proceso 

evolutivo llevado a cabo por el algoritmo de clasificación MCGEP. 

2. La fundamentación de las aplicaciones del principio MDL en diferentes algoritmos 

de clasificación, permitió proponer una nueva propuesta de cálculo del principio y 

definir su integración con el algoritmo de clasificación MCGEP. 

3. Se implementó el principio MDL en el algoritmo de clasificación MCGEP. 

4. La experimentación con juegos de datos comprobó el correcto funcionamiento del 

principio implementado. 

5. El método de validación cruzada utilizado en el algoritmo clasificador MCGEP con 

el principio implementado, garantizó la independencia entre los datos de 

entrenamiento y prueba. 

6. La aplicación de los test estadísticos demostró que: 

 Las variantes implementadas MDL1 y MDL2 redujeron significativamente el 

sobreajuste (en ACC_dif) y mejoraron la eficiencia (en AUC) en el clasificador 

MCGEP.  

 El algoritmo MDL3 fue el único que mejoró el sobreajuste en las dos métricas 

utilizadas (ACC_dif y AUC_dif), pero lo hizo a expensas de deteriorar los 

valores de ACC y AUC del clasificador MCGEP. 

7. Por todo lo anterior las variantes MDL1 y MDL2 son preferibles a la variante 

MDL3 como solución al problema tratado en esta investigación. 
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Recomendaciones 

A fin de enriquecer el trabajo realizado se recomienda: 

 Ampliar la experimentación a un mayor número de colecciones de datos. 

 Explorar otras variantes de implementación del principio MDL. 

 Incluir en la experimentación otras métricas para medir el sobreajuste. 

 Aplicar esta investigación en los sistemas realizados en la Universidad de las 

Ciencias Informáticas que necesiten clasificar información.  

. 
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Glosario de términos 

Algoritmo: grupo finito de operaciones organizadas de manera lógica y ordenada que 

permite solucionar un determinado problema. Método y notación en las distintas formas 

del cálculo. 

AE: Algoritmos Evolutivos. 

PE: Programación Evolutiva. 

EE: Estrategias de Evolutivas. 

AG: Algoritmos Genéticos. 

PG: Programación Genética. 

GEP: Programación de Expresiones Genéticas. 

ET: Árboles de expresión (por sus siglas en inglés Expression Trees). 

MDL: Principio de Longitud de Descripción Mínima: Minimum Description Length. 

Datos: del latín datum (“lo que se da”), un dato es un documento, una información o un 

testimonio que permite llegar al conocimiento de algo o deducir las consecuencias 

legítimas de un hecho.  

ROC: Característica de funcionamiento del receptor: Receiver Operating Characteristic. 

AUC: Área bajo la curva ROC: Area Under the Curve. 

Dataset: juego de datos. 

Framework: Marco de trabajo. 

GNU: es un sistema operativo de tipo Unix desarrollado por y para el Proyecto GNU. 

GNU es un acrónimo recursivo de "GNU's Not Unix!" (En español: GNU no es Unix). 

http://definicion.de/problema/
http://definicion.de/informacion/
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GB: Gigabyte, es una unidad de almacenamiento. 

RAM: Memoria de Acceso Aleatorio: Random Access Memory. 

UML: Lenguaje Unificado de Modelado (por sus siglas en inglés, Unified Modeling 

Language). 

VPMN: Notación de Modelado de Procesos del Negocio (por sus siglas en inglés, 

Business Process Modeling Notation). 

URL: Localizador Uniforme de Recursos. 

Especificabilidad: cualidad de ser determinable. 

Metaheurísticas: Una metaheurística es un método heurístico para resolver un tipo de 

problema computacional general, usando los parámetros dados por el usuario sobre unos 

procedimientos genéricos y abstractos de una manera que se espera eficiente. 

Estocásticos: Proceso estadístico en el que la ley de probabilidad que da la evolución 

de un sistema depende del tiempo. 

Plugin: Programa que puede anexarse a otro para aumentar sus funcionalidades 

(generalmente sin afectar otras funciones ni afectar la aplicación principal). No se trata de 

un parche ni de una actualización, es un módulo aparte que se incluye opcionalmente en 

una aplicación. 

Soft Computing: es una rama de la Inteligencia Artificial que engloba diversas técnicas 

empleadas para solucionar problemas que manejan información incompleta, con 

incertidumbre y/o inexacta. 
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Anexos  

Anexo 1: Diagrama de estados del nuevo clasificador. 

 

Figura 16: Diagrama de estados del nuevo clasificador (Por elaboración propia). 
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Anexo 2: Diagrama de proceso calcular el principio MDL.

 

Figura 17: Diagrama de proceso: Calcular el principio MDL (Por elaboración propia). 

 


