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Resumen

El volumen de datos que se acumula continuamente, y la necesidad de encontrar métodos que
permitan descubrir conocimiento dentro de estos datos, han convertido a la Mineria de Datos en una
disciplina de importancia estratégica para la planeacion y la toma de decisiones. El desarrollo de la
investigacion se rige por la metodologia mas utilizada actualmente en los procesos de KDD: CRISP-
DM 1.0 y se apoya en la herramienta de libre distribucion WEKA 3.6.0 que goza de gran prestigio por

las prestaciones que ostenta.

En Cuba muchos cientificos se dedican al estudio de farmacos para combatir el cancer, el Centro de
Inmunologia Molecular (CIM) es uno de los centros dedicados a esta labor. En el CIM se han realizado
varios Ensayos Clinicos para probar farmacos, tal es el caso de la primera vacuna contra el cancer de
pulmon, llamada CIMAVAX EGF, por lo que dicho centro dispone de un cumulo de informacion de

andlisis realizados a estos pacientes.

En el presente trabajo se emplean un grupo de técnicas de Mineria de Datos como la clasificacion; con
el objetivo de predecir el tiempo de supervivencia de un paciente con cancer de pulmén, para
posteriormente encontrar patrones ocultos y reglas que los caractericen; a partir de la variable
surrogada “evaluacion de la respuesta”, basado en las relaciones que se establecen entre las variables
de control (sexo, edad, color de piel, estadio clinico, clasificacion histol6gica, peso). Se espera con

estos resultados mejorar la conduccién de los Ensayos Clinicos en el CIM.

Palabras claves: Mineria de Datos, KDD, CRISP-DM, Weka.



Indice

UG
indice

AGRADE CIMIENT O ittt ittt e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e e aaaaaaaaaaaaaaaaaaaaaaas I
[ @ 1O ] RS SRTRRR Il
RESUMEN . st oo e e v
[N {0 ] 1801 (@] N R 1
DY Y = @ I I JR RSO RURRR 5
CAPITULO 1: FUNDAMENTACION TEORICA. .....oootiieeeeee ettt eteate et eae e e 5
[N 10 ] 1801 [ ] N R 5
1.1 KDD. EXTRACCION DE CONOCIMIENTOS EN BASES DE DATOS. ...viiiiieeeceeeee e 5
Y TN N o] = 5 0 S T 8
1.2.1 (QUE €S 1a MINEIA 08 DALOS?...cevuniiiieti i ettt ettt e e e et e e e et e e e e e et e e e s eateeeeestaeeeearaaaeeeens 9
1.2.2 Fases de la Mineria de DatOS...........ccuiiiiiiii i 9
1.2.3 Técnicas €N MINEIA 08 DAtOS.........cciiiiiiiiiiiii e e e eeeeee e e e e et e e e e e e e e e et a s e e e aeeesesttaaaaaeaaeeaneees 11
1.2.4 Modelos y tareas de MiIineria de DatOS .......cciieeiiiiiiiiiiiiie e e e e e e e e aanee 11
1.2.5 Algoritmos supervisados de clasificacién para la Mineria de Datos...........ccccoeeeeeeiiiiiiiiiiieeeeeeceeiinns 13
1.2.6 Alcance de 1a MINeria de DatOS............cuuuiuiiiiie e e e e e e s e e e e e e e e et e e e e e eaeaareees 14
1.2.7 Aplicaciones de la MIiNeria de DatOsS ..........cciiieiiiiiiiiiiiiie e e e s e e e e e e et e s e e e e e e eaaeees 14
1.3 HERRAMIENTAS DE MINERIA DE DATOS ...ttt ettt n e 16
T R Y42 PSPPSR 16

L B 2 Y all e 17
IO T2 N 3= 1o 1o |11 U= PP USRP 17
R R N O [T 0 4 1= 11 TSP URPPPPPRTPIN 18
L. 3.4 ENLEIPIISE IMINET ..ttt e e e e e et e e e e e e e e e e ettt e e e eeeeeeeasata e eeaeeesssttaanasaaeaaeeennnes 18
1.3.5 Fundamentacién de la herramienta seleccionada ...........ccooovviiiiiiii i 18
1.4 METODOLOGIAS DE LA MINERIA DE DATOS .....coiiiiiieteietectee ettt 19
LA L CRISP-DM 1.0 oo 20
S T = o ] o o 22
1.4.3 Andlisis comparativo de las metodologias CRISP-DM Y SEMMa............cccvvveiiiiiiiiiiiiiiiiiiieeeeeeeeee 22
1.4.4 Fundamentacion de la metodologia seleccionada..............ccovvvvviiiiiiiiiiiiiiieeeee e 23



Indice ,
UG

1.5 ENSAYOS CLINICOS. ... oottt ettt e et ettt e et e te et e e e eteeteeteesaeeteeteareaseeseeseeareareasens 23
CONGCLUSIONES ..ot ttetitiiteet ettt ettt ettt ettt ettt ettt ettt ettt ettt ettt ettt ettt ettt et e ettt e e et e eeeeeeeeeeeeeeeeeeeeees 26
CAPITULO 2: SOLUCION PROPUESTA ... oooteceecteete ettt ettt teeteate e aeetesteanaentestesteareenens 27
(TN (o Yo [ Lo o] 0] o 1RSSR 27
1. ANALISIS @I PrODIEIMA@ . ..coi ittt e e et e e e e e e e e e s bbb e e e e e e e e aaaans 27
1.1 Comprension del NEYOCIO ........uuuuiiii e e e e e et e e e e e e e e e ettt e s e e eaeeeeastea e aaeeaeeeennnes 27
1.2 Evaluacion de la SItUBCION...........cciiiieeiiec e 30
1.3 ODjJEtiVOS A€ 1A MINEITA ....veeiiiiee ittt e e e e ettt e e e e e e e ettt bt e e e e e e e e s e nneeeeees 32
1.4 Plan de PrOYECTO......ccoiiiiiieieeeee e 33
2. ComPpPrension A 10S A0S ..uuuuii i e e e e e e e ettt a e e e e e e e e e e ettt e e e e e e e e arrrraaas 34
2.1 Recopilar 10S datOS INICIBIES .........eeviiiiiiiiiiiiiiiii ittt ettt e e e e e e e eeeeees 34
2.2 DESCHIDIN 1OS GALOS ....uuiieeeieeeiiiiiie et e e ettt e e e e e et ee ettt e s e e aaeeeeeateaa s aeeaeeesssnsnnasaeenaeeennnes 35
PR (o] (o] = Ll (o RS3 e F= 1 0 S PP P PP PPPPPPPPPPPPPP 36
2.4 Verificar la calidad de 10S AtOS............eeuuiiiiiiie e e e e e e e e e e e eat e s e e e aeaeaertenaaaaeeaaeeennees 36
3. PreparaCion de 10S UALOS ....uuuuiii i e e e e e e e et e e e e e e e e e et e e e e e arrr 37
RO ST =Y (=T ol od o] T [0 F= 01 37
BT @0 1S3 1 U 1T (0 0 = (01 38
IR I I 0T o1 =y4= W [0 F= 1 (o 1SRRI 38
I 1g 1 C=To ] Vg (o1 F= 1 (o PP 38
BT o g = U= = gl (0T 0 (0L 43
S |V T T =] = To Lo P 43
4.1 Seleccionar las técnicas de MOUEIATO0 .............uuuuuuuuuuiiiiiiiiiiiiiiiii i reereeeeraennnennnnnnes 43
ViR @f0) g 1S 1 (U otodTo] g 1o [N [0 1S3 4o o (=] (o 1S3 49
R V7= 11U = o3 oY o PRSP 52
5.1 Evaluacion de [0S reSURATOS. ..........ceviiiiiiiiiiiiiiieeeeiee ettt e et e e e e e e e eaeaaeeaeeeeaeeeaaaeaees 53
5.2 REVISAI €] PIOCESO ...ceeeiiiiiiiiiieitteiieeeee ettt ettt ettt ettt ettt et ettt ettt ettt ettt ettt ettt e et e e teeeeeeeeeeeeeees 58
5.3 Determinar 10S PrOXIMOS PASOS. ....couuuuiiiiiiaeeeaiaieiteeeeaeeeeaaastteeeaaaeaeaaaaasbtbeeeaaaeeeaaaanstsbeeaaaeeeeaaanneenes 59
LT I =T o] 1T =T o U =R 59
6.1 Producir €l informe fiNAI .............iiiiii e e e e e e e e e e e e aaaare 59
A S Y Y (o] Mo [ 0] () /=T ox (o PP PP PPPPRPP 60
CONGCLUSIONES ..ot eeeeeteiteeee ettt ettt ettt ettt ettt ettt e e et et et e e et e e ee e e et eeeeee e e e e et eeeee e e e e e eeeeeeeeeaeeeeeeeeeeeeeeeeees 62
CONCLUSIONES GENERALES ......cooiiiiiiiiiiiteeeeeee ettt ettt ettt ettt et e e e eeeeeeaeaeeeeeeeeeeeeeeeeeeeees 63

Vi



Indice ,
UG

RECOMENDACIONES. ...ttt oo e et r e e e e et e e ee e e e e e e et e nnnn e e a s e e e e et enrnrnnaasaeeees 64
REFERENCIAS BIBLIOGRAFICAS ...ttt ettt ettt ettt sttt te sttt be st st ensarear s 65
BIBLIOGRAFIA ...ttt ettt ettt ettt ettt o1 et et et e st e b e s b e et et essebe et e s b e b e s eseebe st e st e s ensanearns 69
ANEXO 1: HERRAMIENTA UTILIZADA PARA LA MINERIA DE DATOS. WEKA.........cccoveeeiereeene, 74
ANEXO 2: ENTORNO DE TRABAJO EXPLORER DE LA HERRAMIENTA WEKA. ... 74
ANEXO 3: OPINION DE LOS CLIENTES SOBRE EL TRABAJO REALIZADO.........cccovcveveereiieiareanan, 74
GLOSARIO DE TERMINOS ..ottt ettt ettt ettt et a e te st et e e eseate st e ete st esaatesteste s eseareanes 75

VIl



indice de Figuras UGis:
Informiticas

indice de Figuras

(T [ L= W = (o o ==Y o N N I | I L 6
Figura 2: Esfuerzo requerido por fases en un proceso de KDD ...........oouiiiiiiieeiiiceiiiiiies e 8
Figura 3: Proceso de MINeria A& DatOS........cccoiieuiiiiiii et e e e et s e e e e e e e anrrb e e e eaaes 9
Figura 4: Resultados de la encuesta por el portal para el andlisis de datos KDnugget.............ccceeeeee... 15
Figura 5: Fases del modelo de referencia CRISP-DM 1.0 y sus principales relaciones........................ 21
Figura 6: Tareas planteadas que permitiran el correcto cumplimiento de los objetivos trazados........... 34
Figura 7: Tabla que contiene la integracion de 10S datos. ............cooiiiiiiiiiiiiiieee e 40
Figura 8: Comportamiento de las variables significativas con respecto al tiempo de vida. .................... 40
Figura 9: Modelo obtenido a partir de la aplicacion del algoritmo utilizado. .............cccvvvveeeiiiiiiiiiiinnnnn. 51
Figura 10: Ecuacion que utiliza el algoritmo de arboles de decision: J48 para la precision ................... 53
Figura 11: Datos obtenidos del modelo OBteNIdO. ........ccooeeeeieeeee e 54

Figura 12: Ecuacion que utiliza el algoritmo de arboles de decision: J48 para el célculo de «F-Measure»
(A =7 | OSSP 55

Vil



Indice de Tablas ,
UG

indice de Tablas

Tabla 1: Recursos Personales del PrOYECTO ..ottt 30
Tabla 2: RECUISOS A& HAITWANE.........cc.eiieieeeeiee ettt st sre et esse e e e stesneensesseensensesneenes 30
Tabla 3: RECUISOS 08 SOFIWAIE ......cccveiieieie ettt sttt et sse e s e s seeneestesneensesseensensesseenes 30
Tabla 4: Fuente de Datos y de CONOCIMIENTOS ........ccviiririerierieieieiei sttt sbe e nes 31
Tabla 5: RequerimientOS el PrOYECIO ........ccvccviiiieieeceeese ettt sttt a e st sre b e sta e s e bessnenes 31
Tabla 6: ReStHCCIONES AEI PrOYECIO ........cooviiveeieieceeeeeeetete ettt sttt et ae s tesra e b e steessebeernenes 31
Tabla 7: Glosario de términos del Negocio y de la Mineria de DatOs ..........cccceevvevevieieecieceseece e 32
Tabla 8: Tablas del Fase Il utilizadas para el proyecto de Mineria.........c.coceevvevuieeeveneececesece e 34
Tabla 9: Atributos utilizados de la tabla Inclus Evaluac Inicial de la Fase lll. ........cccccocvivineneneiecninennn, 35
Tabla 10: Atributos utilizados de la tabla Inclus Interr Fallec Evalni de la fase Ill..........ccocooeoevevenenennennn. 35
Tabla 11: Atributos utilizados de la tabla Inclus Interr Fallec Evalni Inmun de la Fase IIl 081. ................ 36
Tabla 12: Distribucion de la variable edad con respecto a la variable tiempo_vida. .........ccocccvecveinnennn 41
Tabla 13: Distribucién de la variable sexo con respecto a la variable tiempo_vida. .........cccocccvevriinienene. 41
Tabla 14: Distribucién de la variable piel con respecto a la variable tiempo_vida. ........c.ccccoeeererirerniennn 41
Tabla 15: Distribucién de la variable peso con respecto a la variable tiempo_vida...........ccocccverveinenene. 41
Tabla 16: Distribucion de la variable estadio con respecto a la variable tiempo_vida...........cccccccveveuvnnnn. 42

Tabla 17: Distribucién de la variable clasificacion_histolégica con respecto a la variable tiempo_vida.. 42

Tabla 18: Distribucion de la variable evaluacién_de_la_respuesta con respecto a la variable

HEMPO VIO o.eiieeiiiceice ettt et e st e et et e s te e st e beeasesbesbeessasteesaesbesteessesbeetsessebeeasestesssensesteessentessnanes 42
Tabla 19: Distribucion de la variable tiempPo_VIda. .......cccceiuieeeiiiiiieececeeeee e 42
Tabla 20: Comparacién entre varios algoritmos de clasifiCion. ..........cceeoeveeceiiciececee e 48

Tabla 21: Reglas obtenidas a partir de los datos seleccionados para la mineria asi como la probabilidad
08 UE OCUITAL ...vivieeieieeeieiteeteete et ert e s te et esteste e besbeesaebesas e sesbeessesteesaenteassessesaessesbeessenbesteessanbeeasensesssensestaessentesseanes 55
Tabla 22: Propuesta de mejoras en el modelo Arboles de Desicién: J48. Prediccién del tiempo de

supervivencia de los pacientes con CAncer de PUIMON. ........ccovviririreniereee e eas 57

Tabla 23: Estimado de cumplimiento de los criterios de éxito del NegOCIO. .......ccccvevverirerierieceeeeeeeen 57



Introduccién
UCii:a

Hntroduccion

La informética en el mundo ha tenido un crecimiento vertiginoso. El auge de las comunicaciones con
las nuevas tecnologias de la informacidon no permite que ninguna esfera econémica o social pueda
pensar en el desarrollo si no es con la presencia de esta herramienta tan importante. Una sociedad
gue aplique la informatizacion en todas sus esferas y procesos sera mas eficaz y competitiva.

El almacenamiento digital de informacion ha sido una necesidad desde los inicios de la computacion.
Desde el surgimiento de las tarjetas perforadoras hasta los Sistemas Gestores de Bases de Datos el
volumen de informacion que se genera ha aumentado considerablemente.

El desarrollo de nuevas técnicas de almacenamiento y recuperacion de la informacion es una de las
soluciones que en la actualidad resuelve de una manera u otra el problema del registro y analisis de la
informacion para cualquier institucién. Una forma muy valiosa de analisis de la informacién es la
Mineria de Datos (MD).

La MD es una de las etapas de lo que se ha venido llamando el proceso de extraccion de
conocimientos a partir de datos. Este proceso consta de varias fases e incorpora diferentes técnicas de
Aprendizaje Automatico, la Estadistica, las Bases de Datos, los Sistemas de Toma de Decisiones, la
Inteligencia Artificial y otras areas de la informatica y de la gestién de informacién. Entre las multiples

definiciones que identifican a la MD se encuentran:

..el proceso de descubrir conocimientos interesantes, como patrones, asociaciones, cambios,
anomalias y estructuras significativas a partir de grandes cantidades de datos almacenadas en Bases
de Datos, Data-Warehouses, o cualquier otro medio de almacenamiento de informacion.” [Servente,
2002]

“...el proceso no trivial de identificar patrones validos, novedosos, potencialmente Gtiles y en ultima

instancia, comprensibles a partir de los datos” [Fayyad, 1996].

“...el proceso de extraer conocimiento util y comprensible, previamente desconocido, desde grandes

cantidades de datos almacenados en distintos formatos” [Witten, 2000].

“...término genérico que engloba resultados de investigacion, técnicas y herramientas usadas para

extraer informacion util de grandes bases de datos” [Molina, 2006].
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De manera general, puede afirmarse que la MD constituye un proceso para descubrir conocimiento a
partir de los datos, apoyada en técnicas y herramientas, a fin de que su uso ayude a tomar decisiones

MAas seguras, que reporten algun tipo de beneficio a las organizaciones.

Las herramientas de MD son utilizadas para resolver situaciones donde el volumen de datos es muy
grande o complejo por la cantidad de variables que se manipulan, o donde los especialistas no estan
disponibles para el analisis de los datos y la extraccion de conocimiento. Se pueden clasificar en dos
grandes grupos: técnicas de verificacion, en las que el sistema se limita a comprobar hipotesis
suministradas por el usuario, asi como los métodos de descubrimiento, en los que se ha de encontrar
patrones potencialmente interesantes de forma automética, incluyendo en este grupo todas las
técnicas de prediccion.

En el mundo la MD se ha convertido en un factor indispensable en las empresas e instituciones para la
toma de decisiones y la creacion de modelos que permiten un aumento de sus ofertas, una reduccién
de sus costos y una mejor planificacion de su estrategia de trabajo. Anualmente se desarrolla en la
Ciudad de México el Congreso Internacional sobre Mineria de Datos y Sistemas de Informacion donde
se relinen investigadores e industriales para compartir e intercambiar ideas y prever tendencias en los
sistemas de informacién y aquellos avances gue tendran impacto en nuestra sociedad futura.

En Cuba el uso de las herramientas y técnicas de la MD todavia es joven. El Centro de Aplicaciones de
Tecnologias de Avanzada (CENATAV) desde su creacién en el afio 2004 se dedica a las
investigaciones tetricas y aplicadas en este campo y sus aplicaciones estan dirigidas a areas tales
como la biometria, la recuperaciéon de informacion, el procesamiento de informacién de texto, entre
otras. Otros centros e instituciones cubanos se dedican a la investigacion y aplicacién de técnicas de
MD, tal es el caso del Centro de Estudios de Reconocimiento de Patrones y Mineria de Datos
(CERPAMID), el Instituto de Cibernética, Matematica y Fisica (ICIMAF) y el Instituto Superior
Politécnico José Antonio Echeverria (CUJAE), centro en el que se han empleado con éxito
herramientas y metodologias de MD para apoyar la gestion docente del mismo.

La Universidad de las Ciencias Informaticas (UCI) nacié como un proyecto de la Revolucion Cubana
con el objetivo de informatizar el pais y desarrollar la industria del Software para contribuir al desarrollo
econdémico del mismo. En la misma se han realizado algunas investigaciones de Mineria de Datos, tal
es el caso de dos estudiantes de la CUJAE que aplicaron técnicas de MD a la Base de Datos de

Akademos, obteniendo resultados satisfactorios.
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La Facultad 6, situada en esta universidad, cuenta con varios proyectos que almacenan grandes
volimenes de datos, entre ellos se encuentra el proyecto “alasClinicas” el cual constituye un aporte al
Centro de Inmunologia Molecular (CIM) de una nueva versién del sistema OpenClinica. Dicho proyecto
estd siendo desarrollado por la facultad en colaboracién con el CIM, con el objetivo de mejorar la
calidad de la gestion de los datos referente a los Ensayos Clinicos que se realizan en dicho centro
dado que actualmente el centro no cuenta con un sistema que le permita gestionar toda esta
informacion y se recogen los datos en Bases de Datos Microsoft Access o con el programa estadistico
SPSS, realizandose una entrada doble de los mismos.

Dado el gran volumen de datos acumulado, y la incapacidad de los especialistas del CIM de identificar
patrones de comportamiento y extraer conocimiento oculto en los datos almacenados para apoyar sus
decisiones surge la necesidad de aplicar MD a dicho proyecto, por lo que el problema a resolver es el
¢, Como apoyar el proceso de gestion y toma de decisiones de los administrativos y especialistas del
CIM a partir del estudio de los datos recopilados en los ensayos clinicos realizados en el centro, a

través de la identificacién de patrones de comportamiento Utiles presentes en estos ensayos?

Este problema presenta como objeto de estudio la gestion del conocimiento a través de técnicas de
MD teniendo como campo de acciéon las técnicas de MD para la gestion del conocimiento en

proyectos de gestién biomédica.

Por lo que el objetivo general consiste en aplicar técnicas de MD sobre los datos recopilados en la
conduccién de los Ensayos Clinicos realizados en el CIM a los pacientes con cancer de pulmén, con el

fin de predecir el tiempo de vida de dichos pacientes.

De este objetivo general se derivan los siguientes objetivos especificos:

1. Integrar los datos del proyecto que seran empleados en la MD.

2. Transformar los datos almacenados que seran empleados en la MD.

3. Aplicar técnicas de MD a los conjuntos de datos seleccionados para el estudio.

4. Evaluar la calidad de los resultados obtenidos a partir de las técnicas de MD aplicadas.

Después de obtener toda la informacion relacionada con el tema del trabajo para guiar la investigacion

se plantea la siguiente idea a defender:
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Si se aplican técnicas de MD a la informacion almacenada sobre los ensayos clinicos del CIM,
entonces se mejorara el proceso de gestion del gran volumen de informacién que dichos ensayos

generan, facilitando la toma de decisiones para los ejecutivos y especialistas del centro.

Tareas investigativas:

v' Realizacién de estudios bibliograficos sobre las técnicas, herramientas y metodologias
empleados en la MD.
Realizacién de estudios a los datos de la conduccion de los Ensayos Clinicos del CIM.
Integracion y recopilacion de los datos del proyecto que seran empleados en el estudio.
Seleccion, limpieza y transformacion de los datos del proyecto que seran empleados en la MD.

AN NN

Seleccién y aplicacion de técnicas de MD a los conjuntos de datos seleccionados para el

estudio.

<

Evaluacion e interpretacion de los patrones obtenidos a partir de las técnicas de MD aplicadas.

<

Difusion, a los especialistas del centro, de los resultados obtenidos en el estudio.

v" Validacion de la propuesta.

El presente trabajo esta estructurado de la siguiente manera:
Capitulo 1: Fundamentacion tedrica: se realiza un estudio detallado del estado del arte de las
herramientas, técnicas y metodologias que se utilizan en la MD, con el propésito de definir la mas

adecuada para la solucion del problema.

Capitulo 2: Solucién propuesta: se describen los pasos y actividades propuestos por la metodologia y
herramienta seleccionadas para realizar el proceso de MD, aplicadas a los datos recopilados en la

conduccion de los EC realizados en el CIM a los pacientes con cancer de pulmén.
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Besgarrollo.

Capitulo 1: Funmdamentacion Teodrica.

Introduccioén

Se presenta una descripcion detallada sobre diversos aspectos de la Extraccion de Conocimientos en
Bases de Datos, especificando varias caracteristicas de la Mineria de Datos, su aplicacion en
diferentes esferas, asi como técnicas que se usan para realizar dicho proceso. Ademas ofrece una
descripcion de las principales herramientas y metodologias usadas en el proceso de Mineria de Datos
con el fin de seleccionar la herramienta y metodologia mas adecuada para dar solucion al problema.

1.1 KDD. Extraccion de Conocimientos en Bases de Datos.

KDD (Knowledge Discovery in Databases) es un proceso no trivial de identificacion valida, reciente,
potencialmente util de patrones comprensibles ocultos en los datos [Fayyad_Shapiro, 1996].
Su objetivo es procesar automaticamente grandes cantidades de datos crudos, identificar los patrones
mas significativos y relevantes, y presentarlos como conocimiento apropiado para satisfacer las metas
del usuario.
Las metas que persigue KDD son [Vallejos]:

v' Procesar automaticamente grandes cantidades de datos crudos.

v Identificar los patrones mas significativos y relevantes.

v' Presentarlos como conocimiento apropiado para satisfacer las metas del usuario.

Técnicas de KDD [Bressan, 2003]:

Método de Clasificacion:

v Es el mas usado de todos los métodos de KDD.

v Agrupa los datos de acuerdo a similitudes o clases.

v/ Existen numerosas herramientas disponibles que son automatizadas.
Método Probabilistico.

v’ Utiliza modelos de representacion grafica.
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v' Se basa en las probabilidades e independencias de los datos.
v" Puede usarse en los sistemas de diagnéstico, planeacioén y sistemas de control.
Método Estadistico.
v' Usa la regla del descubrimiento y se basa en las relaciones de los datos.
v' Es usado para generalizar los modelos en los datos y construir las reglas de los
modelos nombrados.
Método Bayesian de KDD.
v" Es un modelo grafico que usa directamente los arcos para formar una gréfica aciclica.
v' Se usa muy frecuentemente las redes de Bayesian cuando la incertidumbre se asocia
con un resultado que puede expresarse en términos de una probabilidad.

v' Este método es usado para los sistemas de diagnostico.

Los sistemas de KDD permiten la seleccién, limpieza, transformacion y proyeccion de los datos;
analizar los datos para extraer patrones y modelos adecuados. Incluyen ademas, la evaluacién y
posible interpretacion de los mismos para convertirlos en conocimiento [Hernandez, 2004], tal y como

se muestra en la Figura 1.

CONOCIMIENTO

Bases de Datos 7 Fase de Integracion y Recopilacion

Figura 1. Proceso KDD [Hernandez, 2004]
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1. Integraciony recopilacion.

Se determinan las fuentes de informacién que pueden ser Utiles y donde conseguirlas; se

transforman todos los datos a un formato comun, y se detectan y resuelven las inconsistencias.
2. Seleccién, limpiezay transformacion.

Se eliminan o corrigen los datos incorrectos, y se decide la estrategia a seguir con los datos
incompletos; ademas, se consideran unicamente aquellos atributos que van a ser relevantes,

con el objetivo de hacer mas facil la tarea propia de mineria.
3. Mineria de Datos.

Se aplica la tarea, la técnica, la herramienta y la metodologia seleccionada para la obtencion de

reglas y patrones.
4. Evaluacion e Interpretacion.

Se evallan los patrones y se analizan por expertos, y si es necesario, se vuelve a las fases

anteriores para una nueva iteracion.
5. Difusiény Uso.

Se hace uso del nuevo conocimiento y se difunde para la comprension de los interesados.

El desarrollo de las fases antes descritas es iterativo e interactivo con el usuario. Iterativo pues la
salida de alguna de las fases puede hacer volver a pasos anteriores y porgue son necesarias varias
iteraciones para extraer conocimiento de alta calidad. Interactivo porque el usuario debe ayudar en la
preparacion de los datos y a la validacién del conocimiento extraido.

Sefalar ademas que las dos primeras fases se engloban bajo el nombre de preparacién de datos.
Ademas, aproximadamente el 60 por ciento del esfuerzo total para realizar este proceso, se emplea

durante la etapa de preparacion de los datos, como se muestra en la figura.
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Esfuerzo (%)

Dn'"a 1 1 1 1
Entendimiento Preparacidn de Minatia de Evaluacidn e
del Darminio los Datos Catas Interpretacion f

Difusian v Usa
Fase

Figura 2: Esfuerzo requerido por fases en un proceso de KDD [Molina Lépez]

Como se muestra en la figura 2, una de las fases del proceso KDD es la Mineria de Datos, fase que se

describe a continuacién dado que es el objetivo de la investigacion.

1.2 Mineria de Datos
En la actual sociedad de la informacion, donde cada dia a dia se multiplica la cantidad de datos

almacenados casi de forma exponencial, la mineria de datos es una herramienta fundamental para
analizarlos y explotarlos de forma eficaz para los objetivos de cualquier organizacion.

Desde hace varias décadas, cientificos de varias ramas entre las que se destacan la Inteligencia
Artificial, las Bases de Datos, la Estadistica y la Investigacion de Operaciones vienen desarrollando las
bases tecnoldgicas que permiten hoy hacer realidad una nueva ciencia que recibe el nombre de
Mineria de Datos. La Mineria de Datos, usando varias técnicas que incluyen los algoritmos inductivos,
los algoritmos de agrupamiento, las técnicas de visualizacion inteligente de informacion, las redes
neuronales, los métodos heuristicos y muchos otros son realidades que permiten utilizar las ventajas
de la Mineria de Datos en aplicaciones tan disimiles como la economia, el marketing, el deporte y la

educacion.
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1.2.1 ;Qué es la Mineria de Datos?
La Mineria de Datos es el proceso analitico disefiado para explorar grandes cantidades de datos con el

objetivo de determinar patrones de comportamiento consistentes o relaciones entre las diferentes
variables para aplicarlos a nuevos conjuntos de datos. Constituye el proceso de descubrir
conocimientos interesantes y estructuras significativas a partir de grandes cantidades de datos

almacenados en Bases de Datos, Data-Warehouses o en otro medio de almacenamiento.

La Mineria de Datos puede ser dividida en [Facena, 2003]:
v' Mineria de Datos Predictiva (MDP): usa primordialmente técnicas estadisticas.
v' Mineria de Datos para el Descubrimiento de Conocimiento (MDDC): usa principalmente

técnicas de inteligencia artificial.

1.2.2 Fases de la Mineria de Datos

Los pasos a seguir para la realizacién de un proyecto de mineria de datos son siempre los mismos,

independientemente de la técnica especifica de extraccion de conocimiento usada.

El proceso de mineria de datos se compone de las siguientes fases [Vallejos, 2006]:

Clasicador
Conocrmanio

Conocimiento

A A A J

]

I
Y

Figura 3: Proceso de Mineria de Datos [Vallejos]

Seleccion y preprocesado de datos:

El formato de los datos contenidos en la fuente de datos (Bases de Datos, Data-Warehouse) nunca es
el idéneo y la mayoria de las veces no es posible ni siquiera utilizar ningun algoritmo de mineria sobre

los datos "en bruto".
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Mediante el preprocesado se filtran los datos (de forma que se eliminan valores incorrectos, no validos,
desconocidos segun las necesidades y el algoritmo que va a usarse), se obtienen muestras de los
mismos (en busca de una mayor velocidad de respuesta del proceso), o se reduce el nimero de

valores posibles (mediante redondeo, clustering).
Seleccion de variables:

Auln después de haber sido preprocesados, en la mayoria de los casos se tiene una cantidad ingente
de datos. La seleccidén de caracteristicas reduce el tamafio de los datos eligiendo las variables mas
influyentes en el problema, sin apenas sacrificar la calidad del modelo de conocimiento obtenido del

proceso de mineria.
Los métodos para la seleccién de caracteristicas son basicamente dos:

v' Aquellos basados en la eleccion de los mejores atributos del problema.
v Y aquellos que buscan variables independientes mediante tests de sensibilidad, algoritmos de

distancia o heuristicos.
Extraccion de conocimiento:

Mediante una técnica de mineria de datos, se obtiene un modelo de conocimiento, que representa
patrones de comportamiento observados en los valores de las variables del problema o relaciones de
asociacion entre dichas variables. También pueden usarse varias técnicas a la vez para generar

distintos modelos, aunque generalmente cada técnica obliga a un preprocesado diferente de los datos.
Interpretacion y evaluacion:

Una vez obtenido el modelo, se debe proceder a su validacién comprobando que las conclusiones que
arroja son vdlidas y suficientemente satisfactorias. En el caso de haber obtenido varios modelos
mediante el uso de distintas técnicas, se deben comparar los modelos en busca de aquel que se ajuste
mejor al problema. Si ninguno de los modelos alcanza los resultados esperados, debe alterarse alguno

de los pasos anteriores para generar nuevos modelos.

10



Capitulo 1

Fundamentacién Teodrica UCi
Informaticas

1.2.3 Técnicas en Mineria de Datos

Existen varias técnicas de Mineria de Datos la mayoria basadas en reglas de decision o reglas de
induccioén a través de arboles de decision, entre ellas se encuentran [Bressan, 2003]

Técnicas de Visualizacidn: son aptas para ubicar patrones en un conjunto de datos, puede usarse
al comienzo de un proceso de Mineria de Datos para determinar la calidad de los datos.

Redes neuronales artificiales: son modelos predecibles, no lineales que aprenden a través del
entrenamiento.

Reglas de Asociacidn: establecen asociaciones en base a los perfiles de los clientes sobre los
cuales se realiza la Mineria de Datos.

Algoritmos Genéticos: son técnicas de optimizacidén que usan procesos tales como combinaciones
genéticas y mutaciones, etc.

Redes Bayesianas: buscan determinar relaciones causales que expliguen un fenémeno segun los

datos contenidos en una base de datos. Se han usado principalmente para realizar predicciones.

Los algoritmos de la Mineria de Datos se clasifican en [Bressan, 2003]:

Supervisados o predictivos: predicen el valor de un atributo de un conjunto de datos, conocidos
otros atributos. A partir de datos cuya etiqueta se conoce se induce una relacién entre dicha etiqueta y
otra serie de atributos. Esas relaciones sirven para realizar la prediccion de datos cuya etiqueta es
desconocida.

No supervisados o del descubrimiento del conocimiento: con estos algoritmos se descubren
patrones y tendencias en los datos actuales. El descubrimiento de esa informacién sirve para llevar a

cabo acciones y obtener un beneficio de ellas.

1.2.4 Modelos y tareas de Mineria de Datos

La Mineria de Datos tiene como objetivo analizar los datos para extraer conocimiento, que se
representa a través de patrones o reglas obtenidos a partir de los datos.

Los modelos constituyen la forma de representar el conocimiento, y su construccion esta determinada
por la tarea de mineria de datos escogida, el tipo de técnica empleada, y el algoritmo implementado
para realizarlo. A partir de las caracteristicas que engloban, se clasifican en dos tipos: predictivos y

descriptivos. [Orallo-Ramirez, 2004]
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Los modelos predictivos estiman o predicen valores futuros de la variable objetivo del analisis,
partiendo de otros datos que se consideran influyentes en su comportamiento.
Los modelos descriptivos posibilitan explorar las propiedades de los datos que se examinan e

identificar patrones que explican, resumen o caracterizan los mismos. [Cano, 2005]

Una de las tareas que produce modelos predictivos es la clasificacion, otras como el agrupamiento y la
asociacion dan lugar a modelos descriptivos; ademas, cada tarea puede ser realizada utilizando
distintas técnicas y algoritmos.

Un sistema de Mineria de Datos actual realiza una o méas de las siguientes tareas [Orallo-Ramirez,
2004]:

v' Descripcion de clases: provee una clasificacion concisa y resumida de un conjunto de datos y
los distingue unos de otros. La clasificacion de los datos se conoce como caracterizacion, y la
distincion entre ellos como comparacion o discriminacion.

v' Asociacion: es el descubrimiento de relaciones de asociacién o correlaciéon en un conjunto de
datos. Las asociaciones se expresan como condiciones atributo-valor y deben estar presentes
varias veces en los datos.

v Clasificacién: analiza un conjunto de datos de entrenamiento cuya clasificacion de clase se
conoce y construye un modelo de objetos para cada clase. Dicho modelo puede representarse con
arboles de decision o con reglas de clasificacion, que muestran las caracteristicas de los datos. El
modelo puede ser utilizado para la mayor comprension de los datos existentes y para la
clasificacion de los datos futuros.

v' Prediccidén: esta funcién de la mineria predice los valores posibles de datos faltantes o la
distribucion de valores de ciertos atributos en un conjunto de objetos.

v Clustering: identifica clister en los datos, donde un clister es una coleccién de datos “similares”.
La similitud puede medirse mediante funciones de distancia, especificadas por los usuarios o por
expertos. La Mineria de Datos trata de encontrar clister de buena calidad que sean escalables a
grandes bases de datos y a Data-Warehouses multidimensionales.

v' Analisis de series a través del tiempo: analiza un gran conjunto de datos obtenidos con el
correr del tiempo para encontrar en él regularidades y caracteristicas interesantes, incluyendo la

bldsqueda de patrones secuenciales, periédicos, modas y desviaciones.

12
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En dependencia del tipo de busqueda empleado para obtener conocimiento, las tareas mencionadas
se pueden clasificar en directas o indirectas. La clasificaciébn es una tarea directa, pues se conoce
claramente lo que se busca. El agrupamiento y la asociacién son indirectas, y se emplean para

descubrir patrones que describan los datos sin un objetivo concreto definido. [Orallo-Ramirez, 2004]

1.2.5 Algoritmos supervisados de clasificacion para la Mineria de Datos

Para extraer y recuperar la informacion de manera supervisada se pueden utilizar los siguientes

algoritmos:
v Arboles de decision:

Son estructuras que representan conjuntos de decisiones, y estas decisiones generan reglas para la

clasificacion de un conjunto de datos. [Facena, 2003]

Los arboles de decisiéon son una manera de representar una serie de reglas que culminan en una clase
o valor. Los modelos de arboles de decisién son cominmente usados en la mineria de datos para

examinar los datos e inducir las reglas para realizar predicciones. [Inteligencia_Negocios]

Los arboles de decision manejan datos no huméricos muy bien y pueden clasificarse en dependencia
del tipo de variables que predicen; si es usado para predecir variables nominales, recibe el nombre de
arbol de clasificacion, mientras que si su uso estd determinado en la prediccion de variables

numéricas, se denomina arbol de regresién o prediccion. [Inteligencia_Negocios]
v" Modelos Lineales de redes neuronales:

Buscan determinar relaciones causales que expliquen un fendmeno segun los datos contenidos en una

base de datos. Se han usado principalmente para realizar predicciones. [Facena, 2003]

Las redes neuronales son de un interés particular para la mineria de datos ya que ofrecen un
significativo modelo para problemas grandes y complejos, donde puede haber cientos de variables
predictivas que interactlan entre si. Las redes neuronales pueden ser usadas en problemas de
clasificacién cuando la variable de salida es clasificada como categorica, 0 pueden usarse para

regresiones cuando la variable de salida es continua. [Inteligencia_Negocios]

v Vecinos préximos (IB1-IBK):
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Consiste en métodos de aprendizaje basados en ejemplos, los de entrenamiento se almacenan tal cual
se usa una funcién de distancia para determinar que patron del conjunto de entrenamiento estd mas

cerca del patron a clasificar. [Porta, 2005]

1.2.6 Alcance de la Mineria de Datos

Provee las siguientes capacidades [Pinto, 2007]:

v' Prediccion automatizada de tendencias y comportamientos. La Mineria de Datos
automatiza el proceso de encontrar informacién predecible en grandes bases de datos.
Preguntas que tradicionalmente requerian un intenso analisis manual, ahora pueden ser
contestadas directa y rapidamente desde los datos. Otros problemas predecibles incluyen
pronésticos de problemas financieros futuros y otras formas de incumplimiento, e identificar

segmentos de poblacion que probablemente respondan similarmente a eventos dados.

v' Descubrimiento automatizado de modelos previamente desconocidos. Las herramientas
de Mineria de Datos barren las bases de datos e identifican modelos previamente escondidos
en un soOlo paso. Otros problemas de descubrimiento de modelos incluye detectar
transacciones fraudulentas de tarjetas de créditos e identificar datos anormales que pueden
representar errores en la carga de datos.

1.2.7 Aplicaciones de la Mineria de Datos

Uno de los campos en que la Mineria de Datos se esta viendo cada dia mas utilizada es en la
medicina. En una encuesta realizada por el portal para el analisis de datos KDnuggets, en junio del
2007, sobre las diversas areas en las que se emplea la Mineria de Datos; aparecen las aplicaciones en
la medicina en el doceavo lugar, con un 9.4% de empleo [Acosta]. En la figura que se muestra

aparecen los resultados de dicha encuesta.

14



Capitulo 1

Fundamentacién Teodrica

U c I Informaticas

Poll
Industriesifields where you applied data mining in the past 12 months [138 voters]

CRM (36) I 1%
Banking (33) I o
Direct Marketing/ Fundraising (28) 20.3%
Science (26) I 5 &%
Fraud Detection (26) s e
Telecom (21) 15.2%
Credit Scoring (19) 13.8%
Other (18) 13 0%
Biotech/Genomics (16) 11 6%

Web usage mining (14) I 10.1%

Retail (14) 10.1%
Medical/ Pharma (13) -9.49-":-

Insurance (12) s 7%

Figura 4: Resultados de la encuesta por el portal para el andlisis de datos KDnuggets [Acosta].

Algunas de las aplicaciones en este campo son las siguientes:

Medicina: Se utiliza la Mineria de Datos para realizar estudios epidemioldgicos, para analizar el
rendimiento de campafias de informacion y prevencion, para predecir el comportamiento de diferentes
tipos de tumores. Ademas esta contribuyendo a la aparicién de una nueva forma de diagndéstico y
tratamiento de enfermedades, usando grandes bases de datos para asociar sintomas a enfermedades

y recomendar los tratamientos. [Orallo]
Diagnéstico de Accidentes Cerebro-vasculares Agudos

Los accidentes cerebro vasculares agudos (ACVASs) amenazan la vida de miles de personas cada afio.
Las causas de esta dolencia pueden ser muy diversas y para su tratamiento es importante y necesario
disponer de una estimacion rapida y precisa del origen del problema. Utilizando la Mineria de Datos se
ha desarrollado un sistema de soporte a la decision para el diagnostico de las causas de estos

accidentes. [Daedalus]

La Mineria de Datos es muy utilizada para el desarrollo de sistemas de diagnéstico médico; una de las

técnicas mas utilizadas para representar el conocimiento son los arboles de decision. [Daedalus]

Economia: Las aplicaciones mas importantes son el estudio de mercados financieros, concesiones de

préstamo, estudio de productos, deteccién de fraudes, entre otros. [Facena, 2003]
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Distribucién de energia: Hoy en dia muchas compafiias gasistas, eléctricas y petroleras utilizan la
Mineria de Datos para realizar previsiones de consumo que ayuden a mejorar la gestién de los

productos. [Facena, 2003]

Compaiiias de telefonia: Para realizar previsiones de ocupacién de lineas, de demanda de servicios,

de ancho de banda utilizado, entre otros. [Facena, 2003]

Deteccion de fallos: Algunas empresas estan incorporando técnicas de Mineria de Datos para
gestionar la cadena de produccion. El objetivo es prever y detectar fallos antes de que interfieran en el
proceso de fabricacién. [Facena, 2003]

Aspectos climatol6gicos: prediccion de tormentas, etc. [Facena, 2003]

1.3 Herramientas de Mineria de Datos
Las herramientas de mineria de datos son utilizadas para resolver problemas del mundo real en la

ingenieria, la ciencia y los negocios. Son utilizadas para resolver situaciones donde el volumen de
datos es muy grande por la cantidad de variables que se manipulan, o la extraccién de conocimiento
se hace compleja.

A continuacién se describen las herramientas de Mineria de Datos mas utilizadas.

1.3.1 Weka
Es una coleccion de aprendizaje automatico de algoritmos para tareas de mineria de datos,

desarrollada por la Universidad de Waikato, en Nueva Zelanda. Es un software con cddigo abierto,
desarrollado en Java. Es una de las primeras aplicaciones open source.

Los algoritmos pueden ser llamados desde un cddigo java propio. Weka contiene herramientas para el
pre-procesamiento de los datos, la clasificacion, regresion, reglas de asociacion y visualizacion.

Presenta una interfaz facil de utilizar en modo Explorer. [Calderon, 2005] Ver Anexo 1

La version 3.6.0 incluye las siguientes caracteristicas:

v Diversas fuentes de datos (ASCII, JDBC).

v’ Interfaz visual basado en procesos/flujos de datos (rutas).

v Distintas herramientas de mineria de datos: reglas de asociacion (a priori, Tertius),
agrupacion/segmentacion/conglomerado (Cobweb, EM y k-medias), clasificacién (redes
neuronales, reglas y arboles de decision, aprendizaje Bayesiona) y regresion (Regresion
lineal, SVM).

v" Manipulacion de datos (pick & mix, muestreo, combinacién y separacion).
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v' Combinacion de modelos (Bagging, Boosting ...)
v" Visualizacion anterior (datos en multiples graficas) y posterior (arboles, curvas ROC,
curvas de coste).

v' Entorno de experimentos, con la posibilidad de realizar pruebas estadisticas.

Algunos de los entornos de trabajo que posee Weka son [Hernandez-Ferri, 2006]:
v Explorer: Entorno visual que ofrece una interfaz gréfica para el uso de los paquetes. Ver
Anexo 2
v' Experimenter: Entorno centrado en la automatizacion de tareas de manera que se facilite
la realizacién de experimentos a gran escala.
v" KnowledgeFlow: Permite generar proyectos de mineria de datos mediante la generacion
de flujos de informacion.

v' Simple CLI: Entorno consola para invocar directamente con java a los paquetes de Weka.

1.3.2 Yale
YALE es una herramienta creada en la universidad de Dortmund bastante flexible para el

descubrimiento del conocimiento y la mineria de datos. Puesto que YALE esta escrito enteramente en
Java, funciona en las plataformas o sistemas operativos mas conocidos. Es un software de cédigo
abierto GNU y con licencia GPL. [Vilches, 2007]

Desde la perspectiva de la visualizacion YALE ofrece representaciones de datos en dispersion en 2D y
3D; representaciones de datos en formato SOM (Self Organizing Map); coordenadas paralelas y
grandes posibilidades de transformar las visualizaciones de los datos. [Vilches, 2007]

Recientemente fue lanzada la dltima version, la cual incluye caracteristicas como las de implicar

nuevos formatos de entrada de datos con operadores para Microsoft Excel y SPSS. [Vilches, 2007]

1.3.2.1 RapidMiner
Es la ultima version de Yale, la cual incluye caracteristicas como las de implicar nuevos formatos de

entrada de datos con operadores para Microsoft Excel y SPSS. Cubre un amplio rango de mineria de
datos, ademas de ser una herramienta flexible para aprender y explorar la mineria de datos. La interfaz
gréfica de usuario tiene como objetivo simplificar el uso para las tareas complejas de esta area.
[Vilches, 2007]
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1.3.3 Clementine
Es una de las herramientas mas populares, creada por SPSS, proveedor mundial de software de

analisis profético y soluciones. Permite que los expertos en procesos de negocios, analisis de datos y
modelado colaboren en la exploracién de los datos y la construccion de modelos. Es la primera
herramienta de mineria de datos que brinda una interface visual al usuario, con una descripcion global

del proceso. [Martin]

La arquitectura abierta y escalable de Clementine permite llevar a cabo diferentes procedimientos
dentro de la base de datos, incluyendo el acceso a algoritmos incrustados. Esto puede ayudar a

maximizar su base de datos para un mejor rendimiento y mayor velocidad.

La sencilla interfaz visual del flujo de trabajo de Clementine no requiere conocimientos de
programacion, lo que reduce la curva de aprendizaje y hace que el poder de la analitica sea accesible
tanto para expertos como para novatos. [Martin]

1.3.4 Enterprise Miner
Herramienta creada por SAS Institute, es un software de analisis, con una arquitectura cliente/servidor,

basado en cliente Java, puede ser desarrollado tanto en la plataforma de Windows como en
Linux/Unix. Tiene una interfaz de usuario muy facil de usar y muy parecida a otras herramientas como
Clementine y Weka. Soporta el proceso de mineria de datos para crear modelos descriptivos y
predictivos, sobre la base del andlisis de las grandes cantidades de datos que tienen las empresas.
[Martin]

Incluye:
v Fuentes de datos (ASCII, Oracle, Informix, Sybase e Ingres).
v’ Interfaz visual.
v Distintas herramientas de mineria de datos: redes neuronales y reglas.
v

Manipulacion de datos (pick & mix, combinacion y separacion). [Martin]

1.3.5 Fundamentacion de la herramienta seleccionada
Después de un estudio de las herramientas, Yale y Weka son las herramientas mas usadas en el

mundo en la actualidad, por lo que la herramienta escogida para el desarrollo del proceso de Mineria
de Datos fue Weka, dado que la misma es una de las mas utilizadas actualmente y su distribucion es
gratuita. Ademas de que esta implementada en cédigo abierto, y sus algoritmos pueden ser llamados

desde un codigo de java propio. WEKA permite realizar manipulaciones sobre los datos aplicando
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filtros para la normalizacién y seleccion de atributos, conjuntamente se pueden importar datos en

varios formatos. Las ventajas encontradas en esta herramienta son:

De libre distribucion.

Multiplataforma.

Tiene muchos algoritmos de regresion/clasificacion.

Incluye meta-algoritmos de aprendizaje.

Tiene preprocesado de datos.

Incorpora herramientas para la visualizacién de los datos y resultados.
Se distribuye también su cédigo fuente JAVA.

Se pueden afiadir nuevas clases de clasificadores vy filtros.

AN NN Y N N N NN

Tiene versiones de consola y con interfaz gréfico.

1.4 Metodologias de la Mineria de Datos

Para la realizacion de los proyectos de Mineria es necesario contar con una metodologia que guie el
proceso. De esta manera diversas empresas han especificado y propuesto procesos de modelado con
el objetivo de guiar al desarrollador a través de una serie de pasos dirigidos a obtener buenos

resultados.

El instituto de Sistemas de Andlisis eStadisticos (SAS) fue el desarrollador de la metodologia SEMMA
(Sample, Explore, Modify, Model, Assess) para la realizacion de proyectos de Mineria. Por otra parte,
en 1999 varias empresas europeas como la NCR (Dinamarca), AG (Alemania), SPSS (Inglaterra) y
OHRA (Holanda), unieron sus recursos para desarrollar la metodologia CRISP-DM (Cross-Industry
Standard Process for Data Mining). Estas metodologias son las mas utilizadas en la actualidad para
realizar proyectos de Mineria de Datos. [Chapman, 2000]

La utilizacion de una metodologia estructurada para la realizacién de proyectos de Mineria de Datos

presenta las siguientes ventajas:

v Posibilita la realizacion de nuevos proyectos de Mineria con caracteristicas similares.
v Facilita la planificacion y direccion del proyecto.

v' Permite realizar un mejor seguimiento del proyecto.

v

Permite realizar el proyecto de forma organizada paso a paso.

19



Capitulo 1

Fundamentacién Teodrica UCi
Informaticas

v' Facilita la comunicacion y distribucion de tareas entre los distintos miembros del equipo de

desarrollo del proyecto.

A continuacion se describen algunas de las metodologias usadas en la Mineria de Datos.

1.4.1 CRISP-DM 1.0

CRISP-DM 1.0 [Chapman, 2000] es producto de la experiencia de varias empresas que se dedican a la
Mineria de Datos (SPSS, Daimler-Chrysler y NCR; entre otras).

Actualmente se encuentra en la version 1.0. La metodologia expone un modelo de referencia y una
guia para el usuario. El modelo de referencia presenta una vista general de las fases y tareas con sus
salidas. La guia del usuario provee orientaciones y consejos mas detallados para el desarrollo de cada
fase y tarea. [Chapman, 2000]

El modelo da referencia enuncia las siguientes seis fases generales [Chapman, 2000]:

Andlisis del problema: Fase inicial enfocada a entender los objetivos y requerimientos desde una
perspectiva de negocio; para luego definirlos en términos de un problema de Mineria de Datos y

disefiar un plan para satisfacerlos.

Comprensién de los datos: Se hace una recoleccién y exploracién inicial de los datos para
familiarizarse con ellos e identificar problemas de calidad. Ademas, se trata de descubrir o estimar las

relaciones mas evidentes para formular las primeras hipétesis sobre informacién oculta en ellos.

Preparacion de los datos: Esta fase cubre todas las actividades necesarias para construir la
coleccion de datos que finalmente sera minada a partir del grupo inicial. Incluye la coleccion,

exploracion, limpieza, transformacion y construccion de datos.

Modelado: Durante esta fase se aplican varias técnicas de modelado. Cominmente existen varias
técnicas para resolver un problema de Mineria de Datos del mismo tipo. Incluye la evaluacion desde el

punto de vista de precision de los modelos.
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Evaluacién: Al llegar a esta fase se tendran los modelos de mayor calidad desde la perspectiva de la
precision. Se impone una evaluacién de los modelos y de los pasos que se siguieron para su
construccion, a fin de determinar si responden apropiadamente a los objetivos de negocio que se
determinaron en la primera fase. Es de vital importancia analizar si alguna regla del negocio no fue

tomada en cuenta con el suficiente peso.

Despliegue: En dependencia de los requerimientos y objetivos, la fase de despliegue puede ser tan
simple como generar un reporte, o tan compleja como emprender un proceso de KDD de mayor
envergadura. En ocasiones, son los clientes y no los desarrolladores quienes implementan esta fase;
deben comprender como desarrollarla. Se hace imprescindible documentar y presentar los resultados
de manera que todos los puedan entender.

Cada una de estas seis macro-fases es descompuesta en un conjunto de tareas generales; donde se
especifican ademas, los resultados esenciales que se deben obtener al concluir cada una, y se

describe como realizarlas.

En la figura se muestran las relaciones existentes entre estas fases:

[ mdljfis ( > Conprensiénl
{ problema ( e los datoﬁ_

e

~

| Preparacién|
de los datos

ﬁ—lﬂ

Despliegue

'y Modelado ’

Evaluacién |{

Figura 5: Fases del modelo de referencia CRISP-DM 1.0 y sus principales relaciones [Chapman,
2000].
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El proceso de modelo de esta metodologia es ciclico.

1.4.2 Semma
La metodologia Semma consta de 5 fases, las cuales se describen a continuacién [Gondar]:

Muestreo: Extraccion de la poblacion sobre la que se va a realizar el andlisis con el objeto de

seleccionar una muestra representativa y asociando a esta un nivel de confianza.

Exploracién: Estudio de las bases de datos con el fin de simplificar al maximo el problema y hacer

mas eficiente el modelado.

Modificacién: Modificacion o transformacion de variables para crear (en su caso) variables mas aptas

para utilizar en sus analisis.

Modelado estadistico: El objetivo del modelado estadistico consiste en establecer una relacién entre
las variables explicativas y las variables objeto del estudio. Las técnicas utilizadas para el modelado de
los datos incluyen métodos estadisticos tradicionales( tales como andlisis discriminante, métodos de
agrupamiento y andlisis de regresion), asi como técnicas basadas en datos, tales como redes
neuronales, técnicas adaptativas, logica difusa, éarboles de decision, reglas de asociacion y

computacion evolutiva.

Evaluacién: Evaluacion del modelado de Mineria de Datos contrastandolo con otros métodos o con

nuevas poblaciones muestrales.

1.4.3 Andlisis comparativo de las metodologias CRISP-DM y Semma.

Las metodologias Semma y CRISP-DM comparten la misma esencia, estructurando el proceso de
Mineria de Datos en fases que se encuentran interrelacionadas entre si, siendo el mismo un proceso
iterativo e interactivo. La metodologia Semma se centra mas en las caracteristicas técnicas del
desarrollo del proceso, mientras que la metodologia CRISP-DM, mantiene una perspectiva mas amplia
respecto a los objetivos empresariales del proyecto. Esta diferencia se establece ya desde la primera
fase del proceso de Mineria de Datos donde la metodologia Semma comienza realizando un muestreo
de datos, mientras que la metodologia CRISP-DM comienza realizando un analisis del problema

empresarial para su transformacion en un problema técnico. Desde ese punto de vista mas global se
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puede considerar que la metodologia CRISP-DM estd mas cercana al concepto real de proyecto,
pudiendo ser integrada con una Metodologia de Gestion de Proyectos especifica que completaria las
tareas administrativas y técnicas.

Otra diferencia significativa entre la metodologia Semma y la metodologia CRISP-DM radica en su
relacibn con herramientas comerciales. La metodologia Semma soélo es abierta en sus aspectos
generales ya que estd muy ligada a los productos SAS donde se encuentra implementada. Por su
parte la metodologia CRISP-DM ha sido disefiada como una metodologia neutra respecto a la
herramienta que se utilice para el desarrollo del proceso de Mineria de Datos siendo su distribucion
libre y gratuita.[Gondar]

1.4.4 Fundamentacion de la metodologia seleccionada

Después de un estudio comparativo entre las metodologias mas utilizadas, digase CRISP-DM vy
Semma se seleccion6é CRISP-DM como metodologia de desarrollo a utilizar en el proceso de Mineria

de Datos. Las ventajas encontradas en esta metodologia son:

v' Concibe el proyecto de Mineria de Datos de forma global y estrechamente relacionado al

negocio en cuestion.
Fue disefiada de forma neutra a la herramienta que se utilice para el desarrollo del proyecto.

Es de distribucién libre y se encuentra en constante perfeccionamiento por parte de la

comunidad internacional.

v' Presenta una precisa y sélida distribucién de tareas de caracter general con sus resultados, asi

como una guia para su desarrollo.

v Muchas de las metodologias que podemos encontrar en la actualidad se basan en este

estandar.

v' Es la que cuenta con mayor aceptacion por parte de los desarrolladores de procesos de

extraccion de conocimientos a partir de datos.

CRISP-DM es producto de la experiencia de varias empresas que se dedican a la Mineria de Datos

(SPSS, Daimler-Chrysler y NCR; entre otras) y no de un simple estudio teorico.

1.5 Ensayos Clinicos

Los ensayos clinicos constituyen un tipo de estudio clinico que conforma una de las fases del

proceso de desarrollo de farmacos para prevenir, detectar o tratar una enfermedad en seres
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humanos y ayudan a los médicos a descubrir si estos nuevos tratamientos son mejores que los

actuales.

En la medida que se avanza en el desarrollo de los productos, se avanza en las fases de los

Ensayos Clinicos. Esto trae aparejado el incremento del nimero de pacientes a estudiar y con ello

el de hospitales. Para la recogida de datos de estos ensayos se hace uso de los Cuadernos de

Recogida de Datos (CRD), los cuales guardan grandes volumenes de datos.

Con los ensayos clinicos se pretende [Cabrera, 2008]:

v

v
v
v

Mejorar las condiciones de salud de la poblacion.

Prestar servicios de salud con calidad y seguridad.

Mayor beneficio para los pacientes al disponer de nuevos farmacos.

Disponer de alternativas terapéuticas para enfermedades que son causas importantes de

mortalidad y morbilidad.

Tipos de Ensayos Clinicos

De acuerdo con el Instituto Nacional del Cancer, hay diferentes tipos de ensayos clinicos para

el cancer, los cuales incluyen [Cabrera, 2008]:

v

Los ensayos de prevencion estan disefiados para prevenir el desarrollo del cancer en las
personas que no han tenido cancer anteriormente.

Los ensayos de prevencion estan disefiados para prevenir el desarrollo de un tipo nuevo de
cancer en las personas que ya han tenido cancer.

Los ensayos para la deteccion temprana estan disefiados para encontrar el cancer
especialmente en sus etapas mas tempranas.

Los ensayos de tratamiento estan disefiados para probar terapias nuevas en las personas
gue tienen cancer.

Los estudios de la calidad de vida estan disefiados para mejorar la comodidad y la calidad
de la vida de las personas que tienen cancer.

Los estudios conductuales para evaluar las formas de modificar las conductas que causan
el cancer, como el uso del tabaco.

Los estudios genéticos para abordar el modo en el que la composicion genética afecta la

deteccion, diagndstico y tratamiento del cancer. [Cabrera, 2008]:
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Fases de los ensayos

Todos los ensayos clinicos pasan por tres etapas obligatorias, estas son [Cabrera, 2008]:

Los ensayos en fase | representan la primera vez que un nuevo tratamiento o terapia se prueba en
un pequefio nimero de pacientes (a veces tan sélo una docena). Los ensayos en fase | evalian la
metodologia de administracion (intravenosa u oral), la frecuencia y la dosificacion.

Los ensayos en fase Il se concentran en el efecto del tratamiento como agente anticancerigeno.
Los ensayos en fase Il requieren un niumero ligeramente superior de pacientes que los ensayos en
fase I.

Los ensayos en fase Il son los que cominmente se denominan como ensayos de tratamiento
contra el cancer. En estos, un gran grupo de pacientes permite a los doctores y cientificos que
comparen los resultados del nuevo tratamiento contra el estdndar de tratamiento actual. Si el nuevo

tratamiento prueba ser efectivo, se puede convertir en el nuevo estandar para el cuidado.

En Cuba muchos cientificos se dedican al estudio de farmacos para combatir el cancer, el Centro de
Inmunologia Molecular (CIM) es uno de los centros dedicados a esta labor, el mismo fue inaugurado
el 5 de diciembre de 1994, vy tiene como principal misién obtener y producir nuevos biofarmacos
destinados al tratamiento del cancer y otras enfermedades crdnicas no transmisibles e introducirlos
en el Sistema Nacional de Salud Publica. Hacer la actividad cientifica y productiva econémicamente
sostenible y realizar aportes importantes a la economia del pais. [CIM]

En el CIM se han realizado varios Ensayos Clinicos para probar farmacos, tal es el caso de la
primera vacuna terapéutica contra el cancer de pulmoén, llamada CIMAVAX EGF. La vacuna
provoca una respuesta inmune y es muy segura porque no provoca eventos adversos severos que
pongan en peligro la vida del paciente. [CIM]

Segun los estudios realizados, entre los pacientes a los que se les aplicdé la nueva vacuna se
registr6 ademas un incremento de la sobrevida de hasta cinco meses, asi como una mejora de la
calidad de vida al disminuir los sintomas de la enfermedad como la falta de aire o el dolor, ademas
de registrarse en los enfermos ganancia de peso. [CIM]

Aunque hasta el momento los estudios de la vacuna se han centrado en los enfermos de cancer de
pulmén en un estadio avanzado el producto podria ser potencialmente Gtil en tumores de cabeza y

cuello, cerebro, estbmago, mamas, prostata, colorrectal, ovarios o vejiga. [CIM]
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Conclusiones

A partir de los resultados del estudio realizado se llegaron a las siguientes conclusiones
fundamentales:
» La Mineria de Datos es una herramienta eficaz para dar respuestas a preguntas complejas de

Inteligencia de Negocios.

» Es una buena manera de convertir datos en informacion, y esta a su vez en conocimiento, para

la correcta toma de decisiones.

» Las herramientas disponibles permiten automatizar gran parte de la tarea de encontrar los

patrones de comportamiento ocultos en los datos.

» Las metodologias exponen un modelo de referencia y una guia para el usuario con
orientaciones y consejos mas detallados para el desarrollo de cada fase y tarea.

» Se seleccion6 como herramienta a usar Weka 3.6.0 y metodologia CRISP-DM 1.0 para dar

solucién al problema planteado.
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Capitulo 2: Solucion propuesta

Introduccién
En este capitulo se realiza una descripcion de los pasos y actividades propuestos por la metodologia

seleccionada CRISP-DM 1.0 para realizar el proceso de MD, asi como una descripcién de los resultados
de cada una de las fases que propone dicha metodologia, usando la herramienta seleccionada Weka
para dar solucién al problema planteado. Los datos seleccionados para realizar el proyecto de Mineria de
Datos corresponden a la informacion de la Base de Datos del proyecto de Ensayos Clinicos.

Esta metodologia posee 6 fases, para su primera fase, digase andlisis del problema, se debe tener en
cuenta los objetivos y requerimientos del proyecto desde una perspectiva de negocio para luego definir un
problema y darle solucién al mismo aplicando las técnicas de MD. Después de definido el problema, se

siguen con las restantes fases de la metodologia.

1. Andlisis del problema

1.1 Comprension del negocio

En esta primera fase se deben analizar con detalle los factores determinantes en el proyecto por lo que se
deben conocer los objetivos y requisitos del negocio, y a partir de estos definir el problema que permita

alcanzar los objetivos del proyecto y producir resultados que cumplan con las expectativas de los clientes.

Situacién actual

El Centro de Inmunologia Molecular (CIM) es uno de los centros dedicados al estudio de farmacos para
combatir el cancer. Tiene como principal misiébn obtener y producir nuevos biofarmacos destinados al
tratamiento del cancer y otras enfermedades e introducirlos en el Sistema Nacional de Salud Publica.

En este centro actualmente se llevan a cabo varios EC los cuales contienen gran volumen de informacion
tales como datos del ensayo, imagenes y los Cuadernos de Recogida de Datos que constituyen
formularios para la recogida de datos, toda esta informacién es necesaria para cumplir con las buenas
practicas clinicas exigidas por todas las agencias reguladoras a nivel mundial.

Actualmente el centro no cuenta con un sistema que le permita gestionar toda esta informacion y se
recogen los datos en Bases de Datos Microsoft Access o el programa estadistico SPSS con el objetivo de

facilitar el andlisis final de los resultados de cada ensayo, realizandose una entrada doble de los datos.
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En las BD se encuentran recogido gran cantidad de datos del EC para el farmaco EGF, vacuna
terapéutica contra el cancer de pulmén. Sobre estos datos no se ha hecho ningin estudio que permita

conocer informacion interesante sobre los pacientes a los que se les ha aplicado dicho producto.

Después de realizar entrevistas a especialistas del CIM; se detect6 que el caso de estudio a realizar en

el proyecto de Mineria de Datos es el siguiente:

Predecir el tiempo de supervivencia de los pacientes incluidos en los Ensayos Clinicos de cancer de
pulmén, a partir de la variable surrogada “evaluacion de la respuesta”, basado en las relaciones que se
establecen entre las variables de control (sexo, edad, raza, estadio clinico, clasificacién histolégica,
peso).

Personas claves dentro del negocio
Las personas claves dentro del negocio son las que tienen relacion con alguna que otra actividad dentro
del proyecto de Ensayos Clinicos, estos son:

e Especialistas del CIM con los roles: Gerente de Datos, Investigador Promotor o Monitor.

e Meédicos de los hospitales del pais con los roles: Coordinador de la Investigacion Clinica o

Investigador Principal.

Actores del Negocio

e Especialistas del CIM con el rol: Investigador Promotor

Trabajadores del Negocio
o Especialistas del CIM con los roles: Gerente de Datos o Monitor
e Médicos de los hospitales del pais con los roles: Coordinador de la Investigacion Clinica o

Investigador Principal

Resultados del Proyecto
Los resultados de la investigacion deben presentarse a los especialistas del CIM con los siguientes
resultados:

> Descripcion y resultados obtenidos en cada una de las fases de CRISP-DM 1.0.

> Informe con los resultados obtenidos de la investigacion donde se muestren las predicciones

del Modelo de Mineria de Datos como resultado del proceso de KDD.
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» Soporte digital de las soluciones, origenes de datos y modelos de mineria.

Objetivos del Negocio:
A partir de las entrevistas realizadas y la valoracion de la situacion actual, el objetivo del negocio
propuesto para dar solucion al caso de estudio, es el siguiente:

Predecir el tiempo de supervivencia  de los pacientes incluidos en los
Ensayos Clinicos de cancer de pulmon, a partir de la variable surrogada “evaluacién de la respuesta”,
basado en las relaciones gue se establecen entre las variables de

control (sexo, edad, raza, estadio clinico, clasificacion histolégica, peso).

Preguntas del negocio
Las siguientes preguntas del negocio son las que motivan el objetivo del negocio:
1. ¢Existe relacion entre las variables demogréficas y las variables surrogadas, de manera
gue intervengan en el tiempo de supervivencia de un paciente?
¢ Tiene influencia en los resultados del ensayo la variable evaluacién de la respuesta?
¢, Cual es la dosis tolerable para el paciente con cancer de pulmén y su tiempo de vida
teniendo en cuenta que la variable evaluacién de la respuesta es resp completa, resp
parcial, enfermedad estable y progresién?
¢, Con las técnicas de Mineria de Datos se puede dar solucién a estas interrogantes?
¢, Cual de los algoritmos que existen permite obtener un modelo que se ajuste mejor al
problema?
6. ¢Es posible predecir el tiempo de supervivencia de los pacientes incluidos en los
Ensayos Clinicos de cancer de pulmon, a partir de la variable surrogada “evaluacion de
la respuesta”, basado en las relaciones que se establecen entre las variables de control

(sexo, edad, raza, estadio clinico, clasificacion histologica, peso).

Criterios de éxito del Negocio

Los criterios para lograr el éxito de la investigacion desde el punto de vista del objetivo del negocio

son:

1. Obtener un modelo de conocimiento y comprobar que las conclusiones obtenidas son validas y

gue pueden ser utilizadas.
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Desatrrollar el caso de estudio utilizando la herramienta Weka para la mineria de datos.
Realizar un proyecto de Mineria de Datos guiado por la metodologia CRISP-DM vy la
documentacion de cada una de las fases.

4. Interpretar los resultados de la relacion que existe entre las variables demograficas y la

surrogada en el tiempo de vida de los pacientes con cancer de pulmon.

1.2 Evaluacioén de la situacion

v' Listado de recursos

A continuacién se listan los recursos disponibles para la investigacion, incluyendo el personal, datos,

recursos computacionales y software.

Tabla 1: Recursos Personales del Proyecto

Personales
Personal para el proyecto de Mineria de Datos 2 desarrolladores
Asesores 1 asesor
Tabla 2: Recursos de Hardware
Hardware
Microprocesador Intel(R) Core (TM) 2 Duo CPU 2.20 Ghz
Memoria RAM 1GB
Capacidad en Disco Duro 110 GB
Tabla 3: Recursos de Software
Software
Sistema Operativo Microsoft Windows
Motor de Base de Datos Postgresql
Herramientas para la exploraciéon de los datos EMS Postgresq|

Herramientas de integracién, limpieza y transformacio| EMS Postgresql y Weka
de los datos.

Herramientas de Mineria de Datos Weka
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Tabla 4: Fuente de Datos y de Conocimientos

Fuente de Datos y de Conocimientos

Documentacion del Proyecto de Ensayos Clinicos Documentacién Escrita

Documentacién sobre Mineria de Datos, herramientas | Documentacion Escrita

Metodologias de desarrollo.

v' Requerimientos y Restricciones
A continuacién se describen los requerimientos y restricciones que podrian implicar la carencia de

recursos para terminar algunas tareas en el proyecto en el tiempo planificado.

Tabla 5: Requerimientos del Proyecto

‘ Requerimientos

misma.

Seguridad No hacer publica informacion privada del proyecto de Ensayos
Clinicos.

Documentacion Estara documentada cada una de las fases de la metodologia
seleccionada, digase CRISP-DM 1.0.

Fecha de entrega Junio 2007.

Modalidad de resultados Entrega de la documentacién de forma digital y presentacién de los
resultados.

Tabla 6: Restricciones del Proyecto

Restricciones

Seguridad de los Datos Los datos de los Ensayos Clinicos no pueden ser divulgados, y a los

mismos sélo puede acceder personal autorizado.

v' Terminologia
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El glosario de terminologia tiene como objetivo fundamental recopilar las palabras claves tanto del

Negocio como de la Mineria de Datos para una mejor comprension y familiarizacién con el proyecto.

Tabla 7: Glosario de términos del Negocio y de la Mineria de Datos

‘ Glosario de términos
Cuadernos de Registro de Datos (CRD)

Formulario disefiado para anotar las variables

recogidas durante un ensayo clinico.

Centro de Inmunologia Molecular (CIM)

Centro dedicado al desarrollo de biomoléculas y
otros farmacos para el tratamiento de

enfermedades, principalmente el cancer.

Ensayos Clinicos

Tipo de estudio clinico en el que se evallan
nuevos productos o tratamientos médicos a través

de su aplicacién a seres humanos.

Variable Surrogada

Se define como variable surrogada “evaluacién de

la respuesta”.

Variables Demograficas

Se definen como variables demogréficas sexo,

edad, raza, estadio, clasificacion histologica, peso.

Weka

Herramienta para el proyecto de MD.

CRISP-DM 1.0

Metodologia para el proyecto de MD.

Mineria de Datos

Proceso para descubrir patrones ocultos en los

datos.

Dadas las caracteristicas actuales de la conducciéon de los EC del CIM el éxito de la Mineria de Datos

a dicho proyecto permitira estimar el tiempo de supervivencia de los pacientes que estén involucrados

en los ensayos, posibilitando que se conozca el efecto del producto aplicado al mismo, y el tiempo de

vida del paciente con dicho producto.

1.3 Objetivos de la mineria

El objetivo de la Mineria define las metas del proyecto en términos técnicos, teniendo en cuenta las

preguntas del negocio, este es:
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Obtener reglas que permitan predecir el tiempo de supervivencia de un paciente para descubrir la
influencia de la variable surrogada “evaluaciéon de la respuesta” y las demograficas “sexo”, “raza’,
“estadio, “clasificacion histolégica”, “peso”.

Criterios de éxito de la mineria:

Obtener las predicciones con un valor de certeza igual o superior al 80%.

1.4 Plan de Proyecto

Con el plan de proyecto se garantiza que se cumplan los objetivos de la mineria y con estos los del
negocio. En dicho plan se listan las etapas para ser ejecutadas en el proyecto, su duracién, recursos
requeridos, entradas, salidas, y dependencias. Cada vez que una tarea nueva sea consultada se debe
revisar el plan de proyecto.

Una buena planificacién es de gran importancia para cualquier empresa, dado que permite conocer
detalles que podrian influir en la buena calidad del proyecto y entrega en tiempo del mismo
encaminado a un logro exitoso de sus objetivos.

A continuacién se describen las tareas planteadas que permitirdn el correcto cumplimiento de los

objetivos trazados.
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?Nombre de tarea Duracion Comienzo Fin |Nombres de los recursos

1 | Disefio Tedrico 4 3 dias | lun 24/11/08 mié 26011 J'08.Resp: Danay Perera
Metodoldgico

2 Estudio del Estado del 30 dias mié 26/11/08 mar 06/01/09 Resp: Enrigque Ramirez
Arte

3 Estudio de los datos 15 dias lun 1200109 vie 300109 Resp: Danay Perera
almacenados del proyecto
SIMDECC.

4 Reunidn con los 1 dia? jue 26/03/09 jue 26/03/09 Resp: Danay Perera;Enrique Ramirez
especialistas del CIM.

5 Reunidn con los 1 dia? vie 10/04/09 vie 10/04/03 Resp: Danay Perera;Enrigue Ramirez
especialistas del CIM.

6 Aplicar las técnicas de 13,5 dias lun 130409 jue 30/04/09 Resp: Enrigue Ramirez;Danay Perera

Mineria de Datos a los
datos obtenidos en la
tarea anterior.

=z Reunidn con los 0,5 dias vie 2210509 vie 2210509 ﬁesp: Danay Perera;Enrigque Ramirez
especialistas del CIM para
validar la solucidn.

8 | Evaluar los patrones 5 dias? vie 2210509 jue 2805109 Resp: Danay Perera;Enrique Ramirez
ohtenidos vy sies
necesario, se vuelve alas
fases anteriores para una
nueva teracion.

Figura 6: Tareas planteadas que permitiran el correcto cumplimiento de los objetivos trazados.
2. Comprension de los datos

2.1 Recopilar los datos iniciales

Los datos empleados para el andlisis fueron especificamente los de cancer de pulmoén los cuales
pertenecen al periodo 2005 — 2009.

En el centro los datos fueron recogidos utilizando el programa estadistico SPSS, de los que se

seleccionaron las siguientes tablas significativas:

Tabla 8: Tablas del Fase lll utilizadas para el proyecto de Mineria

EGF Pulmoén Fase Il 081

Inclus Evaluac Inicial Almacena las variables demogréficas (sexo, edad, raza,

estadio clinico, clasificacion histolégica, peso).

Inclus Interr Fallec Evalni Inmun Almacena la evaluacion de la respuesta, digase resp

completa, resp parcial, enfermedad estable y progresion.
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Inclus Interr Fallec Evalni Almacena la fecha de muerte, entre otras variables que son
de menor importancia dado que no son objeto en el proyecto

de Mineria.

2.2 Describir los datos
Con la descripcién de los datos se pretende examinar sus propiedades, digase formato, la cantidad de

datos a utilizar, atributos de cada tabla usada, chequeo de los tipos de atributos y el rango de valores,
se deben realizar actividades de analisis de correlacién de atributos, andlisis estadisticos, y revisar si

los datos contienen entradas de texto libre.
A continuacion se muestra los datos por tablas utilizados para el desarrollo del proyecto, solo se tiene
en cuenta los campos que tienen mayor importancia por la relacion que tienen con las variables objeto

de la mineria.

Tabla 9: Atributos utilizados de la tabla Inclus Evaluac Inicial de la Fase IlI.

Inclus Evaluac Inicial: EGF Pulmon Fase |1l 081.

Atributo Descripcién Tipo de Dato
V1i Almacena el sexo del paciente, si es 1 es masculino y si es 2 Numérico
femenino.
edad Almacena la edad del paciente. Numeérico
Vi Almacena la raza del paciente, si es 1 es blanca, 2 es negra, 3 es Numérico
mestiza y 4 es amarilla.
V22 Almacena el estadio del paciente Numérico
V26 Almacena la clasificacion histoldgica. Cadena
V140 Almacena el peso del paciente Numérico

Tabla 10: Atributos utilizados de la tabla Inclus Interr Fallec Evalni de la Fase Ill.

Inclus Interr Fallec Evalni: EGF Pulmoén Fase |l 081.

Atributo

Descripcion

Tipo de Dato

Vif

Almacena la fecha de muerte del paciente.

Fecha
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Tabla 11: Atributos utilizados de la tabla Inclus Interr Fallec Evalni Inmun de la Fase Ill.

Tabla 7;: EGF Pulmon Fase Ill 081

Atributo Descripcion Tipo de Dato

V32 Almacena la evaluacién de la respuesta, digase resp completa, resp Numérico

parcial, enfermedad estable y progresion.

2.3 Explorar los datos

Este paso es necesario para comprender los datos y asi poder tomar las decisiones adecuadas antes
de generar los modelos. Para ello se podran realizar consultas, reportes y vistas para consolidar el
objetivo final del proyecto de mineria.
Los resultados mas significativos del reporte exploratorio de los datos por campos son:

v'El promedio de la edad de los pacientes es de 59.

v'El promedio del peso de los pacientes es de 64.

v' ElI 59% de los pacientes es de sexo masculino y el 32% es de sexo femenino.

v El 47% de los pacientes es de raza blanca, el 10% es de raza negra y el 7% es de raza

mestiza.

<

El 29% de los pacientes presenta estadio IlIB y el 13% presenta estadio IV.
v' El 13% de los pacientes tiene adenocarcinoma (clasificacién histol6gica) y el 27% no tiene
adenocarcinoma.

v' El 4% de los pacientes tiene como "evaluacion de la respuesta” respuesta completa, el 16%

respuesta parcial, el 20% enfermedad estable y no hay pacientes con progresion.

2.4 Verificar la calidad de los datos
En este paso se debe revisar la calidad de los datos, que no contengan errores, que estén completos,

si son usuales estos problemas en los datos y verificar si hay valores que no existen en los datos para

decidir qué hacer con ellos.

Utilizando los resultados de la exploracion de los datos se pudo comprobar que en general existen
campos que contienen valores nulos, al analizar dichos campos se encontraron los siguientes

problemas:
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El 35% de los pacientes tiene el valor “edad” = 0.

El 55% de los pacientes tiene el valor “peso” = 0.

El 4% de los pacientes tiene el valor “sexo” = 0.

El 34% de los pacientes tiene el valor “raza” = 0.

El 58% de los pacientes tiene el valor “estadio” = 0.

El 60% de los pacientes tiene el valor “clasificacion histolégica” = 0.

El 40% de los pacientes tiene el valor “evaluacion de la respuesta” = 0.
El 65% de los pacientes tiene el valor “fecha de entrada” = null.

El 53% de los pacientes tiene el valor “fecha de muerte” = null.

3. Preparacioén de los datos

Esta fase contiene todas las actividades para obtener uno o mas conjuntos de datos. Las tareas
incluyen la seleccién de las tablas, registros, y atributos para aplicarles transformaciones y limpieza de
sus datos con el objetivo de que los datos tengan la calidad suficiente para ser usados en las

herramientas de modelacion.
Se realiz6 la integracion y transformacion de grandes volimenes de datos con postgresq|.

3.1 Seleccién de datos

Es necesario comprender bien los datos y analizar la influencia e importancia de los mismos de
acuerdo a los objetivos de mineria, para hacer una buena eleccién de los datos a utilizar para el
andlisis. Se pueden excluir o incluir datos de acuerdo a nuevos andlisis reconsiderando el criterio de

seleccién de los datos.

Los atributos seleccionados para el proyecto de Mineria coinciden con los descritos en la fase de
Comprension de los Datos, por lo que no se realizara una descripcion detallada de los campos en esta
tarea.

37



Capitulo 2
Solucién Propuesta Uc

3.2 Construir los datos

Las transformaciones sobre los datos que incluye esta tarea son: actualizar valores de columnas, crear
nuevas columnas, introducir nuevos registros que se componen de valores agregados u ordenados, en

caso que lo exija la tarea de mineria que se desarrolla.
Atributos derivados

Para un correcto cumplimiento del objetivo planteado en la fase de Andlisis del problema fue necesario
adicionar un nuevo campo (tiempo_vida) en la BD dado que el mismo es la variable objetivo para la
MD. Para la construccién de dicha variable se hizo necesario la creacion de otro campo, el cual no

constituye una variable objetivo, pero fue fundamental para llenar los registros del campo tiempo_vida.
Los valores de los registros del campo tiempo_vida van a tomar los siguientes valores:

rangol: Pertenece a los pacientes que su tiempo de vida sea de 1 a 300 dias.

rango2: Pertenece a los pacientes que su tiempo de vida sea de 300 a 1000 dias.

3.3 Limpieza de datos

En este paso se pueden extraer y transformar los datos para elevar la calidad de los mismos al nivel
gue exigen las técnicas de andlisis seleccionadas. Se obtiene como salida un reporte de los datos
limpios. En esta tarea se describen las decisiones y acciones realizadas para solucionar los problemas
descritos en la calidad de los datos durante la tarea de verificar la calidad de los datos en la fase

anterior de “Comprensioén de los datos”.

Se realizaron consultas para eliminar todo los valores nulos encontrados en la Verificacion de la
calidad de los datos, ademas de eliminaron los campos de “fecha de entrada” y “fecha de muerte”,

que solo se utilizaron para la construccion del campo tiempo_vida.

3.4 Integrar los datos

En esta tarea se analizan los datos que son necesarios para el proyecto y se combinan en el caso de

gue se encuentren en diversas fuentes. Se integra la informacion que se extrae de tablas diferentes y

38



Capitulo 2

Solucion Propuesta

Universidad
I de las Ciencias
Informaticas

se crea una 0 mas tablas que contienen informacion util sobre los mismos objetos. Puede ademas que

se generen nuevos registros o columnas que generalicen la informacion de multiples tablas.

Toda la informacién necesaria para realizar la investigacion se encontraba en formato SPSS el cual fue

transformado a una BD en postgresql, dado que la misma contiene funcionalidades que sirvieron de

ayuda en el desarrollo de la investigacion.

Los atributos seleccionados para realizar el proyecto de Mineria, correspondiente a los datos de los

pacientes se encontraban en varias tablas dentro de la BD, como se analiz6 en el apartado de la fase

Comprensién de los datos, Recopilar los datos iniciales.

Con el objetivo de agrupar estos datos en una sola tabla se hizo una consulta, donde se obtuvo la tabla

ensayos_clinicos con todas las variables objetivo de la mineria.

En la figura 6 se muestra una parte de los datos de la tabla ensayos_clinicos.

Eledac V [vl|sexo  [+]|piel [*llpeso  [>]|estadio [*l|cla_histologica [+l|eva_respuesta [+ l|tiempo_vida [+]
77 1 1 67 201 3|rangol
76 1 1 61 112 3|rango2
73 1 1 67 111 3|rango2
73 1 2 77 112 3|rangol
72 1 1 53 112 3|rangol
il 1 1 72 2|2 2|rango2
70 2 4 60 11 3|rango2
69 1 1 46 112 3|rangol
69 1 1 72 11 2|rangol
65 2 1 46 11 3|rangol
65 1 1 84 212 3|rangol
64 1 2 96 2|2 3|rangol
63 1 1 55 112 3|rangol
63 1 1 54 112 2|rangol
62 2 1 66 112 1|rangol
60 1 1 E5 111 3|rangol
60 2 1 36 211 2|rangol
59 1 1 | 212 3|rango2
59 2 1 48 211 2|rango2
59 2 1 43 111 3|rangol
59 1 1 59 212 2|rangal
59 1 4 51 111 3/rangol
58 1 1 68 22 2|rango2
58 1 1 47 1|2 2|rangol
58 1 1 48 112 2|rangol

39



Capitulo 2
Solucion Propuesta UGz

Figura 7: Tabla que contiene la integracion de los datos.

A continuacion se presenta la relacion de la nueva variable tiempo_vida descrita anteriormente, con las

variables significativas para la mineria que se describieron en la fase de Comprension de los Datos.

edad SEXO piel PEso

36
16
|||||||||||| iIIIIIII i|||||||||

estadio cla_histologica eva_respuesta tiempo_vida

16

[ T 1
44 60.5 7

I T 1
36 68 100

34 32

24
18
16
14
‘||||||||||| |
||||| 0

Figura 8: Comportamiento de las variables significativas con respecto al tiempo de vida.

30

Desde esta ventana podemos conocer varios detalles del dataset que se carg6 en la herramienta. Por
ejemplo, la figura indica que tenemos 8 atributos. Esta muestra un histograma con informacion sobre la

distribucion de las variables significativas con respecto a la variable tiempo_vida, reflejando con el uso
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de colores la distribucion de clases de cada uno de los atributos. A continuacion se describe el
significado de cada una de estas variables.

Tabla 12: Distribucion de la variable edad con respecto a la variable tiempo_vida.

Variable Edad

Edad Cantidad de Pacientes Rango 1 Rango 2
44-52 16 9 7
52-60 17 10 7
60-68 -
68-77 4

Tabla 13: Distribucién de la variable sexo con respecto a la variable tiempo_vida.

Variable Sexo

Sexo Cantidad de Pacientes Rango 1 Rango 2
Masculino(m) 32 21 11
Femenino(f) 16 9 7

Tabla 14: Distribucién de la variable piel con respecto a la variable tiempo_vida.

Piel Cantidad de Pacientes Rango 1 Rango 2
Blanca(b) 36 22 14
Negra(n) 6 2

Mestiza(m) 6 2

Tabla 15: Distribucién de la variable peso con respecto a la variable tiempo_vida.

Variable Peso

Peso Cantidad de Pacientes Rango 1 Rango 2
36-52 12 7 5
52-68 19 11 8
68-84 12 8 4
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Tabla 16: Distribucion de la variable estadio con respecto a la variable tiempo_vida.

Variable Estadio

Estadio Cantidad de Pacientes Rango 1 Rango 2
B 34 22 12
1Y 14 8 6

Tabla 17: Distribucién de la variable clasificacién_histolégica con respecto a la variable

tiempo_vida.

Variable Clasificacion_histologica

Clasificacion_histolégica | Cantidad de Pacientes Rango 1 Rango 2
Adenocarcinoma 16 11 5
No Adenocarcinoma 32 19 13

Tabla 18: Distribucién de la variable evaluacién_de la respuesta con respecto a la

variable tiempo_vida.

Variable Evaluacién_de_la_respuesta

Evaluacién_de_la_respuesta | Cantidad de Pacientes Rango 1 Rango 2
Respuesta Completa(rc) 6 3 3
Respuesta Parcial(rp) 18 9 9
Enfermedad Estable(ee) 24 18 6
Progresion(p) 0 - -
Tabla 19: Distribucién de la variable de la variable tiempo_vida.
Variable Tiempo_vida
Cantidad de Pacientes Rango 1 Rango 2
Tiempo_vida 48 30 18
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3.5 Formatear los datos

Las transformaciones de estructuracion y formato se refieren a modificaciones sintacticas hechas a los
datos que no cambian su significado, que pueden ser requeridas para las herramientas de modelacion
usadas. Algunas herramientas tienen exigencias sobre el orden de los atributos, tales como que el
primer campo sea un identificador Unico o que el Gltimo campo sea el campo de salida que el modelo

va predecir.

Fue necesario realizar transformaciones en los nombres de los campos de la tabla dado que los que

contenia no eran entendibles.

4. Modelado

En esta fase, varias técnicas de modelado son seleccionadas y aplicadas con sus parametros medidos
en valores optimos. Existen muchas técnicas aplicables al mismo tipo de problema de mineria de
datos. Algunas técnicas tienen requerimientos especificos sobre la forma de los datos. Por lo tanto

frecuentemente es necesario regresar a la fase de la preparacién de datos.

4.1 Seleccionar las técnicas de modelado

Descripcion de los posibles algoritmos a utilizar.

Para el modelado se hace uso de la herramienta Weka en su version 3.6.0, asi como sus técnicas para
aplicarlas al objetivo planteado anteriormente.

Weka cuenta con varios entornos de trabajo, entre ellos esta el Explorer el que se utilizo para dar
solucién al objetivo de la investigacion. Este entorno cuenta con 6 sub-entornos de ejecucién (Ver

anexo 2) los cuales se describen brevemente a continuacion.

Preprocess: Incluye las herramientas vy filtros para cargar y manipular los datos.
Classification: Acceso a las técnicas de clasificacion y regresion.

Cluster: Integra varios métodos de agrupamiento.

Associate: Incluye una pocas técnicas de reglas de asociacion.

Select Attributes: Permite aplicar diversas técnicas para la reduccion del nimero de atributos.

AN N N N N

Visualize: En este apartado podemos estudiar el comportamiento de los datos mediante

técnicas de visualizacion.
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En este trabajo se evaluaran 6 algoritmos clasificadores de diferentes tipos con el objetivo de
determinar cudl es el mejor para predecir el tiempo de supervivencia de un paciente con cancer de
pulmén sobre la base de comparar los resultados de sus clasificaciones en una misma muestra.

Se considera un mejor clasificador aquel que tiene mayor precision en la prediccion.

Weka dispone de una gran variedad de algoritmos para clasificar. Se aplicaran los siguientes
algoritmos a los datos sobre los cuales se va a trabajar:
v" OneR
PART
DecisionTable
LMT
ADTree
v’ C4.5(J48)
Se han elegido estos algoritmos porque constituyen los mas representativos. Se han sometido a

v
v
v
v

estudio los datos con todos los algoritmos inicialmente propuestos y como se vera algunos consiguen
excelentes soluciones mientras que otros dan peores aproximaciones. Sin embargo presentan la gran
ventaja de que se pueden usar para cualquier tipo de datos.

Se realizard un estudio mas detallado del algoritmo J48 dado que es uno de los algoritmos mas

utilizados en la practica, por lo que resulta interesante su estudio.

A continuacién se describirdn cada uno de los posibles algoritmos a utilizar lo que mostrara mas

informacién para seleccionar el mas adecuado.

Clasificador 1R (OneR)
Es un algoritmo sencillo que sin embargo funciona de forma parecida a complejos arboles de decision.
La idea es hacer reglas que prueban un solo par atributo-valor. Se prueban todos los pares atributo-

valor y se selecciona el que ocasione el menor nimero de errores. [Weka]

En Weka, las prestaciones del clasificador OneR son las siguientes:
- Nombre de la clase: weka.classifiers.OneR.
- No puede manejar instancias ponderadas por pesos.

- No puede procesar datos categoricos.
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- No puede ser actualizado de forma incremental (soportar afiadir huevos datos sin reclasificar a los
anteriores).
- Produce reglas sencillas basadas en un solo atributo. Tiene un solo pardmetro: el nimero minimo de

instancias que deben ser cubiertas por cada regla generada (6 por defecto). [Weka]

PART

Evita el paso de optimizacién global que se usa en las reglas del C4.5, genera una lista de decisién sin
restricciones usando el procedimiento de divide y vencerds. Ademas construye un arbol de decision
parcial para obtener una regla. Para poder podar una rama (una regla) es necesaria que todas sus
implicaciones sean conocidas. [Weka]

El PART evita la generalizacion precipitada, y usa los mismos mecanismos que el C4.5 para construir
un arbol. La hoja con maxima cobertura se convierte en una regla y los valores ausentes de los
atributos la instancia se divide en piezas. [Weka]

En Weka, las prestaciones del algoritmo PART son las siguientes [Weka]:

- Nombre de la clase: weka.classifiers.j48.PART.

- Puede manejar instancias ponderadas por pesos.

- Puede procesar datos categéricos.

- No puede ser actualizado de forma incremental (soportar afiadir nuevos datos sin reclasificar a los
anteriores).

- PART forma regla a partir de arboles de decision parcialmente podados construidos usando los
heuristicos de C4.5. Las opciones disponibles para este algoritmo son un subconjunto por tanto de las
disponibles para J4.8. Al igual que podiamos reducir el tamafio del arbol de decisién J4.8 usando poda
de error reducido, se puede reducir el nUmero de reglas de PART.

Sin embargo el podado de bajo error reduce la precision del arbol de decision y reglas resultante
porque reduce la cantidad de datos que se usan en el entrenamiento. Con grandes cantidades de

datos no es necesario tener esta desventaja en cuenta. [Weka]

DecisionTable

Mas que un arbol, la tabla de decision es una matriz de renglones y columnas que indican condiciones
y acciones. Las reglas de decision, incluidas en una tabla de decision, establecen el procedimiento a
seguir cuando existen ciertas condiciones. Este método se emplea desde mediados de la década de

los cincuentas, cuando fue desarrollado por General Electric para el analisis de funciones de la
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empresa como control de inventarios, analisis de ventas, analisis de créditos y control de transporte y
rutas.

La tabla de decision esta integrada por cuatro secciones: identificacion de condiciones, entradas de
condiciones, identificacién de acciones y entradas de acciones de la siguiente tabla. [Weka]

La identificacion de condiciones sefiala aquellas que son relevantes. Las entradas de condiciones
indican qué valor, si es que lo hay, se debe asociar para una determinada condicion. La identificacion
de acciones presenta una lista del conjunto de todos los pasos que se deben seguir cuando se
presenta cierta condicion. Las entradas de acciones muestran las acciones especificas del conjunto

gue deben emprenderse cuando ciertas condiciones o combinaciones de éstas son verdaderas.

[Weka]

En Weka, las prestaciones de las tablas de decision son las siguientes [Weka]:

- Nombre de la clase: weka.classifiers.DecisionTable.

- Puede manejar instancias ponderadas por pesos.

- Puede procesar datos categéricos.

- No puede ser actualizado de forma incremental (soportar afiadir nuevos datos sin reclasificar a los
anteriores).

- La tabla se genera seleccionando un subconjunto de atributos representativos.

Esto se hace utilizando una busqueda del primer atributo mejor. Por defecto se prueban al menos 5
grupos de atributos en busca de la mejor solucién, aunque es configurable. También se puede variar el

namero de agrupaciones de atributos que se hacen. Esto mejora significativamente el rendimiento.

[Weka]

LMT

El algoritmo LMT adapta la idea de los trabajos de Quinlan a problemas de clasificacién. Para resolver
problemas de clasificacion en estadistica, el andlogo a la regresion linear es regresion logistica linear,
de manera que el LMT construye los arboles de clasificacion con funciones de regresion linear logistica
en las hojas del arbol. [Tejeda, 2004]

Construye un arbol de decisién, a partir de un subconjunto de los datos de entrenamiento, con
ramificaciones binarias en atributos numéricos, ramificaciones multiples en los nominales, y modelos de
regresion logistica en las hojas. El algoritmo asegura que en estos Ultimos solamente se incluyen

atributos relevantes. [Sanchez, 2006]

46



Capitulo 2
Solucién Propuesta Uc

ADTree

ADTree constituye un arbol de decisién alternativo. Es un método de clasificaciéon proveniente del
aprendizaje automatico conocido en inglés como Alternating Decision Tree (ADTree). Las estructuras
de datos y el algoritmo son una generalizacion de los arboles de decision. El ADTree fue introducido

por Yoav Freund y Llew Mason en 1999. [Sanchez, 2006]

C4.5 (J48)

Se trata de una version posterior del ID3. Los arboles de decision extienden el ID3 para que pueda
trabajar con atributos numeéricos. EI C4.5 acaba con muchas de las limitaciones del ID3. Permite
trabajar con valores continuos para los atributos, separando los posibles resultados en dos ramas en
funcién de un umbral. Los arboles son menos frondosos porque cada hoja no cubre una clase en
particular sino una distribucién de clases. [Weka]

El C4.5 genera un &rbol de decision a partir de los datos mediante particiones realizadas
recursivamente, segun la estrategia de profundidad-primero (depth-first). [Weka]

Antes de cada particidn de datos, el algoritmo considera todas las pruebas posibles que pueden dividir
el conjunto de datos y selecciona la prueba que resulta en la mayor ganancia de informacién o en la
mayor proporcion de ganancia de informacién. Para cada atributo discreto, se considera una prueba
con n resultados, siendo n el nimero de valores posibles que puede tomar el atributo. Para cada
atributo continuo se realiza una prueba binaria sobre cada uno de los valores que toma el atributo en
los datos. [Weka]

La implementacién en Weka de este arbol de decisién de aprendizaje es el algoritmo J48.

El algoritmo J48 es una version implementada en WEKA del método C4.5, como arbol de decision para
tareas de clasificacion fundamentalmente, muy simple y potente. El procedimiento para generar el
arbol consiste en seleccionar un atributo como raiz, y crear una rama con cada uno de los posibles
valores de dicho atributo. Con cada rama resultante (nuevo nodo del arbol), se realiza el mismo
proceso. En cada nodo se debe seleccionar un atributo para seguir dividiendo, y para ello se

selecciona aquel que mejor separe los ejemplos de acuerdo a las clases. [Molina, 2006]

Dentro de las opciones que J48 soporta estan: [Macias, 2008]
* La poda de arboles
* La especificacidon de factores de confianza para la poda

* La especificacion de un minimo de instancias en las hojas
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* La poda de arboles con error reducido
* La especificacion del numero de datos en podas con error reducido

* El uso de particiones binarias en atributos nominales

En Weka, las prestaciones del algoritmo C4.5 son las siguientes:

- Nombre de la clase: weka.classifiers.j48.J48.

- Puede manejar instancias ponderadas por pesos.

- Puede procesar datos categoricos.

- No puede ser actualizado de forma incremental (soportar afiadir nuevos datos sin reclasificar a los
anteriores).

- Weka permite utilizar arbol podado o no podado, se puede impedir el aumento de los subéarboles, lo
gue desemboca en algoritmos mas eficientes. También se puede fijar el umbral de confianza para el
proceso de poda, y el nUmero minimo de instancias permitido en cada hoja.

- Ademas de los procesos estandar de C4.5, se permite una opcion que disminuye el error de poda,
realizdndose una poda del arbol de decisién que optimiza el rendimiento en un conjunto fijo. Se puede
fijar el tamafio de este grupo: el conjunto de datos se divide por igual en el nimero de grupos fijado, y

la dltima parte se usa como conjunto fijo. También permite la construccién de arboles binarios. [Weka]

Es importante sefialar que los arboles de decision presentan una gran ventaja respecto a otras
técnicas de clasificacién. Esta ventaja consiste en poder representar al conocimiento obtenido

mediante el uso de reglas de decision.

A continuacion se muestra una tabla donde se realiza una comparaciéon entre los algoritmos descritos
anteriormente a partir de los resultados arrojados por cada uno de ellos con el conjunto de datos

seleccionado durante la fase de Preparacion de los datos.

Tabla 20: Comparacion entre varios algoritmos de clasificacion.

Parametros OneR PART DecisionTable
32 41 34 36 41 42
correctamente
Instancias clasificadas 16 7 14 12 7 6
incorrectamente

48



Capitulo 2
Solucién Propuesta Uc

Precision 0.685 | 0.855 0.719 0.761 0856 0.875

Después de analizados los resultados obtenidos y por ser el de mejor precision se selecciona como
técnica usada en el modelado al Algoritmo de Arboles de Decision: J48.

Esta técnica tiene como objetivo obtener modelos de clasificacion que permita predecir el tiempo de
supervivencia de los pacientes incluidos en los Ensayos Clinicos de cancer de pulmén, a partir de la
variable surrogada “evaluacion de la respuesta”, basado en las relaciones que se establecen entre las

variables de control (sexo, edad, raza, estadio clinico, clasificacion histologica, peso).

4.2 Construccion de los modelos
En este paso se crean los modelos necesarios en el proyecto. Para ello se ejecuta la herramienta de

modelacion con el conjunto de datos preparados. En las salidas se debe mostrar el modelo real
generado por la herramienta de modelacién, mostrar reportes para la interpretacion de modelos y de

las reglas producidas por este.

A continuacién se describe el modelo que se obtuvo a partir de ejecutar la técnica de analisis de
informacion declarada en pasos anteriores sobre el conjunto de datos seleccionado durante la fase de
Preparacion de los datos.

En el modelo de arboles de decisiébn que se muestra a continuacibn como resultado de ejecutar el
algoritmo J48, las reglas se construyen de arriba a abajo y de izquierda a derecha de manera
escalonada desde el nodo raiz hasta los nodos hojas.

El nodo ubicado mas a la izquierda en la representacion constituye la raiz del arbol. Los nodos hojas
por su parte son aquellos a los que le sigue el valor alcanzado por el tiempo de vida (variable a

predecir).

eva_respuesta = rc

| sexo=m:rango2 (3.0/1.0)

| sexo =f: rangol (3.0/1.0)
eva_respuesta = rp

| cla_histologica = adeno: rangol (5.0/1.0)
| cla_histologica = noadeno

| | estadio =1lIB
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| | | edad<=55:rango2 (4.0)

| | | edad>55:rangol (3.0)

| | estadio =IV:rango2 (6.0/2.0)

eva_respuesta = ee

estadio = 111B

peso <= 56: rangol (7.0)

peso > 56

peso <= 73

| edad <=65

| | edad <=51:rango2 (2.0)

| | edad > 51:rangol (2.0)
| edad > 65: rango2 (3.0)

| peso > 73:rangol (4.0)

estadio = IV: rango1l (6.0/1.0)

eva_respuesta = p: rangol (0.0)

El conjunto de patrones que se presentan en el modelo fueron obtenidos con una precisién de 0.875, lo
gue equivale decir que se clasificaron correctamente el 87,5% del total de casos. La herramienta arrojo

los siguientes resultados.

Correctly Classified Instances 42 875 %
Incorrectly Classified Instances 6 125 %
Kappa statistic 0.7333

Mean absolute error 0.1792

Root mean squared error 0.2993

Relative absolute error 38.1206 %

Root relative squared error 61.8208 %

Total Number of Instances 48

Para un mayor entendimiento del modelo se muestra el arbol obtenido a partir de aplicar la técnica de
Arboles de Decisién: J48. Los nodos representan atributos, las ramas representan valores de dichos
atributos y los nodos finales representan los valores de la clase. Cada camino del arbol representa una

regla.
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Figura 9: Modelo obtenido a partir de la aplicacion del algoritmo utilizado.

Entre las observaciones que se pueden realizar segln los patrones mas relevantes obtenidos en el

anterior modelo se encuentran las siguientes:

e Si un paciente tiene “evaluacion de la respuesta” respuesta completa y el sexo es masculino
entonces su tiempo de vida es de 300 a 1000 dias.

e Si un paciente tiene “evaluacion de la respuesta” respuesta completa y el sexo es femenino
entonces su tiempo de vida es de 1 a 300 dias.
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e Si un paciente tiene “evaluacién de la respuesta” respuesta parcial y su “clasificacion
histol6gica” es adenocarcinoma entonces su tiempo de vida es de 1 a 300 dias.

¢ Si un paciente tiene “evaluacion de la respuesta” respuesta parcial, su “clasificacion histologica”
no es adenocarcinoma, su “estadio” es llIB y su “edad” es menor o igual que 55 entonces su
tiempo de vida es de 300 a 1000 dias.

¢ Si un paciente tiene “evaluacion de la respuesta” respuesta parcial, su “clasificacién histologica”
no es adenocarcinoma, su “estadio” es IlIB y su “edad” es mayor que 55 entonces su tiempo de
vida es de 1 a 300 dias.

¢ Si un paciente tiene “evaluacion de la respuesta” respuesta parcial, su “clasificacion histolégica”
no es adenocarcinoma, su “estadio” es |V entonces su tiempo de vida es de 300 a 1000 dias.

¢ Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” es IlIB y su
“peso” es menor o igual que 56 entonces su tiempo de vida es de 1 a 300 dias.

e Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” es IlIB, su
“peso” es mayor que 56 y menor o igual que 73 y su edad es menor o igual que 51 entonces su
tiempo de vida es de 300 a 1000 dias.

e Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” es IlIB, su
“peso” es mayor que 56 y menor o igual que 73 y su edad es mayor que 51 y menor o igual que
65 entonces su tiempo de vida es de 1 a 300 dias.

e Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” es IlIB, su
“peso” es mayor que 56 y menor o igual que 73 y su edad es mayor que 65 entonces su tiempo
de vida es de 300 a 1000 dias.

e Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” es IIIB, su
“peso” es mayor que 73 entonces su tiempo de vida es de 300 a 1000 dias.

¢ Si un paciente tiene “evaluacion de la respuesta” progresion entonces su tiempo de vida es de
1 a 300 dias.

5. Evaluacioén

En esta fase se evalla el modelo escogido, desde el punto de vista del cumplimiento de los objetivos
del negocio. Se debe revisar el proceso teniendo en cuenta los resultados obtenidos, para repetir
alguna fase en caso que se hayan cometido errores. Si el modelo generado es valido en funcion de los
criterios de éxito establecidos en la primera fase y de la precision del mismo, se procede al despliegue

de éste en caso de requerirse.
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5.1 Evaluacién de los resultados
Este paso determina si el modelo resuelve los objetivos de negocio e intenta determinar si hay alguna

razon del negocio por la que este modelo es deficiente. Por otra parte, la evaluacion también debe
analizar otros resultados generados durante la mineria. Los resultados de la mineria cubren los

modelos que estan relacionados con los objetivos del negocio.

Resultados obtenidos a partir del uso de la herramienta Weka, especificamente con el algoritmo de
arboles de clasificacion J48, que permite evaluar el modelo obtenido. Uno de los resultados es el que

se muestra a continuacion.

=== Confusion Matrix ===

a b <--classified as
27 3| a=rangol
3 15| b=rango2

Matriz de confusién: Para cada clase real registra el nUmero de casos en los cuales el clasificador ha
predicho una clase. La suma de la diagonal (Traza) corresponde al nimero total de aciertos.
De la anterior matriz se puede afirmar que hubo 42 aciertos en la clasificacion y quedaron mal

clasificados 6 de los 48 casos.

Para el céalculo de la precision del modelo se tiene en cuenta Verdaderos Positivos (Instancias
clasificadas correctamente) y Falsos Negativos (Instancias clasificadas incorrectamente), por lo que se

hace uso de la siguiente ecuacion para obtener dicho resultado.

(Verdaderos Positivos)

Fresicion =
(Verdaderos Positivos) +(Falsos Pesitivos)

Figura 10: Ecuacién que utiliza el algoritmo de arboles de decision: J48 para la precision.
[Macias, 2008]

Por lo antes expuesto el algoritmo arrojo el siguiente resultado.
Correctly Classified Instances 42 875 %

Incorrectly Classified Instances 6 125 %
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Se analizé el modelo en detalle con el objetivo de obtener otros resultados de interés. Otro de los

resultados fue el siguiente:

Kappa statistic 0.7333

WEKA calcula el «Kappa statistic (Coeficiente de Kappa)» para mostrar la concordancia entre los datos
de prueba y la clasificacion hecha por el modelo. Cuando todas las instancias son clasificadas
correctamente se obtiene la méxima concordancia, es decir, Kappa statistic = 1.

Para el caso del arbol de decisién obtenido, el «Coeficiente de Kappa» resultd ser igual a 0.7333, lo
cual indica un alto nivel de concordancia entre los datos de prueba y la clasificacion hecha por el
modelo.

Descripcién de la precision por clases.

== Detalled Accuracy By Clazs ===

TP Bate FP Rate Preci=zion REecall F-Measure Clazs

.9 0.1a7 .9 0.9 n.a rangol
0.833 0.1 0.5833 0,833 0.5833 rangoz
Weighted Awvg. 0.a875 0.14= 0.875 0,875 0.875

Figura 11: Datos obtenidos del modelo obtenido.

En el detalle de precision por clase, se observa que la clase “Rango 1” presenta una Tasa de
Verdaderos Positivos (TP Rate) del 90% y la clase “Rango 2” del 83.3%. Esto quiere decir que, dada
una instancia perteneciente a la clase “Rango 17, el arbol de decision clasifica a dicha instancia como
“‘Rango 1” el 90% de las veces y “Rango 2” el 83.3% de las veces. En el mismo sentido, se tiene que la
Tasa de Falsos Positivos (FP Rate) para las instancias clasificadas por el modelo es del 16.7% para la
clase “Rango 1”7y del 10% para la clase “Rango 2”.

Con las medidas anteriores, se obtiene la precision del modelo para las clases “Rango 1” y “Rango 2,
la cual es del 90% y 83.3 % respectivamente. Este resultado se obtiene usando la ecuacion planteada
anteriormente en este epigrafe. Este porcentaje nos indica la proporciébn de aciertos del modelo

obtenido.

54



Capitulo 2
Solucion Propuesta UCH sz

Una medida mas que ofrece WEKA es la llamada «F-Measure», la cual representa la media arménica
entre la precision y el Recall. Entre mas cercana sea a 1, mayor serd la confiabilidad del modelo en la
clase. Para obtener los resultados del «F-Measure» y el Recall el algoritmo usa las siguientes

ecuaciones:

2% Presicion*Recall)
(Presicion) + (Recall)

F — Meaasure =

(Verdaderos Positivos)
Recall =

(Verdaderos Positives)+ (Falsos Negativos)

Figura 12: Ecuacion que utiliza el algoritmo de arboles de decision: J48 para el calculo de «F-
Measure» y el Recall. [Macias, 2008]

Para la clase “Rango 1” se tiene una confiabilidad (F-Measure) del 90% y la clase “Rango 2” del
83.3%.

De esta forma, se tiene que el arbol de decisiébn obtenido clasifica de manera aceptable a las
instancias pertenecientes a las clases “Rango 1” y “Rango 2”. En otras palabras, se cuenta con un

conjunto de reglas de decision que clasifican con un buen grado de confiabilidad a las instancias.

En la tabla 21 que se muestran las reglas obtenidas a partir de los modelos de Arboles de Decision

generados y el valor de precisién de cada una de ellas.

Tabla 21: Reglas obtenidas a partir de los datos seleccionados para la mineria asi como la
probabilidad de que ocurra.

Reglas Precision

Si un paciente tiene “evaluacion de la respuesta” respuesta completa y el sexoes | 0.833

masculino entonces su tiempo de vida es de 300 a 1000 dias.

Si un paciente tiene “evaluacion de la respuesta” respuesta completa y el sexo es | 0.9

femenino entonces su tiempo de vida es de 1 a 300 dias

Si un paciente tiene “evaluacion de la respuesta” respuesta parcial y su | 0.9

“clasificacion histologica” es adenocarcinoma entonces su tiempo de vida es de 1
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a 300 dias.

Si un paciente tiene “evaluacion de la respuesta” respuesta parcial, su | 0.833
“clasificacion histolégica” no es adenocarcinoma, su “estadio” es IlIB y su “edad”

es menor o igual que 55 entonces su tiempo de vida es de 300 a 1000 dias.

Si un paciente tiene “evaluacidn de la respuesta’ respuesta parcial, su | 0.9
“clasificacion histolégica” no es adenocarcinoma, su “estadio” es IlIB y su “edad”

es mayor que 55 entonces su tiempo de vida es de 1 a 300 dias.

Si un paciente tiene “evaluacién de la respuesta” respuesta parcial, su | 0.833
“clasificacion histolégica” no es adenocarcinoma, su “estadio” es IV entonces su
tiempo de vida es de 300 a 1000 dias.

Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” | 0.9
es llIB y su “peso” es menor o igual que 56 entonces su tiempo de vida es de 1 a
300 dias.

Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” | 0.833
es IlIB, su “peso” es mayor que 56 y menor o igual que 73 y su edad es menor o

igual que 51 entonces su tiempo de vida es de 300 a 1000 dias.

Si un paciente tiene “evaluacién de la respuesta” enfermedad estable, su “estadio” | 0.9
es llIB, su “peso” es mayor que 56 y menor o igual que 73 y su edad es mayor que

51 entonces su tiempo de vida es de 1 a 300 dias.

Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” | 0.833
es llIB, su “peso” es mayor que 56 y menor o igual que 73 y su edad es mayor que

65 entonces su tiempo de vida es de 300 a 1000 dias.

Si un paciente tiene “evaluacion de la respuesta” enfermedad estable, su “estadio” | 0.9

es llIB, su “peso” es mayor que 56 entonces su tiempo de vida es de 1 a 300 dias.

Si un paciente tiene “evaluacién de la respuesta” progresién entonces su tiempo | 0.9
de vida es de 1 a 300 dias.

Propuesta de mejora del modelo

A continuacién se describen las propuestas de mejoras para el modelo obtenido basado en el criterio

de éxito del modelo.
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Tabla 22: Propuesta de mejoras en el modelo Arboles de Decision: J48. Prediccion del tiempo

de supervivencia de los pacientes con cancer de pulmén.

Modelo: Arboles de Decision: J48. Prediccion del tiempo de supervivencia de los pacientes con cancer

de pulmon.

Objetivo del experimento: Predecir el tiempo de supervivencia de los pacientes incluidos en los
Ensayos Clinicos de cancer de pulmoén, a partir de la variable surrogada “evaluacion de la respuesta”,
basado en las relaciones gue se establecen entre las variables de

control (sexo, edad, raza, estadio clinico, clasificacion histolégica, peso).

Criterios de éxito del modelo: Obtener las predicciones con un valor de certeza igual o superior al
80%.

Propuesta de Mejoras:
v' Realizar los modelos de Mineria de Datos utilizando el algoritmo de arboles de decision J48 con
un mejor refinamiento de los datos, para dicho refinamiento se incluirdn otros datos
pertenecientes a otros ensayos realizados en el CIM.

v’ Utilizar como entrada otros atributos para encontrar otras relaciones entre los mismos.

Resumen de la evaluacién de los resultados

A continuacion se muestra una tabla con la estimacion de cumplimiento del objetivo del negocio

basado en los criterios de éxito.

Tabla 23: Estimado de cumplimiento de los criterios de éxito del negocio.

Criterios de éxito del negocio Cumplimiento estimado

Obtener un modelo de conocimiento y comprobar que las conclusiones | 100%

obtenidas son validas y que pueden ser utilizadas.

Desarrollar el caso de estudio utilizando la herramienta Weka para la | 100%

mineria de datos.

Realizar un proyecto de Mineria de Datos guiado por la metodologia | 100%
CRISP-DM y la documentacion de cada una de las fases.

Interpretar los resultados de la relacion que existe entre las variables | 100%

57



Capitulo 2
Solucién Propuesta Uc

demogréficas y la surrogada en el tiempo de vida de los pacientes con

cancer de pulmon.

Se estima que fue cumplido el objetivo del negocio correspondiente al descubrimiento de patrones
ocultos en los datos; que permitan predecir el tiempo de supervivencia de los pacientes incluidos en los
Ensayos Clinicos de cancer de pulmoén, a partir de la variable surrogada “evaluacion de la respuesta”,
basado en las relaciones gue se establecen entre las variables de
control (sexo, edad, raza, estadio clinico, clasificacion histolégica, peso).

Aprobar modelos

Después de la evaluacion del modelo con respecto a los criterios de éxito del negocio, los modelos
generados que satisfacen los criterios seleccionados se convierten en modelos aprobados. Para esto
se debe entender el resultado de la mineria de datos para poder interpretarlos y comprobar que los
mismos cumplen las metas iniciales del negocio, comprobar que estos resultados son novedosos y

utiles.

De acuerdo a los resultados obtenidos en el proyecto para dar cumplimiento al objetivo del negocio; el
modelo realizado es aprobado, dado que el mismo permiti6 encontrar patrones significativos en los

datos para predecir el tiempo de supervivencia de un paciente con cancer de pulmén. Ver anexo 3

5.2 Revisar el proceso

El modelo resultante en este punto parece ser satisfactorio ya que cumple con las necesidades del
negocio. Aun asi es apropiado ahora hacer una revision mas detallada del compromiso de mineria de
los datos en cada etapa del proceso para determinar si algun factor o tarea importante se excluyé de
alguna manera. Esta tarea es en esencia igual que una Revisibn de Control de Calidad. Debe

sefalarse las actividades en que se ha fallado y deben ser repetidas.

En el proyecto no se propone repetir ningln paso, ya que después de un nuevo analisis no se han
encontrado fallas, ni se ha omitido ninguna variable que pudiera limitar el éxito de los resultados. Las

propuestas de mejoras en los modelos se dejan para proximas iteraciones o proyectos.
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5.3 Determinar los préximos pasos.

En esta tarea se decide como proceder segun los resultados de la evaluacion y la revision del proceso.
Aqui se decide si finalizara el proceso de mineria y se pasara a la fase de despliegue o si es apropiado
realizar otras iteraciones o realizar nuevos proyectos de mineria. La salida debe mostrar las posibles
acciones posteriores y las razones a favor y en contra de cada opcion, fundamentando la decision

tomada de cémo proceder de acuerdo al andlisis realizado.

De acuerdo a la revisién del proceso de Mineria se decide finalizar el proyecto y pasar a la fase de
despliegue. A continuaciébn se proponen las acciones a realizar para posteriores iteraciones o

desarrollos de proyectos de Mineria.

Accién 1: Realizar los modelos de Mineria de Datos utilizando el algoritmo de arboles de decision J48
con un mejor refinamiento de los datos; para dicho refinamiento se incluiran otros datos pertenecientes

a otros ensayos realizados en el CIM.

Accidn 2: Utilizar como entrada otros atributos para encontrar otras relaciones entre los mismos. Esta

actividad requiere poco esfuerzo. Puede encontrar patrones desconocidos y de utilidad para el CIM.

6. Despliegue

Esta tarea toma los resultados de la evaluacién y concluye una estrategia para el despliegue de los
resultados del negocio. Entre sus actividades se encuentran: resumen de los resultados desplegados,
decidir para cada resultado diferente el conocimiento o la informacién proporcionado a sus usuarios,
decidir para cada resultado obtenido del modelo como estos podran ser utilizados dentro de los

sistemas de la organizacion.

6.1 Producir el informe final

Al final del proyecto, el equipo que desarrollo el proyecto de mineria de datos preparan un informe
final. Depende del plan del despliegue, si este informe es solamente un resumen del proyecto y de sus
experiencias o si este informe es una presentacion final de los resultados de la mineria incluyendo el

despliegue.
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Al final del proyecto el informe final redne todos los detalles del mismo. Asi como identificar los
resultados obtenidos, el informe debe también describir el proceso, y hace cualquier recomendacién

para el trabajo futuro.
El presente documento se considera el informe final de la investigacion.

6.2 Revision del proyecto

Determina finalmente que fue positivo o negativo, qué hechos fueron bien ejecutados y qué
necesidades se imponen para ser mejorado.

Documentacion de las experiencias

Resume las experiencias importantes durante el desarrollo del proyecto. En proyectos ideales, la
documentaciéon de la experiencia cubre también cualquier informe que haya sido escrito por los
miembros del proyecto individual durante las fases del proyecto y sus tareas.

Sus actividades incluyen entrevistas a las personas significativas implicada en el proyecto y las
preguntas acerca de sus experiencias durante el desarrollo del mismo. Se debe conocer si los usuarios
del negocio trabajan con los resultados del proyecto de mineria, para verificar si estos estan

satisfechos y saber qué se pudo hacer mejor.

Durante el desarrollo del proyecto, la Mineria de Datos permitié encontrar tendencias significativas o
relevantes en la informacién almacenada; para a partir del comportamiento pasado y actual poder

tomar decisiones sobre el comportamiento futuro.

La importancia y aplicaciones de los procesos de Blsqueda de Conocimiento en Bases de Datos estan
cobrando un auge cada vez mayor en el mundo empresarial. Las aplicaciones de estos procesos

fueron expuestas con anterioridad en el documento.

La metodologia CRISP-DM constituye una guia detallada paso a paso para realizar proyectos de KDD.

Presenta una precisa y solida distribucion de tareas de caracter general con sus resultados, asi como
una guia para su desarrollo. Muchas de las metodologias que podemos encontrar en la actualidad se
basan en este estandar, la misma cuenta con mayor aceptacion por parte de los desarrolladores de

procesos de extraccion de conocimientos a partir de datos.

Las herramientas para el desarrollo del proyecto son eficientes y pueden manipular datos complicados,
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los resultados son muy faciles de interpretar a través de los visores de resultados que contienen para
cada algoritmo.

Los usuarios del negocio expusieron que el presente trabajo investigativo puede servirles de guia para
posteriores proyectos de mineria con el objetivo de descubrir nuevos patrones de conocimiento ocultos

en los datos que se manejan en el CIM.

61



Capitulo 2

Solucion Propuesta UCi
Informaticas

Conclusiones

Se concluye que:

La metodologia CRISP-DM constituye una guia valiosa para el desarrollo de proyectos de
Descubrimiento de Conocimiento en Bases de Datos.

La herramienta Weka es eficiente para realizar proyectos de mineria de datos, ya que es un
programa que implementa numerosos algoritmos de aprendizaje para realizar un exhaustivo
andlisis.

Las técnicas clasificacion resultaron utiles para obtener 12 reglas de clasificacion que permitieron
predecir el tiempo de vida de un paciente con cancer de pulmén, asi como las variables que

influian en dicho tiempo de vida.
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Conclugiones Generales

Al término de la presente investigacion se concluye que:

e Se integraron los datos a partir de cada una de las tablas significativas teniendo en cuenta los
atributos que daban cumplimiento al objetivo del negocio.

e Se construyé el campo tiempo_vida dado que constituye la variable objetivo para el proyecto
de Mineria de Datos.

e Se obtuvo un dataset con un total de 48 instancias a partir de transformar el conjunto de datos
obtenidos en la fase de Preparacion de los Datos.

e La clasificacion utilizando el algoritmo de arboles de decisién J48, permitié obtener reglas que
clasificaron correctamente al 87,5% de las instancias analizadas. Este resultado permitié dar
cumplimiento al criterio de éxito planteado en la fase de Comprensién de los Datos.

e Durante el desarrollo de esta investigacion se cumplieron satisfactoriamente los objetivos

planteados en cada una de las etapas del proyecto.
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Recomendaciones

1. Utilizar los resultados del presente trabajo en nuevos proyectos de Mineria de Datos para el
Centro de Inmunologia Molecular en la busqueda de nuevos patrones de conocimiento
utilizando el resto de los Ensayos Clinicos de dicho centro con otros productos y otras
indicaciones.

2. Fomentar el desarrollo de proyectos de Mineria de Datos en la Universidad de las Ciencias

Informaticas con otros proyectos.
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Anexo 1: Herramienta utilizada para la Mineria de Datos. Weka
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Anexo 2: Entorno de trabajo Explorer de la herramienta Weka.
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Anexo 3: Opinién de los clientes sobre el trabajo realizado.

2
\dip
Centro de Inmunologia Molecular

Opinidn del Cliente: MSc. Carmen E. Viada Gonzalez y Lic. Patricia Lorenzo-Luaces

Tesis para optar por el titulo de Ingeniero en Ciencias Informaticas: “Proceso de analisis y gestion
del conocimiento a partir de los datos obtenidos en la conduccién de los de Ensayos Clinicos del CIM,

aplicando técnicas de Mineria de Datos.”.
Autores: Danay Perera Baré y Enrigue Ramirez Alonso

Este proyecto esta siendo desarrollado por la Facultad 6 en colaboracién con el CIM, con el objetivo de
mejorar la calidad de la gestion de los datos referente a los Ensayos Clinicos que se realizan en dicho
centro dado que actualmente el centro no cuenta con un sistema que le permita gestionar toda esta
informacién y se recogen los datos en Bases de Datos Microsoft Access o0 con el programa estadistico

SPSS, realizandose una entrada doble de los mismos.

Dado el gran volumen de datos acumulado, y por no contar con herramientas que permitan identificar
patrones de comportamiento y extraer conocimiento oculto en los datos almacenados para apoyar sus
decisiones surge la necesidad de aplicar Mineria de Datos (MD) a dicho proyecto, por lo que el
problema a resolver es apoyar el proceso de gestion y toma de decisiones de los administrativos y
especialistas del CIM a partir del estudio de los datos recopilados en los ensayos clinicos realizados en
el centro, a través de la identificacion de patrones de comportamiento Gtiles presentes en estos

ensayos.

Este problema presenta como objeto de estudio la gestion del conocimiento a través de técnicas de
MD teniendo como campo de accion las técnicas de MD para la gestiéon del conocimiento en proyectos

de investigaciéon biomédica. Por lo que el objetivo general consiste en desarrollar un proceso para el
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analisis y blusqueda de patrones y comportamientos presentes en los datos recopilados en la
conduccién de los EC realizados en el CIM a los pacientes con cancer de pulmén que recibieron EGF,
mediante el empleo de técnicas de MD. Luego extender esta aplicacion al resto de los EC del CIM con

otros productos y en otras indicaciones.

Los autores de este trabajo han demostrado profesionalismo en la concepcion de esta investigacion,
en la ejecucién del mismo asi como en la elaboracion de su trabajo de tesis de grado. Por otro lado,
han mostrado una alta independencia y buen desempefio en el desarrollo de este trabajo.

Queremos hacer notar que los autores han adquirido gran experiencia en las investigaciones clinicas y
en particular en los ensayos clinicos lo cual puso de manifiesto en la culminacién de su tesis en
tiempo, lo cual prueba su alta capacidad intelectual en el planteamiento del problema, andlisis de los
datos con técnicas como la Mineria de Datos, confeccion del trabajo de tesis y la defensa de los
resultados. Ademas tiene excelentes cualidades humanas mostradas en su relacion con sus dos
clientes lo que prueba su receptividad y criterio propio ante las sugerencias hechas durante el
desarrollo de esta Tesis. También mantuvieron una magnifica comunicacién con el equipo de
investigacion demostrando buen dominio del idioma inglés y alta preparacién. Por su profesionalismo,

independencia y capacidad de trabajo proponemos la calificacién de excelente.

MSc. Carmen E. Viada Gonzalez
MSc. Bioestadistica

Centro de Inmunologia Molecular
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Blogario de Terminos

Ensayos Clinicos: es un estudio que permite a los médicos determinar si un nuevo tratamiento,

medicamento o dispositivo contribuira a prevenir, detectar o tratar una enfermedad.
MD (Mineria de Datos): Extraccion de conocimientos ocultos en grandes bases de datos.

KDD [Knowledge Discovery in Databases]: su término en inglés significa Extraccion de
Conocimientos en Bases de Datos.

Aprendizaje Automatico: es una rama de la Inteligencia Artificial cuyo objetivo es desarrollar técnicas
gue permitan crear programas capaces de generalizar comportamientos a partir de una informacién no

estructurada.

Inteligencia Artificial: es la ciencia que enfoca su estudio a lograr la comprension de entidades
inteligentes.

Bases de Datos: Se define como una serie de datos organizados y relacionados entre si, los cuales
son recolectados y explotados por los sistemas de informacion de una empresa 0 negocio en

particular.

Data_Warehouses: es una coleccion de datos en la cual se encuentra integrada la informacion de la

Institucién y que se usa como soporte para el proceso de toma de decisiones gerenciales.

CENATAV: Sus siglas significan Centro de Aplicaciones de Tecnologias de Avanzada y es un centro
orientado a las investigaciones tedricas y aplicadas en el area del Reconocimiento de Patrones y la

Mineria de Datos.

CERPAMID: Sus siglas significan Centro de Estudios de Reconocimiento de Patrones y Mineria de
Datos y esta orientado a la investigacion bésica y aplicada en el area del Reconocimiento de Patrones

y su aplicacion a la Mineria de Datos y Textos.
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ICIMAF: Sus siglas significan Instituto de Cibernética, Matemética y Fisica, es un Instituto de
Investigaciones de alto nivel tedricas y aplicadas en ramas de la Cibernética, la Matemética y la Fisica.

CUJAE: Sus siglas significan Instituto Superior Politécnico José Antonio Echeverria, es una
universidad comprometida con su patria que se propone mediante la formacién integral y continua de
profesionales, la universalizacion de la ensefianza, la actividad cientifico-técnica y la extension

universitaria.

CIM: Sus siglas significan Centro de Inmunologia Molecular y tiene como principal misién obtener y
producir nuevos biofarmacos destinados al tratamiento del cancer y otras enfermedades.

Redes Neuronales: son utilizadas para la prediccion, la mineria de datos, el reconocimiento de
patrones y los sistemas de control adaptativo. Constituyen una parte muy importante en el estudio y

desarrollo de la inteligencia artificial y el de la vida artificial.

Métodos Heuristicos: Un método heuristico es un procedimiento para resolver un problema de
optimizacion mediante una aproximacion intuitiva, en la que la naturaleza intrinseca del problema se

usa de manera inteligente para obtener una buena solucion.
MDP: Mineria de Datos Inductiva.
MDDC: Mineria de Datos para el descubrimiento de Conocimiento

Arboles de Decision: Representan reglas donde atributos independientes determinan los valores
finales. En estos arboles cada nodo representa una propiedad que puede tomar diversos valores, cada

uno de los cuales genera una rama.

Naives bayes: clasificador probabilistico en el proceso de MD. Establecer regiones de decision mucho

mas complejas que las de dos semiplanos, como lo hace el Perceptrén de un solo nivel.

LVQ: Esta red es un hibrido que emplea tanto aprendizaje no supervisado, como aprendizaje

supervisado para clasificacién de patrones.
Vecinos Proximos: Método de aprendizaje basado en ejemplos.

Weka: Herramienta de MD.
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CRISP-DM: Metodologia de MD.

CRD: Cuaderno de Recogida de Datos.

SPSS (Statistical Package for the Social Sciences): es un programa estadistico informéatico muy

usado en las ciencias sociales y las empresas de investigacion.

SPSS: Es una companiia dedicada a la creacion de software para la mineria de datos.
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