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RESUMEN

El proceso de mineria de datos busca encontrar y representar conocimiento no trivial
implicito en grandes cantidades de datos, desarrollando varias técnicas como las
relacionadas con las reglas de asociacion. En la actualidad existen multiples algoritmos
que extraen de manera automatica reglas de asociacion correspondientes a un
determinado modelo de datos. Debido a la creciente necesidad de almacenar informacion
las bases de datos son cada vez mas extensas, por lo que los algoritmos de extraccion
generan un conjunto de reglas de asociacion tan grande que no pueden ser interpretadas
por los especialistas. Muchas de las reglas extraidas, representan conocimiento que ha
sido cubierto por otras, lo que las convierte en redundantes. Partiendo de la premisa de
que una regla es redundante si representa un conocimiento previamente conocido por el
especialista del dominio en cuestidn, el presente trabajo propone una nueva definicion de
redundancia y un mecanismo para su reduccién. El algoritmo que se presenta se basa
en un conjunto de reglas aportadas por los analistas y elimina o reduce las que se derivan
de dicho conjunto. El proceso de reduccion de redundancia permite hacer el conjunto final
de reglas mas compacto y simple, facilitando la correcta interpretacion y toma de
decisiones por parte de los usuarios. Los resultados experimentales demuestran que con
un conocimiento aportado por los especialistas que represente menos del 10% del total

de reglas generadas, se alcanzan niveles de reduccion cercanos al 90%.
Palabras Claves:

Reglas de asociacion, redundancia, conocimiento previo
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INTRODUCCION

Una de las premisas mas importantes que define una empresa exitosa es su capacidad
de ajustarse a los cambios que se presentan en el entorno. Para ello, sus sistemas de
informacién y el conocimiento que se deriva de estos, constituyen una piedra de toque
que determina el éxito o fracaso de la organizacién, pues son los que facilitan una
adecuada toma de decisiones. Sin embargo, en la actualidad, el volumen de informacion
que maneja una empresa aumenta de manera exponencial, lo que dificulta Ila
comprension de las relaciones que se establecen entre los procesos empresariales en

aras del cumplimiento de los objetivos estratégicos.

Determinar el rumbo correcto de la empresa resulta vital para la subsistencia de las
organizaciones en un mundo donde la principal ventaja competitiva radica en la
capacidad de aprender. Con el desarrollo de las tecnologias de la informacion y las
comunicaciones, el desarrollo de sistemas de soporte a las decisiones esta
convirtiéendose en un estandar de facto en las organizaciones exitosas, sentando sus
cimientos sobre una tecnologia de almacenamiento de datos denominada Data
WareHouse, cuya finalidad es lograr mayor precisién en los datos y que estos sean mas
consistentes en toda la empresa, accesible a todos los usuarios de una forma eficiente,
lo que no ocurre si los datos estuviesen residiendo en una base de datos operacional.
Una de las definiciones mas difundidas de Data Warehouse es la propuesta en (Inmon,
et al., 1994).

Definicién: Un Data Warehouse es una coleccion de datos orientados al tema, integrados,

temporales, y no volatiles para la toma de decisiones.

Las caracteristicas de no volatilidad, integracién de fuentes e historicidad convierten a los
Data Warehouse en fuentes deseables para la extraccion de conocimiento ya que de
manera intrinseca resuelven una parte del problema asociado a la preparacion de datos

cuando se desean utilizar técnicas de mineria de datos.



La mineria de datos es una herramienta importante en la busqueda de patrones en
grandes cantidades de datos. Su objetivo es extraer informacion no trivial que se

encuentra almacenada en una base de datos.

La mineria de datos se define como una familia de métodos computacionales que tienen
como objetivo recolectar y analizar datos relacionados a un sistema de interés, con el

proposito de ganar un mejor entendimiento (Triantaphyllou, 2010).

Existen multiples técnicas de mineria de datos como agrupamiento (Grabmeier, et al.,
2002), arboles de decision, etc. Asimismo existen otros textos anteriores que aportan
elementos importantes sobre el tema (Chen, et al., 1996), (Methods and problems in data
mining, 1997).

Dentro de las técnicas de mineria de datos se encuentra la relacionada con las reglas de
asociacion, las que constituyen uno de los modelos de descripcion de conocimientos y
se emplean en varias areas de la sociedad como la medicina para prevenir, determinar y
estudiar enfermedades, en el deporte para la seleccion de estrategias, de jugadores, un

ejemplo de ello es el sistema de scouting del AC Milan.

En las bases datos actuales de muchas Empresas, existe un gran numero de
transacciones y es interesante descubrir asociaciones importantes entre sus elementos,
donde la ocurrencia de algunos, implica la presencia de otros en la misma transaccion.
Agrawal fue uno de los primeros en formalizar el problema de la extraccion de reglas de

asociacion. (Agrawal, et al., 1993).

Una regla de asociacién puede interpretarse como una implicacién entre dos elementos
o conjuntos de elementos uno denominado antecedente y el otro consecuente de la regla.

La notacion mas utilizadaes X - Y.

Una de las formas mas comunes de presentarla al usuario es: si se cumple X entonces

se cumple Y , donde X es el antecedente y Y es el consecuente. La interpretacion de una



regla de asociacién indica que la ocurrencia del antecedente de la regla usualmente va

acompafada de la ocurrencia del consecuente.

Ejemplo de regla de asociacion:

En un supermercado cada vez que los clientes compran pan, compran con mucha

frecuencia mantequilla, de tal manera que se obtendria una regla de la forma:
Pan — Mantequilla

La importancia de las reglas es normalmente evaluada a través de dos parametros
estadisticos: el soporte y la confianza. El primero se denota como sop(X — Y) e indica la
porcion de las transacciones de la base de datos en las que ocurre la regla, y por tanto,
su probabilidad de ocurrencia. El segundo se denota conf (X — Y) e indica la probabilidad

de que en una transaccion que exista X aparezca tambiénY.

El problema que se maneja en la extraccion de reglas de asociacion consiste en encontrar
todas las reglas que satisfacen un umbral, definido por el usuario, para el soporte y la
confianza. Para realizar este proceso de manera automatica se han desarrollado
algoritmos por varios estudiosos del tema. La mayoria de los mecanismos de extraccion

de reglas de asociacion enfrentan el problema a partir de un procedimiento de dos pasos:

1- Encontrar todos los conjuntos de elementos con soporte mayor o igual que el
umbral

2- Generar todas las reglas de asociacién X - Y — X donde Y es un conjunto de
elementos frecuentes, X c Y y la confianza de la regla es mayor o igual que el

umbral.

Muchos han sido los trabajos realizados para unir las técnicas de mineria de datos con la
utilizacion de los Almacenes de Datos como fuente clave de informacién, desde que

introdujera (Han, 1997) el término OLAM(On-Line Analytical Minig) y estableciera cinco



posibles areas de desarrollo dentro de la tematica: caracterizacion y comparacion basada
en OLAP (On-line Analytical Processing), asociacion basada en OLAP, clasificacion

basada en OLAP, predicciéon basada en OLAP y agrupacion basada en OLAP.

La asociacién basada en OLAP que integra las técnicas de extraccion de reglas de
asociacion (Agrawal, et al., 1994), provenientes de la mineria de datos, con las propias
del procesamiento analitico en linea, ha recibido especial atencién dentro de la
comunidad cientifica (Lin, et al., 2004), (Fong, et al., 2007), (Martin, et al., 2010), (Jin, et
al., 2011). Sin embargo los trabajos antes mencionados comparten un problema en
comun: los algoritmos de generacion de reglas de asociacién encuentran una cantidad
tan grande, que no pueden ser interpretadas por los especialistas, dificultando el uso que

pueden hacer de ellas en la toma de decisiones.

Para manejar este problema se han realizado varios estudios, donde se ha demostrado
que muchas de las reglas arrojadas por los algoritmos de extraccion son triviales, muy
generales, muy especificas, 0 reglas que representan un conocimiento que ya era
conocido previamente por el personal que las esta analizando, en fin, que no aportan
ninguna informacion al usuario, simplemente dificultan la interpretacién a la que pueda

llegar un decisor. Estas reglas son denominadas comunmente como reglas redundantes.

Para erradicar o por lo menos disminuir en gran medida la generacion de grandes
cantidades de reglas, que imposibilitan su uso como herramienta para la toma de
decisiones, la mayoria de las investigaciones en esta area estan orientadas a disminuir
la complejidad computacional del minado de reglas de asociacion y a aumentar la calidad
de las reglas extraidas. Comunmente los esfuerzos realizados en la tematica siguen dos

direcciones diferentes:

» Definir mecanismos mas eficientes para cubrir el espacio de busqueda.

» Explotar estructuras de datos mas eficientes.

El presente trabajo se basa en la utilizacién del conocimiento previo que posee un experto

para eliminar reglas innecesarias, mejorando la calidad del conjunto de reglas extraidas.



Problema a resolver:

Los algoritmos de generacion de reglas de asociacion en bases de datos encuentran una

cantidad de reglas que no pueden ser interpretadas por los especialistas.
Objetivo General:

Desarrollar un algoritmo, guiado por el conocimiento previo, que simplifique los modelos

de reglas de asociacién a través de la reduccion de redundancia.
Objeto de Estudio:

Modelos de reglas de asociacion.

Campo de Accidén

Redundancia en modelos de reglas de asociacion.

Posibles Resultados:

Algoritmo que permita reducir la redundancia en reglas de asociacion.
Objetivos Especificos:

1. Establecer el marco conceptual de referencia.

2. Establecer un modelo teorico para la reduccion de redundancia guiado por
conocimiento previo.

3. Disefiar un algoritmo que responda al modelo teorico.

4. Comprobar la efectividad del algoritmo a partir de experimentos.
Tareas a cumplir:

1. Recopilacién de la bibliografia referente al tema.



2. Seleccién de la bibliografia.
3. Analisis de la bibliografia.
4. Determinar los niveles y tipos de redundancia que aparecen en los modelos de

reglas de asociaciéon

5. Establecer los mecanismos tedricos de reduccion.

6. Establecer las estructuras de datos adecuadas para representar el problema.
7. Implementar un algoritmo que responda al modelo.

8. Disenar experimentos que validen la solucion.

9. Presentar los resultados.

Idea a Defender:

Si se utiliza el conocimiento previo en el disefio de un algoritmo es posible eliminar redu

ndancia en modelos de reglas de asociacion.

Se espera obtener como resultado de la investigacion la implementacién de un algoritmo,
que utilizando el conocimiento previo con el que se cuenta, sea capaz de eliminar todas
las reglas de asociacion que sean redundantes respecto al mismo, permitiendo reducir el
conjunto de reglas finales, aumentando su calidad y por tanto siendo mas eficientes en

su utilizacion para la toma de decisiones.

En el capitulo 1 se desarrolla toda la fundamentacion tedrica, los principales conceptos
necesarios para el seguimiento de la propuesta como son los conceptos relacionados con
los modelos multidimensionales y la mineria de datos. Reciben especial atencién todos
los conceptos relacionados con las reglas de asociacion alrededor de las cuales gira el
problema que da origen a esta investigacion, a la vez que se presentan ejemplos de
algoritmos para la extraccion de las mismas. Se define también el significado de
redundancia en reglas de asociacién asi como algunas propuestas de diferentes

investigadores para erradicar dicho problema.

En el capitulo 2 se presenta de manera formal la definicién de redundancia a partir del

conocimiento previo, eje fundamental para el desarrollo del algoritmo que se propone en



este trabajo. Una vez que se ha establecido el concepto de redundancia se realiza la
propuesta del algoritmo, desarrollado para lograr la eliminacién de reglas redundantes
con respecto al conocimiento de los especialistas. Se muestran ademas diferentes
demostraciones de la utilizacion de axiomas matematicos, los cuales forman parte
fundamental del algoritmo en la reduccion de reglas de asociacion. Se llevan a cabo un
conjunto de experimentos utilizando reglas extraidas de varios modelos

multidimensionales y se realiza un analisis de los resultados arrojados.



CAPITULO 1: FUNDAMENTACION TEORICA

1.1 Introduccién

En la actualidad el volumen y variedad de la informacion almacenada digitalmente por
las empresas ha aumentado considerablemente. Producto de este fendmeno las bases
de datos tradicionales comenzaron a presentar ciertas limitaciones, relacionadas sobre
todo con el tiempo de respuesta a las consultas, afectando la capacidad de las empresas
de extraer conocimiento a partir de sus datos historicos y trazar las estrategias efectivas
para el cumplimiento de sus objetivos. Como consecuencia, nuevos modelos con una

vision multidimensional de los datos aparecieron para subsanar estos aspectos.

Los modelos multidimensionales se han establecido como una fuente de datos
fundamental para las organizaciones, producto de su gran utilidad para la extraccion de

conocimientos.

Existen multiples técnicas de extraccién de conocimiento, muchas de ellas enmarcadas
dentro del dominio de la mineria de datos. Una de estas técnicas son las referentes a las

reglas de asociacion.

La extraccion de reglas de asociacion ha ganado fuerza en los ultimos afos y son
utilizadas en ramas de la sociedad como la salud, el deporte, el comercio entre otros.
Este proceso se realiza a través de los llamados algoritmos de extraccion que le son

aplicados a los almacenes de datos.

Los algoritmos de extraccion presentan un problema en comun y es el referente a que las
reglas arrojadas son tantas que dificultan la correcta evaluacion por los especialistas.
Estudios realizados han demostrado que muchas de estas reglas son redundantes, o sea
que poseen informacién inutil con respecto a otras reglas o al conocimiento previo del

negocio que se posee.



1.2 Data Warehouse y OLAP

Inmon identifica algunos de los principales problemas que surgieron cuando los usuarios
comenzaron a realizar actividades orientadas al analisis a partir de datos extraidos de
bases de datos transaccionales (Inmon, 1996). Encontrar los datos pertinentes para una
estrategia de consulta era todo un problema, sobre todo porque se producian
inconsistencias en los informes acerca del mismo fendbmeno debido a la inconsistencia

de datos que se presentaban en las Tablas.

Inmon acufié el término “Data Warehouse” y sugiri6 que la finalidad de los Data
Warehouses es hacer datos precisos, que sean consistentes en toda la empresa,
accesible a todos los usuarios de una forma eficiente, lo que no ocurriria si los datos

estuviesen residiendo en una base de datos operacional.

Definicion 1.1: Un Data Warehouse es una coleccién de datos orientados al tema,

integrados, temporales, y no volatiles para la toma de decisiones (Inmon, 1996).

Un Data Warehouse implica establecer un mecanismo que de soporte para la creacion y
mantenimiento de acceso a los usuarios para obtener datos completos y consistentes de
la empresa. Aqui es donde entra a jugar su papel el concepto de (On-Line Analytical
Processing) OLAP (Council).

Definicion 1.2: OLAP es una categoria de tecnologia software que permite a los
analistas, directivos y ejecutivos acceder a los datos de forma rapida, consistente e
interactiva a través de una amplia variedad de vistas de la informacion que han sido
obtenidas de datos sin procesar para reflejar la dimensionalidad real de la empresa como

la entiende el usuario (Council).

Implementar un Data Warehouse significa contar con una valiosa fuente de informacion
que, combinado con OLAP, permite realizar un analisis exhaustivo de millones de
registros que se han ido almacenando a través de la historia. Por esta razon estas

herramientas son claves en aras de tomar mejores decisiones.



1.2.1 Modelo Multidimensional

Desde el nacimiento de OLAP (Codd, 1993) se ha constatado que las estructuras
disponibles de bases de datos tenian algunas limitaciones. Desde las primeras
propuestas (Gray, et al., 1997) se ha intentado extender los sistemas existentes con la
funcionalidad necesaria para dar soporte a la tecnologia OLAP. Sin embargo, la
necesidad de dar respuestas a consultas que implican agregacion de gran cantidad de
datos plantea problemas de eficiencia y complejidad de estructuras. Como consecuencia,
nuevos modelos con una visién multidimensional de los datos aparecieron para subsanar
estos aspectos ((Agrawal, et al., 1995), (Cabibbo, et al., 1997), (Li, et al., 1996)).

Estructura: Los modelos multidimensionales no cuentan con una estructura estandar,
sin embargo poseen una serie de caracteristicas comunes independientes a las
diferentes propuestas. En un modelo de datos multidimensional hay un conjunto de
hechos o medidas que son el objeto de analisis del dominio. La mayoria de los hechos
mas utiles son numéricos, continuamente valuados y aditivos. Cada medida depende de
un conjunto de dimensiones, que proporcionan el contexto. En un espacio
multidimensional para designar un punto son necesarias todas sus coordenadas,
dependiendo del numero de dimensiones que tenga el espacio. Al indicar un valor para
cada dimension se situara un hecho concreto dentro del espacio formado. Sobre las
dimensiones se pueden definir jerarquias. Estas lo que van a permitir es acceder a los

datos a diferentes niveles de detalle, es decir, ver los datos a diferentes granularidades.

Dimensiones: Las dimensiones establecen el contexto del analisis sobre los hechos.
Para acceder a los hechos a diferentes niveles de detalle, se pueden definir jerarquias
sobre la dimensiones, estableciendo los niveles de granularidad posibles. Cada uno de
estos niveles sera un conjunto de nombres o etiquetas que definen subconjuntos de

elementos de los niveles inferiores que agrupan.

En la Figura 1.1 se aprecia que el modelo tiene cuatro dimensiones: Producto, Tiempo,

Causa y Cliente, formando un cubo. A los modelos con n dimensiones se les denomina



hipercubos, y por esta razon a todos los modelos construidos se les denomina cubos o

datacubos.

Como se precis6 anteriormente, sobre las dimensiones se pueden definir niveles o
jerarquias. En la Figura se visualizan un conjunto de niveles dentro de las dimensiones.
Cada valor en las jerarquias representa la etiqueta de un conjunto de valores. Por
ejemplo, en la dimensién Cliente perteneciente al modelo presentado en la Figura 1.1, el
valor “Mayor de Edad” seria en realidad la definicion de un conjunto de valores tal que
“Mayor de Edad” = {18,...,100}. En el caso del nivel Todo, el Unico valor que se considera
(Todo) representa el conjunto de todas las edades (“Todo” = {1,...,100}), de tal manera
que “Mayor de Edad” < “Todo”. El conjunto de todos los nombres o etiquetas utilizados

se denomina dominio de la dimension.

Hechos: Las variables del dominio que se desean analizar definiran los hechos del
DataCubo. Estos seran los que en mayor medida acotaran el dominio de analisis del
DataCubo que se defina, limitando qué medidas se pueden obtener. Las dimensiones
aportan la contextualizacién de estas variables, localizando cada hecho dentro del
espacio que definen. Cada uno de estos hechos sera una agrupacion de variables (una

tupla).

Un DataCubo esta formado por las estructuras definidas anteriormente. Asi pues, tendra
un componente que representara a los hechos que analizar. Otro de los elementos que
se utilizan al definir un DataCubo son las dimensiones que caracterizan a estos hechos.
Ademas, se tiene que tener en cuenta a qué nivel de cada dimension estan definidos los
hechos y una aplicacién que diga para cada coordenada que definen los valores de estos
niveles el hecho relacionado. Para impedir la pérdida de informacién al cambiar el nivel
de detalle, el DataCubo ira almacenando los estados por los que pasa utilizando una

estructura de tipo historia. Por esto, un DataCubo se define como sigue.

Definicion 1.3: Un DataCubo es una tupla C=(D,l,,F,H,A) tal que D=(d,, ..., d,) €s un
conjunto de dimensiones, [,=(l;3, ..., L) un conjunto de niveles tal que [,; pertenece a

d;, FFRug donde R es el conjunto de hechos y Zun simbolo especial, H es un objeto de



tipo historia, y A es una aplicacion definida como A: [, x...xl,,—F, que para cada
conjunto de valores de las dimensiones devuelve el hecho relacionado con estas

coordenadas.

Para aclarar los conceptos presentados se muestra un ejemplo de esquema
multidimensional y cdmo se traduce a la estructura que se ha presentado. En la Figura
1.1 viene recogido un ejemplo de esquema multidimensional. Este intenta modelar el

analisis de las causas de las quejas realizadas por los clientes.

Tiempo Producto

Todo

Proveedor

Producto

Cantdad

Cliente

Mayor de edad Edad Todo

Causa
Todo

Fig. 1.1 Ejemplo de Modelo Multidimensional

Hecho: Quejas (Cantidad)

Dimensiones y jerarquias: Tiempo {Fecha, Mes, Afo, Todos}, Producto {Producto,
Proveedor, Todos}, Causa {Causa, Todos} y Cliente {Edad, Mayor Edad, Todos}



Los modelos multidimensionales se han convertido una herramienta fundamental para la
extraccion y analisis de conocimiento. Cuentan con una estructura donde se definen
hechos, dimensiones y jerarquias, lo que permite realizar consultas eficientes y de alta

complejidad sin importar el volumen de datos que esté contenido en el modelo.

1.3 Reglas de asociacion

El minado de reglas de asociacion recibe especial atencidon por aquellos que enmarcan
sus esfuerzos en el campo de la mineria de datos, lo cual sucede gracias a sus probados
resultados en este ambito. Se comienza a hablar de este tipo de reglas en (Agrawal, et
al., 1993), donde se formaliza su definicion. A continuacion se presentan algunos

conceptos necesarios para poder formalizar la definicion de reglas de asociacion.

Sea I = {il,i2,...,im} un conjunto de literales, llamados elementos. Sea D un conjunto
de transacciones, donde cada transaccion T es un conjunto de elementos tal que T < I.
Una transaccion T contiene un conjunto de elementos X si y solo si X € T. Una vez

aclarados estos conceptos se define como regla de asociacion:

Definicion 1.4: Sea I = {il1,i2,...,im} un conjunto de literales y D un conjunto de
transacciones definidas sobre I. Una regla de asociacion es una implicacion de la
formaX - Y,donde X cl,YclyXnY =0@.

Una regla X — Y tendra en D una confianza con valor ¢ si el ¢% de las transacciones en
D que contienen X también contienen Y. La regla tendra un soporte con valor s en el
conjunto de transacciones D si el % de las transacciones en D contienen a los elementos

XUY.

La confianza da una medida de la calidad de la regla (la fuerza de la implicacion).
Posteriormente se indagara sobre esta medida con mayor detalle. Normalmente se
desean encontrar asociaciones entre elementos con un soporte razonablemente alto. Las
reglas con confianza alta y soporte alto son denominadas reglas fuertes ((Agrawal, et al.,
1993), (Piatetskey-Shapiro, 1993)).



1.4 Meétricas de calidad

Las reglas de asociacion son patrones evaluables puesto que ofrecen informacién sobre
el tipo de dependencias que existen entre los atributos de una base de datos. Debido al
elevado numero de reglas que extraen los algoritmos de extraccidn es necesario
ordenarlas o acotarlas de acuerdo a algunas medidas de interés. A través de estas
medidas de calidad, se pueden ordenar las reglas de asociacion de una base de datos

pudiendo cuantificar de forma objetiva el interés de las mismas.

Transacciones en Transacciones en las

las que aparece C que no aparece C

Transacciones en frc frc fr
las que aparece X
Transacciones en frc fre fr

las que no aparece X

fc fe 1

Tabla 1.1. Tabla de contingencias con valores relativos

En esta seccidn se presentaran algunas de las principales medidas de calidad utilizadas.
Para mayor detalle consultar (An, et al., 2004), (Dean, et al., 1997), (Pedrycz, 2004), (Tan,
et al., 2000). Las medidas de calidad de reglas estan basadas en el analisis de la relacion
entre la regla R: X — C y la clase o consecuente de la misma (C) basandose en la Tabla

de contingencia (Tabla 1.1).

Soporte: El soporte es una métrica fundamental en el trabajo con reglas de asociacion,
se refiere a la probabilidad de ocurrencia de la regla (R: X — C) en una transaccién con

respecto al total de transacciones del almacén de datos. Se calcula de la forma:

[(Xuo)|

Sop(R) = T



donde (X U C) es la cantidad de veces que aparece el itemset (término que se utiliza para
definir a elementos o atributos de una base de datos) X conjuntamente con el itemset C

en las transacciones y T es el total de transacciones.

Cobertura y consistencia: La consistencia mide como de especifica es una regla. La
consistencia sera alta cuanto mejor cubra la regla la clase que considera. Alcanza el

maximo cuando no se dan falsos positivos. La formula de esta medida es:

_fre _ sop(R)
QCOTIS (R) - fT - SOp(X)

y toma valores en el intervalo [0,1].

En el ambito de la extraccidén de reglas de asociacion, a esta medida se conoce mejor
como confianza. Ha sido utilizada ampliamente para obtener una medida de la calidad de

las reglas y servir de poda a la hora de generar reglas.

La cobertura o completitud mide la probabilidad de ocurrencia de la regla con respecto al
consecuente de la misma, o sea cuanto del dominio del consecuente es cubierto por una
regla. Alcanza el maximo (valor 1) cuando la regla engloba a todos los ejemplos que

satisfacen el consecuente. Su formulacion es la siguiente:

_ﬂ __sop(R)
QCOnS (R) - fT - SOp(C)

y como en el caso anterior, toma valores entre O y 1.

Factor de certeza: Esta medida fue propuesta por Shortliffe y Buchanan en 1975. Su
formulacion es la siguiente:
(eI i Qs (R) > f
R) = = cons\ )~ .
Qrc(R) =f(x) %f)fc si Quons(R) < fc

0 en otro caso



Esta medida devuelve un valor en el intervalo [-1,1], de tal forma que cuanto mas cercano
sea el valor a uno implica que la observacion del antecedente conlleva el consecuente
(relacion directa). Cuanto menor sea el valor (mas cercano -1) indica que la observacion

del antecedente implica la no ocurrencia del consecuente (relacion inversa).

Esta medida ha sido utilizada como sustituta de la confianza en la extraccién de reglas
de asociacién por algunos autores (Delgado, et al., 2003) debido a que presenta menos

problema que la primera.

Medidas de concordancia: Las medidas de concordancia consideran la diagonal
principal de la Tabla de consistencia. La calidad de Cohen calcula la diferencia entre la
asociacion real y la predicha a traveés de la diagonal. La formula correspondiente seria:
Qcons(R)-fc
QCohen(R) = 1 1+CSZZns(R) _
2( Qcob(R)) fe

Devuelve un valor en el intervalo [-1,1], donde los valores negativos representan una

relacion inversa entre el antecedente y el consecuente.

El estadistico de Coleman mide la relacion entre la primera columna y la primera fila de

la Tabla de consistencia. La formula queda de la siguiente manera:

Qcons(R) - fC
1-fc

QColeman (R) =

Devuelve también un valor en el intervalo [-1,1] con el mismo significado. Este indicador
no tiene en cuenta la cobertura de una regla. Esto significa que no mide los falsos

negativos que obtiene la regla.

Para mejorar el comportamiento de ambas medidas, y capturar la mejores caracteristicas
de ambas, se han propuesto (Bruha, 1996) dos medidas que combinan a las anteriores.

Las medidas son:



2+ QCohen(R)
3

QCI(R) = QColeman(R) *

1+ QCob (R)

Qc2(R) = Qcoteman(R) * 2

Estas miden la concordancia y la asociacion. Para ello utilizan la totalidad de la Tabla de

contingencia.

Las métricas de calidad son el referente utilizado para medir la calidad de una regla, por
lo que juegan un papel importante en la definicion de jerarquias entre las reglas. En este
trabajo las métricas utilizadas para valorar la importancia de las reglas son las de soporte

y confianza, que son las mas difundidas y utilizadas (Jimenez, 2010).

1.5 Algoritmos de extraccion de reglas de asociacion

En la actualidad los modelos multidimensionales estan orientados a realizar un analisis
para la extraccion de conocimiento. Realizar este proceso de forma automatica seria de
gran utilidad de cara al usuario, puesto que este obtendria la informacién mucho mas
elaborada, o sea, con una mayor claridad, rapidez y calidad. A las técnicas relacionadas
con la extraccion automatica de conocimiento se les conoce como OLAP mining u OLAM

(on-line analytical mining).

Una de estas técnicas es la extraccion de reglas de asociacion que normalmente se

descompone en dos pasos:

» Descubrir los conjuntos de elementos frecuentes, es decir, los conjuntos de
elementos con soporte superior a un umbral prefijado.

» Utilizar los conjuntos de elementos frecuentes para generar reglas de asociacion.



El primer punto es el que consume mayores recursos de tiempo y espacio. La generaciéon
de reglas una vez se tienen los conjuntos de elementos frecuentes es simple. Para la
obtencién de estos conjuntos se han propuesto multiples algoritmos intentando mejorar
su eficiencia. Ejemplos de estos son el algoritmos son Apriori, AprioriTID y AprioriHybrid
(todos presentados en (Agrawal, et al., 1994)), Direct Hashing and Pruning (DHP) utiliza
Tablas hash para acelerar la localizacién de candidatos a conjuntos frecuentes, (Park, et
al., 1995)), Eclat (calcula el soporte realizando intersecciones de conjuntos que aborta en

cuanto puede asegurar que no se alcanzara el soporte minimo, (Zaki, et al., 1997)).

A Priori es uno de los algoritmos mas utilizados en la mineria de datos para la extraccién
de reglas de asociacién propuesto en (Agrawal, et al., 1994). Esta basado en el principio

de “clausura descendente del soporte de itemsets”, la cual plantea:

Clausura descendente del soporte: El soporte de cualquier subconjunto de un conjunto
de items es mayor o igual que el soporte de ese conjunto de items. Lo que implica que

todo subconjunto de un conjunto frecuente de items es también frecuente.

Un itemset es frecuente cuando cumple con un soporte minimo definido con anterioridad.
Es importante destacar que Apriori asume que los items de cualquier transaccion estan
ordenados lexicograficamente, para una correcta generacion de los k-itemsets candidatos
(Motoda, et al., 2009).

Apriori esta compuesto por tres secciones para la obtencién de los k-itemsets frecuentes:

» Generacion de candidatos: se generan los candidatos de nivel k (k-1 itemsets)
haciendo uso de la informacion referida a los conjuntos frecuentes de la iteracién
anterior (k-1 itemsets frecuentes).

» Poda: se garantiza que no pase al conteo de soporte los itemsets que se conoce
a priori que no van a ser frecuentes, eliminando a todos aquellos candidatos que

no cumplan con que todos sus subconjuntos sean también frecuentes.



» Conteo de soporte: se cuenta la cantidad de apariciones de los k-itemsets
candidatos en la base de datos y se determina, segun el soporte minimo

establecido por el usuario, el conjunto de los k-itemsets frecuentes.

Una vez generados todos los itemsets frecuentes se procede a generar todas las posibles
reglas de asociacién por cada uno de ellos. Para cada k-itemset frecuente se puede
generar 2% — 2 reglas de asociacién, ignorando aquellas reglas que carezcan de
antecedente o consecuente ({@ — A}, {A — 0}). Las reglas se pueden extraer dividiendo
el itemset en dos subconjuntos no vacios, por ejemplo, el itemset {4, B} puede dividirse
en los subconjuntos {A} y {B}, de los cuales pueden obtenerse las reglas {A —» B}y {B -
A}, estas deben cumplir con los umbrales de soporte y confianza definidos por el usuario
(Agrawal, et al., 1994).

Apriori Basico:
Entrada: I, D, minsup, minconf

Salida: Conjunto de reglas de asociacion con soporte y confianza = que minsup y

minconf.
Algoritmo:
1. Generar todos los itemsets frecuentes con soporte = minsup.

2. Dado un itemset frecuente X {X;... Xi} con k = 2 generar todas las reglas de la

forma X| {X;} — {X;}, siendo el soporte de dicha regla el soporte de X y la confianza,

el cociente entre el soporte de este y el soporte de X| {X;}.

Los algoritmos mencionados en este epigrafe logran realizar de manera correcta el
minado de reglas. Todos comparten el mismo objetivo de extraccion de conocimiento a
través de la generacién de reglas de asociacion. Sus diferencias estan marcadas en el
mecanismo o la forma de realizar el proceso de minado, lo cual define la eficiencia de los

algoritmos. Sin embargo con el crecimiento exponencial de las bases de datos todos ellos



presentan un problema en comun: la cantidad de reglas arrojadas comienzan a ser
demasiadas, lo que dificulta la correcta interpretacion de las mismas por parte de los

especialistas.

1.6 Redundancia en Reglas de Asociacion

Muchas de las reglas generadas por los algoritmos de extraccion cubren la misma
informacién que otras, o el conocimiento que aportan es conocido previamente, o es muy
general, o muy especifico. Estas reglas son conocidas por los investigadores como reglas
redundantes. Su eliminacion implica una reduccion del modelo de reglas presentado al

usuario, lo que lo hace mucho mas concreto, simple y por lo tanto facil de interpretar.

Para enfrentar el problema de la redundancia en reglas de asociacién hay que remontarse
a la propia definicion del término. Existen varias nociones dentro de la comunidad de
investigadores que van, desde la propuesta general presentada en (Bastide, et al., 2000)
‘reglas de asociacion que cubren la misma informacion que otras reglas de la misma
utilidad y relevancia” hasta las definiciones mas formales como la también propuesta en
por Bastide (Bastide, et al., 2000).

Definicién 1.5: Una regla de asociaciéon R: X — Y es minima y no redundante si y solo si

A Ry: X; = Y, que satisfaga las siguientes restricciones:

1- sop(R) = sop(R;) Nconf(R) = confR,

2- X;cXA\vYcy
A partir de esta definicion se han propuesto diferentes bases genéricas, conjunto de
reglas no redundantes a partir del cual se pueden derivar todas las reglas fuertes y para

las que se establecen tres criterios de evaluacion (Stumme, et al., 2001).

1- Informativa: permite determinar exactamente el soporte y la confianza de las reglas

de asociacion redundantes.



2- Derivacién de las reglas: los axiomas para la derivacion de las reglas deben ser
sin pérdidas y validos, lo que implica deben poderse generar todas las reglas
fuertes y que no debe generarse ninguna regla que no lo sea.

3- Compacta: debe ser el conjunto minimo de reglas que permita derivar el resto de

las reglas fuertes.

Seguidamente se muestra una serie de ejemplos de mecanismos de reduccion y sus
correspondientes bases genéricas. Todas las bases se basan en las transacciones

propuestas en la Tabla 1.2.

Tabla 1.2: Ejemplo de Tabla de transacciones

C D T w

2 X X X
3 X X X X
4 X X X X
5 X X X X X
6 X X X

Bastide propone la creacion de dos bases genéricas una para las reglas de asociacion
exactas (reglas con confianza igual 1) y otra para las reglas aproximadas (reglas con

confianza menor que 1).

La definicidon de la base genérica para las reglas de asociacion exactas es la siguiente:



Definicion 1.6: Sea FC el conjunto de itemsets frecuentes extraidos del dominio y ¢ cada
itemset frecuente, denotaremos G, al conjunto minimo de elementos que generancy a

w(g) el cierre de g. La base genérica para reglas de asociacion exactas es la siguiente:
GB={R:g—>c—g|c€EFC ANgE€EGc Ng # c}

Los autores también definieron una base informativa (Informative Basis) para las reglas

aproximadas:
Definicion 1.7:
IB={R:g—>c—g|c€FC ANg€E Gc ANw(g) cc}

Las Tablas 1.3 y 1.4 muestran un ejemplo de Base Genérica con umbral de soporte ; y

. 2 .
confianza 3 basado en la en la base de transacciones propuesta en la Tabla 1.2:

Tabla1.3: Reglas exactas

Reglas de Soporte Confianza

Asociacion

D -C E 1
3

T->C E 1
3

W —-C E 1
6

A -CW g 1
3

DW —C 1 1
2

TW —AC 1 1
2

AT -CW 1 1
2



Tabla 1.4: Reglas Aproximadas

Reglas de Soporte Confianza
Asociacion
T ->ACW 1 3

2 4
A -CTW 1 3

2 4
D -CW 1 3

2 4
C ->W 5 5

6 6
C-T 2 2

3 3
C-D 2 2

3 3

Esta base genérica arrojd resultados prometedores, pero estudios posteriores
(Kryszkiewicz, 2002) demostraron que todavia la cantidad de reglas que se generaban

era demasiadas, lo que provoca que no se satisfaga el criterio de una base compacta.

En (Luong, 2001) el autor propone una nueva base genérica para las reglas de asociacion
denotada como Representative basis (RBpj.,) Y presenta su propio mecanismo de
inferencia. Este enfoque tiene como entrada todos los conjuntos de elementos frecuentes
que se obtuvieron en un contexto dado k extraidos por un algoritmo como Apriori. El autor

brinda su propio concepto de redundancia:

Definicion 1.8: Sea E el conjunto de reglas de asociacion fuertes extraidas de un
contexto k. La reglar: [, » [, € E es redundante si y solo si existe una regla r": I'; -

l', € E y se satisfacen las siguientes condiciones:

1- 'y € |y



2- L,Lcl,
Por lo que la base representativa RBp},,,, se define como:

Definicion 1.9: Sea f el minimo umbral de soporte y confianza para las reglas de

asociacion:
RBppgn = {r:1=>J|IcJAB": T > J|I' S IA]CS '}

Observacion 1. RBp,,, consiste en una redefinicion de las reglas de representacion

denotada como RR y se define en por Kryszkiewicz (Kryszkiewicz, 2002). Sin embargo,
la diferencia entre ellos es que para RBpj,, €l antecedente y el consecuente de una regla
dada no son necesariamente disjuntos, 0 sea su interseccion no tiene que ser

obligatoriamente nula.

La Tabla 1.5 muestra un ejemplo de Base Genérica (RBpj,, ) cOn umbral de soporte % y

. 2 .
confianza 3 basado en la en la base de transacciones propuesta en la Tabla 1.2:

Tabla 1.5: Base RBp,,, basada en la Tabla 1.2

Reglas de Soporte Confianza
Asociacion
A -ACTW 1 3
2 4
T >ACTW 1 3
2 4
D -CDW 1 3
2 4
@»—CD 2 2
3 3
@p—CT 2 2
3 3



o—ACW E E
3 3
Una vez que se genera la base representativa, podemos derivar todas las reglas de

asociacion que son fuertes y redundantes mediante la aplicacion del mecanismo de

inferencia que se define en (Luong, 2001) de la siguiente manera:

Definicion 1.10: Sea L, I, ], K itemsets frecuentes y teniendo RBp;,, Se consideran los

siguientes axiomas:

1- Aumento de la Izquierda: Si/ — JK entonces I] — JK

2- Descomposicion: Si/ — JK entonces] - Jyl - K

RBpp.n mMostrd ser una base representativa con el conjunto de reglas de asociacion mas
reducido, de la que se pueden derivar todas las reglas restantes (redundantes), por lo
que la propiedad de base compacta esta satisfecha. RBp,,, por lo que no presenta

pérdidas, sin embargo, este enfoque presenta algunas desventajas tales como:

1- La base representativa no es informativa. El soporte y la confianza de las reglas
derivadas de ella no pueden ser encontrados.
2- Para cada regla R: X — Y se debe verificar si no existe una regla que cumpla con

la condicion de que no existaunareglaR: X' - Y'| X' € XAYCY'.

Gasmi (Gasmi, 2005), propone una nueva base genérica informativa para las reglas de
asociacion denotada como Informative Generic Base (IGB), que toma como entrada todos

los itemsets frecuentes. IGB se define de la siguiente manera:

Definicion 1.11 Sea FC el conjunto de itemsets frecuentes extraidos del dominio,

denotaremos G, al conjunto minimo de elementos que generan c.

IGB={R:1>]J—1|J€EFCAI€ G;,c€FC AcS]JAconf(R) = minconfAZAI" |l

c I Aconf(I" > A—1") > minconf}



conf(R): confianza de la Regla.

Miniconf: Umbral de confianza establecido por el usuario.

La Tabla 1.6 muestra un ejemplo de IGB con umbral de soporte % y confianza % basado

en la en la base de transacciones propuesta en la Tabla 1.2:

Tabla 1.6: Base IGB basada en la Tabla 1.2

Reglas de Soporte Confianza
Asociacion
A -CTW 1 3
2 4
T ->ACW 1 3
2 4
D -CW 1 3
2 4
¢»—CD 2 2
3 3
¢p—CT 2 2
3 3
p—ACW 2 2
3 3
¢p—CW 5 5
6 6
¢p—C 1 1

El autor demuestra que IGB es informativo. De hecho, IGB contiene todos los conjuntos
de elementos frecuentes, y el soporte de un conjunto de elementos frecuente es igual al
soporte del conjunto de elementos frecuente mas pequeno que lo contiene. Asi, el soporte

y la confianza de reglas redundantes se pueden determinar facilmente.

Por otra parte IGB no presenta pérdidas, y el mecanismo de inferencia esta compuesto

por tres axiomas de derivacion que son:



1- Reflexividad: Si X —>Y € IGB A X # @, entonces X —>Y es una regla de
asociacion fuerte.

2- Aumentatividad: Si X - Y € IGB, entonces X U Z - Y — {Z} es una regla de
asociacion fuerte, Z c Y.

3- Descomposicion Condicional: Si X »Y € IGB A X # @, entonces X —» Z es una

regla de asociacion fuerte, Z c Y.

Ciertamente IGB es una base representativa informativa y no presenta pérdidas de reglas,
gracias a que cuenta con todos los itemsets frecuentes extraidos de la base de datos,
pero esta caracteristica también implica que la base es aun demasiado grande para el

analisis. Nuevamente se falla en cumplir con el principio de base compacta.

Otros autores (Cherif, et al., 2005) establecen la necesidad de crear un compromiso en
cuanto a los criterios de informacion y compactacion de las bases y proponen MGB
(Minimal Generic Basis) que introduce el concepto “parcialmente informativo” que
establece que para un grupo de reglas derivadas se podra determinar el valor del soporte
y la confianza mientras que para otro solo se podra determinar el intervalo en el que se

encontrara el valor de soporte y confianza.

Un grupo de trabajos han enfrentado el problema de la redundancia de las reglas de
asociacion en la etapa de post procesamiento. En (Li, 2006) y (Webb, et al., 2005) se
introduce el concepto de regla 6ptima y sobre el mismo se propone un mecanismo para
obtener el conjunto reglas 6ptimas de tamafo k. En (Marinica, et al., 2010) se hace uso
de una taxonomia de conceptos para generalizar las reglas y disminuir el tamafio del
conjunto final de reglas. En (Berrado, et al., 2007) se desarrolla una variante para
descartar reglas a partir de la creacion de plantillas que se conforman sobre meta reglas
definidas por el usuario y que contienen los elementos en los que esta interesado que
deben satisfacer las reglas que conformen el conjunto final. En estos trabajos se utiliza el
conocimiento del dominio para mejorar la calidad del modelo entregado al usuario final
pero no manejan exactamente la redundancia del modelo, lo cual representa una

diferencia con el modelo que se propone en este trabajo. Lo mismo sucede en las



variantes en las que se pretende reducir el tamafo del conjunto final de las reglas a partir
de la aplicacién de algun tipo de medida estadistica o heuristica como por ejemplo en
(Marin, et al., 2008), (Liu, et al., 2011) y (Marin, et al., 2010).

Como se menciond en el inicio de este epigrafe la definicion de Bastide es la mas formal
y en ella se basan las propuestas de los trabajos aqui presentados. Es por ello que todos
los mecanismos mencionados anteriormente comparten un problema y es que no cubren
diversos casos o situaciones en las que existe redundancia. Bajo la condicion de que si
una regla aporta informacién que ya es conocida es redundante, a continuacion se
muestra un conjunto de situaciones en las que por sentido comun se comprueba que
algunas reglas presentan elementos que no aportan conocimiento nuevo y no son

clasificadas como redundantes por los autores a partir de sus definiciones.

Leche — Pan
Pan — Mantequilla

Leche —» Mantequilla

)
)
)
4) Leche y Picadillo — Pany Mostaza
) Leche y Pan — Queso

)

Jugo — Leche y Pan

Como se puede apreciar la regla 3 representa la clasica transitividad entre las reglas 1y
2. Con la presencia de las reglas 1 y 2 se puede inferir el conocimiento aportado por la

regla 3 por lo que esta ultima no aporta ninguna informacién nueva.

En el caso de la regla 4 se aprecia como se encuentra implicita la regla 1. La presencia
del Pan en el consecuente de la regla 4 es redundante debido a que en el antecedente

se encuentra el producto Leche, esta informacion la aporta anteriormente la regla 1.

La regla 5 cuenta con un antecedente equivalente a la regla 1. Al estar presente en el
antecedente de la regla 5 el producto Leche es suficiente para que se concluya que

también este presente el producto Pan a partir del conocimiento aportado por la regla 1.



De la misma manera la regla 6 representa un caso muy parecido al anterior, con la
diferencia de que la redundancia se aprecia en el consecuente. El consecuente de la
regla 6 aporta conocimiento cubierto por la regla 1, o sea indica que la presencia del

producto Pan ligado a la presencia del producto Leche.

A pesar de que todos estos trabajos logran en mayor o menor medida reducir la cantidad
de reglas del conjunto, no garantizan desde el punto de vista del usuario la utilidad del
conjunto de reglas finales. La razén que permite afirmar esto es que los criterios que se
manejan en la definicion de redundancia no cubren diferentes situaciones donde se
presenta este problema. Otro elemento importante en que no tienen en cuenta lo que ya
sabe el usuario, sobre el dominio particular. Esta situacion hace posible que haya reglas
obvias o previamente conocidas que son redundantes desde el punto de vista del usuario

final.

La principal diferencia entre el mecanismo que se propone y los trabajos que se
presentaron anteriormente, radica justamente en la propuesta de una nueva definicion
que cubra todos los casos de redundancia a partir de la utilizacién del conocimiento
previo. Esta definicion sera la base del mecanismo de reduccion. Otro elemento distintivo
a sefalar es que el mecanismo propuesto en esta investigacion opera en la fase de post
procesamiento (una vez son arrojadas las reglas por los algoritmos de extraccion) y utiliza
axiomas para reducir los elementos redundantes dentro de las reglas y para podar las

reglas que se determinen redundantes.

Conclusiones

En este capitulo se recogen una gama de conceptos referentes a la mineria de datos. Se
muestran los Datawarehouses como herramientas fundamentales para el control,
integracion y manejo de grandes volumenes de datos. Fueron presentadas las reglas de
asociacion como una técnica del proceso de mineria de datos, las cuales son de gran
importancia puesto que son una forma de representar de manera descriptiva el
conocimiento extraido de Bases de Datos. La interpretacién de los patrones obtenidos a

partir del proceso de extraccion de reglas de asociacion, puede ser utilizada para



predecir comportamientos futuros en los datos. Se definen algunas métricas claves
para evaluar la relevancia de las reglas en cuestidon, concluyendo que las medidas
mas utilizadas son el soporte y la confianza, aunque los resultados obtenidos con
el uso de estas son subjetivos, pues estan condicionados por el intelecto humano.
Luego se presentan algunos de los algoritmos utilizados en el proceso de extraccion de
reglas, quienes extraen una cantidad de reglas elevadas dificultando la interpretacién de

los expertos.

Muchas de las reglas arrojadas por los algoritmos de extraccion aportan conocimiento
redundante por lo que la eliminacion de las mismas reduce el conjunto que se le
presentara a los especialistas, lo cual facilita una mejor interpretacion y toma de
decisiones. Por ultimo se presentan varios trabajos que tratan la redundancia en reglas
de asociacion partiendo de sus propios conceptos. Estas investigaciones no asumen
como reglas redundantes a aquellas que aportan un conocimiento que es conocido

previamente por los especialistas, premisa fundamental de este trabajo.



2 CAPITULO 2@ ALGORITMO  GUIADO  POR
CONOCIMIENTO  PREVIO  PARA LELIMINAR

REDUNDANCIA

2.1 Introduccion

En este capitulo se abordan todos los elementos necesarios para el desarrollo de un
algoritmo que elimine redundancia en reglas de asociacién a partir del conocimiento
previo. Se define de manera formal (definicibn matematica) el concepto de redundancia,
el cual conforma la base para la realizacion del algoritmo. Muchos axiomas matematicos
son utilizados para el proceso de reduccién de redundancia, algunos de ellos se proponen

en este capitulo.

Luego de que se presentan todos los elementos necesarios para el entendimiento del
algoritmo se procede a la presentacion formal, y posteriormente su aplicacién en
diferentes modelos de datos. Una vez es aplicado el algoritmo, se analizan y evaltuan los

resultados arrojados segun su comportamiento.

2.2 Redundancia basada en el conocimiento previo

Como se detall6 en el capitulo anterior existe una incapacidad en las definiciones
propuestas por los investigadores para detectar todas las variantes de redundancia y para
utilizar el conocimiento que tienen los especialistas acerca del dominio. De acuerdo con
Toivonen (Toivonen, et al., 1995) una regla de asociacién es redundante si corresponden
a conocimiento previo. Partiendo de esta premisa en este trabajo se propone una nueva
definicion que cubre todos los casos de redundancia y que introduce la nocion del
conocimiento previo, que no es mas que un conjunto de reglas aportadas por
especialistas de un determinado dominio y que se consideran con confianza uno. Las

reglas aportadas por los expertos son las de mayor importancia puesto que representan



un conocimiento adquirido y comprobado a través de la practica. A continuacion se
presenta de manera formal la definicion de redundancia con respecto al conocimiento

previo.

Definicion 2.1: Sea S el conjunto de reglas fuertes extraidas de una base de datos y S,
el conjunto de reglas previamente conocidas las cuales se consideran con confianza 1,
definidas bajo el mismo dominio que S. Laregla R: X — Y € S es redundante con respecto
a S. si existe una regla R: X' - Y' € S, y que satisface alguna de las restricciones

siguientes:

1- X' S XAY' CY
2- X'CSXAIR": X" ->Y"eSX"cY' AYcyY”
3-YCY AX' CX
4- X' XA\Y' X
5- X' CYAY' CY

Antes de proponer un ejemplo concreto con una base de transacciones se retoman las
de reglas redundantes que se mostraron en el capitulo anterior y que no eran detectadas
por las definiciones propuestas por los investigadores. Seguidamente se comprueba

como estas reglas son cubiertas por la definicién 2.1

Leche = Pan

Pan — Mantequilla

Leche y Picadillo - Pan y Mostaza

)
)

3) Leche = Mantequilla
)
) Leche y Pan — Queso
)

Jugo — Leche y Pan

La regla 3 satisface la condicién 2 de la definicién 2.1 tomando a Leche - Pan como R’,
a Pan — Mantequilla como R" y a Leche - Mantequilla como R. En este caso se cumple

que Leche(X") € Leche(X) APan(X'") € Pan(Y') A Mantequilla(Y) S Mantequilla(Y"").



La regla 4 satisface la condicion 1 de la definicién 2.1 tomando a Leche - Pan como R’y
Leche y picadillo - Pan y Mostaza como R. En este caso se cumple que Leche(X') ©
Leche y Picadillo(X) APan(Y') € Pan y Mostaza(Y).

La regla 5 satisface la condicion 4 de la definicion 2.1 tomando a Leche —» Pan como R’ y
Leche y Pan - Queso como R. En este caso se cumple que Leche(X')C<

Leche y Pan(X) APan(Y') € Leche y Pan(X).

La regla 6 satisface la condicion 5 de la definicion 2.1 tomando a Leche - Pan como R’ y
Jugo — Lechey Pan como R. En este caso se cumple que Leche(X')c
Leche y Pan(Y) APan(Y') € Leche y Pan(Y).

Es importante aclarar que en las demostraciones anteriores no se toma ninguna regla
como conocimiento previo, sino que se basan en la redundancia de una regla con
respecto a las otras, todas pertenecientes al conjunto generado por un algoritmo. Estos
ejemplos solo se realizaron para demostrar como las condiciones descritas en la
definicion 2.1 abarcan los casos de redundancia que son ignorados por otros

investigadores.

A continuacion se muestra un ejemplo formal donde se utiliza un conjunto de reglas
extraidas a partir de la informacién que brinda la Tabla 2.1. Este ejemplo cuenta con
varias reglas aportadas por los especialistas y con un umbral de confianza y soporte

definido.

Tabla 2.1: Itemsets y soportes

Filas Items soporte Conjunto de items ‘

1 ACD 1/5 D

2 B,C,E 2/5 AB, AE, ABC, ABE, ACE,
ABCE

3 AB,CE |3/5 A, AC, BC, CE, BCE

4 B.E 4/5 B,C,E, BE



S) ABCE |1 {0}

Ejemplo 2.1

En la parte izquierda de la Tabla 2.1 se representa una base de datos D mientras que en

la parte derecha se muestran los conjuntos de items presentes en la misma con sus

respectivos soportes. Las reglas B - Cy C — E son suministradas como conocimiento

previo S, por parte de los especialistas. Asumiendo umbrales de soporte y confianza del

40%, el conjunto de reglas fuertes es el siguiente: {A - B,B->AA->E,E—>AA->
BC,AB - C,AC - B,B—> (CA,BC - A,C - AB,A—- BE,AB - E,AE - B,B - AE,BE -

A E—->AB,A—- CE,AC - E,AE - C,C - AE,CE - A E - AC,A - BCE, AB - CE, AC -
BE, AE —» BC, ABC - E, ABE —» C, ACE - B, B —> ACE, BC —» AE,BE — AC,BCE —
A,C - ABE,CE - AB,E - ABC,A->(C,C->AB-(C,C->B,C->EE->CB-CEBC-
E,BE - C,C - BE,CE > B,E>BCB—->E,E—- B}

1-

Laregla A — BC satisface la condicion 5 en la definicién 2.1 con respecto a la regla
B — C perteneciente a S. (B € BC AB < BC) por lo que es redundante respecto al
conocimiento previo.

Teniendo laregla AB — C y la regla perteneciente al conjunto S. B — C se satisface
la condicién 3 en la definicién 2.1 (C <€ C AB < BC), como consecuencia la regla
es redundante.

La regla B — CA es redundante con respecto a laregla B —» C en S, debido a que
se satisface la condicion 1 en la definicion 2.1 (B € BAC < CA).

La regla de asociacion ,BC — A satisface la condicién 4 de la definicién 3.1 con
respecto a laregla B — C perteneciente a S, (B € BCAC < BC).

La regla AB — E satisface la condicion 2 en la definicion 2.1 tomando a B - C

comoR'ylareglaC - EcomoR”" (BS ABAC S CAE CE).

La lista completa de reglas redundantes se presenta en la Tabla 2.2 donde el numero de

la columna representa el numero de la restriccion o condicién que cumplen de acuerdo a

la definicion 2.1.



Tabla 2.2: Reglas redundantes del Ejemplo 2.1

B-CA AB->E AB-»(C BC—-A A-BC
CoAE A->BE AC-E CCE-A A-CE
B—->ACE B->AE ABC->E ACE—->B A- BCE
BC—->AE AC->BE ABE->C BCE—->A AE - BC

BE - AC C - ABE CE - AB E - ABC
B - CE B->E CE-B BC-E
BE - C E - BC
C - BE
AB - CE

2.3 Axiomas de Armstrong como base del mecanismo de reduccion de

redundancia

Los axiomas de Armstrong (Armstrong, 1974) son un conjunto de reglas de inferencia que
se utilizan para obtener el conjunto minimo de dependencias funcionales de una base de
datos a partir de las cuales se deriven el resto de las dependencias funcionales del

dominio. Los axiomas de Armstrong utilizados en este trabajo son los siguientes:

» SiY C X entonces X - Y Axioma de Reflexividad
» Si X->YyY - Zentonces X - Z Axioma de Transitividad

> Si X - Y entonces XZ - Y Axioma de Aumentatividad

Las relaciones entre las reglas de asociacion y las dependencias funcionales han sido
estudiadas por la comunidad cientifica con vistas a adaptar los algoritmos exitosos en
cada uno de los campos para utilizarlo en el otro. El tratamiento de la redundancia ha sido

considerado como un problema de particular interés para ambas tematicas pero mientras



que las dependencias funcionales tienen un esquema matematico a partir de los axiomas
de Armstrong para encontrar el conjunto de dependencias minimo, en las reglas de
asociacion no hay un mecanismo que permita obtener el conjunto de asociaciones

minimas con la misma certeza.

En este trabajo se propone el uso de los axiomas de Armstrong para constatar si una
regla es redundante con respecto a un conjunto de reglas de asociacién conocidas
previamente por los expertos del negocio tratado (conocimiento previo). Por esta razon
se debe comenzar por comprobar que los axiomas cubren las condiciones de

redundancia presentadas en la definicion 2.1.

La condicion X' € X AY' € Y produce dos tipos de redundancia. El primero es cuando se
satisface que Y' =Y lo que implica que la regla es redundante en su totalidad y puede
ser podada. El segundo es cuando se satisface que Y’' € Y lo que implica que solo
algunos elementos de la regla son redundantes y solo ellos pueden ser podados. Esta
condicién es verificada aplicando los axiomas de reflexividad (Si Y € X entonces X - Y),
aumentatividad (Si X — Y entonces XZ — Y) y transitividad (Si X - Y y Y — Z entonces
X — Z) para separar la reglas que se analizan en reglas con consecuente simple. Luego
para cada regla con consecuente simple se comprueba si existe una regla R’ en S, que
al aplicarle los axiomas de aumentatividad al antecedente y de aumentatividad,
transitividad y reflexividad al consecuente se obtiene R’ = R. A continuacién se presenta

un ejemplo:

La regla AB = CE es redundante con respecto al conocimiento previo S, ={B - C; C =
E}, puesto que satisface la condicion 1 de la definicion 2.1. Tomando esta regla como R
se aplica el axioma de reflexividad el cual garantiza que C — C, luego por aumentatividad
se obtiene que CE — C, por lo que por transitividad se asegura que AB — C. De la misma
manera la regla AB — E es obtenida. Una vez son obtenidas las reglas con consecuentes
simples se selecciona B — C como R’. Aplicando aumentatividad de A en R’ se obtiene

R'=AB — C, lo cual satisface que R’ = R, por lo que la regla AB — CE es redundante.



La condicion X' € X AIR": X" -Y" €S.:X" CY' AY CY" puede ser alcanzada por la
aplicacion directa del axioma de transitividad debido a que es equivalente a dicho axioma.

A continuacion el ejemplo correspondiente:

Laregla B - E es redundante con respecto al conocimiento previo S, = {B - C; C - E},
puesto que satisface la condiciéon 2 de la definicion 2.1. La aplicacion del axioma de

transitividad sobre las reglas B - C; C — E pertenecientes a S. genera laregla B = E.

La condicion Y €Y' AX' € X es verificada de la misma manera que la condicién 1
anteriormente presentada. Se aplican los axiomas de aumentatividad, reflexividad y
transitividad para separar la regla en reglas con consecuentes simples. Luego para cada
una de las reglas de consecuente simple, se comprueba si aplicando los axiomas de
aumentatividad en el antecedente y transitividad, reflexividad y transitividad en el
consecuente de las reglas conocidas se obtienen reglas iguales. A continuacion se

presenta un ejemplo:

La regla AB — C es redundante con respecto al conocimiento previo S, = {B = C; C =
E}, puesto que satisface la condicion 3 de la definicidon 2.1. En este caso no es necesario
aplicar los axiomas para separar el consecuente puesto que la regla en si posee
consecuente simple. Tomando B — C como R’ se le aplica el axioma de aumentatividad
con lo que se genera la regla en analisis AB — C, con lo que se asegura que es

redundante.

La condicion X' € X AY' € X es verificada con la aplicacion de los axiomas de

aumentatividad y transitividad. A continuacion se presenta el ejemplo:

Laregla BC - A es redundante con respecto al conocimiento previo S, = {B = C; C —
E}, puesto que satisface la condicidon 4 de la definicion 2.1. Aplicando aumentatividad de
un elemento B sobre B — C se obtiene BB — BC y por transitividad con la regla analizada

BC — A se genera laregla BB — A que es equivalente a B — A.



La condicién X' € Y AY' € Y al igual que en casos anteriores es verificada aplicando los
axiomas de aumentatividad, reflexividad y transitividad para separar la regla en reglas
con consecuentes simples. Luego se aplica el axioma de transitividad en orden de obtener

alguna de las reglas de consecuentes simples. A continuacion se presenta un ejemplo:

La regla A - BC es redundante con respecto al conocimiento previo S, = {B - C; C —
E}, puesto que satisface la condicion 5 de la definicion 2.1. Como se mostro en ejemplos
anteriores la regla es separada en A - B y A - C cuyos consecuentes son simples.
Luego aplicando transitividad entre las reglas A - B y B — C se obtiene A = C por lo que

la misma es redundante.

Con las demostraciones anteriores se prueba que a través de los axiomas de Armstrong
se cubren cada una de las condiciones establecidas en la definicion 2.1. No obstante
queda por demostrar que con la aplicacién de los axiomas no se deriven reglas que no
cumplan con los umbrales de soporte y confianza establecidos por los especialistas. Para
ello se muestra como los axiomas cumplen con la propiedad de informatividad y de

derivacion que debe cumplir una base.
1- Axioma de Reflexividad
SiY S XentoncesX - Y

El soporte de una regla de asociacion inferida a partir de este axioma sera Sop(X —
Y) =sop(X) y si el itemset X cumple con el umbral de soporte entonces la regla

también lo satisface. La confianza de la regla puede expresarse como conf (R) =

sop(X-Y)
sop(X)

garantizado y la regla de inferencia es valida para las reglas de asociacion, gracias a

=1, por tanto el cumplimiento del umbral de soporte y confianza estara

que cumple con la propiedad de informatividad.

La propiedad de derivacion esta garantizada debido a que el axioma es utilizado para
podar una regla o reducir elementos redundantes en el antecedente o consecuente.

La regla obtenida sera parte del conjunto de reglas fuertes debido a la clausura



descendente de soporte (El soporte de cualquier subconjunto de un conjunto de items
es mayor o igual que el soporte de ese conjunto de items. Lo que implica que todo
subconjunto de un conjunto frecuente de items es también frecuente.) y cumplira con

el umbral de confianza.

2- Axioma de la Transitividad

SiX->YyY - _Zentonces X - Z

En este caso es imposible determinar si la regla resultante (X — Z) logra satisfacer
los umbrales establecidos para el soporte y la confianza. Para satisfacer la
informatividad el soporte de los itemsets frecuentes son necesarios, por lo que
estos datos son elementos importantes para la base. Si contamos con el soporte
de X U Z podriamos calcular la confianza de X —» Z . De la misma manera la
propiedad de derivacién de reglas redundantes seria comprobada al calcular la

confianza de X — Z y verificar que la misma sobrepase el umbral definido.

3- Axioma de Aumentatividad
Si X > YentoncesXZ -Y
Como en el caso anterior la propiedad de informatividad se garantiza conociendo
el valor del soporte de los itemsets frecuentes, lo cual permite calcular la confianza.
En cuanto a la propiedad de derivacion de reglas redundantes es necesario
también calcular la confianza y verificar que cumpla con el umbral definido por el

usuario.

Hasta este momento se ha comprobado que no es posible asegurar la calidad de una
regla de asociacion inferida a partir de la aplicacién de los axiomas de Armstrong. Por
esta razodn los itemsets frecuentes y su soporte son indispensables para comprobar la
importancia de una regla. No obstante si es posible reducir un conjunto de reglas cuya

calidad ya es conocida.

El mecanismo que se propone en este trabajo no realiza inferencia de reglas nuevas, sino

que utiliza los axiomas para reducir elementos en el antecedente y consecuente de las



reglas, ya que el resultado de cualquier reduccion es una regla previamente obtenida.
Para detallar la anterior afirmacion se toma en cuenta que una regla de asociacion es
construida a partir de itemsets frecuentes, aquellos que tienen soporte mayor o igual que
el minimo definido por el usuario. El espacio de busqueda para obtener los itemset

frecuentes esta asociado al reticulo que conforman los conjuntos de items, ver Figura 2.1.
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Fig 2.1 Reticulo de items

Cuando se recorre el reticulo desde el conjunto vacio hasta el conjunto universo el
soporte de los elementos disminuye. Este comportamiento es justamente la propiedad de

clausura descendente que constituye la base de los algoritmos mas conocidos para la
extraccion de reglas de asociacion.

La generacién de las reglas de asociacion parte de un itemset frecuente y genera todas
las reglas posibles considerando particiones de dos elementos (antecedentes y
consecuentes) (Agrawal, et al., 1994). Cualquier reduccion que se realice en el

antecedente o consecuente de la regla generara un nuevo itemset que de acuerdo a la



propiedad de clausura descendente sera frecuente, o sea que cumple con el umbral de
soporte establecido por el usuario. Todas las reglas que se obtengan a partir de este
proceso fueron evaluadas por el algoritmo de extraccion. En este punto es importante
sefalar que la regla obtenida por reduccién puede no encontrarse en el conjunto de reglas
resultante por no haber satisfecho con el umbral de confianza, pero de cualquier forma

fue obtenida previamente y analizada.
2.3.1 Formalizaciéon del mecanismo de reduccion

Para formalizar el mecanismo de reduccion a partir de lo anteriormente planteado se tiene
que. Sea S, un conjunto de reglas conocidas, que se considerara con confianza 1, dentro
de un dominio D y sea X — Y una regla de asociacién obtenida desde un conjunto de
datos, de manera tal que X € D,Y € D y XNY = @. Sean R,, R, P tres operadores que
reducen el antecedente, el consecuente o eliminan la regla respectivamente. Con
intencion de usar los axiomas de Armstrong para la implementacion de los operadores es
necesario controlar el efecto de los mismos sobre el soporte y la confianza de la regla

resultante.

En el caso del operador P que elimina la regla si es redundante, de manera trivial se
comprobd6 que no hay influencia del uso de los axiomas sobre el soporte y la confianza
de la regla ya que esta es descartada. Para el caso de la reduccion del consecuente R,
la nueva regla tendra la forma X — Y — A donde A es el atributo que se desea eliminar. El
soporte de la nueva regla esta dado por sop(X - Y —A) = sop(X UY — A). Se puede
asegurar que la regla satisface el umbral de soporte gracias a la propiedad de clausura

descendente del soporte la cual garantiza que sop(X UY — A) = sop(X U Y). Para el caso

sop(XUY—A)

de la confianza en la nueva regla sera conf(X - Y —A) = p——

y otra vez debido a

la propiedad de clausura descendente del soporte el valor del numerador de la ecuacion
sera igual o mayor que el de la regla original mientras que el numerador tendra el mismo
valor y por tanto el valor de la confianza de la regla resultante de la reduccion sera al

menos igual a la confianza de la regla original.



Cuando se realiza una reduccién al antecedente R, se obtiene una regla de la forma X —
A — Y siendo A el atributo que se desea eliminar. El soporte de la nueva regla se queda
de laformasop(X — A - Y ) = sop((X — A) UY) este valor es igual o mayor que el soporte
de la regla original gracias a la propiedad de clausura descendente del soporte ya que

X — A es subconjunto de X. En el caso de la confianza se calcularia como conf (X — A »
Y) =

garantiza que el valor del numerador sera igual o mayor que el de la regla original ya que

sop((X—A)UY)
sop(X—-A)

a partir de la propiedad de clausura descendente del soporte se
sop((X —A)UY) € X UY pero de igual forma el valor del denominador sera igual o mayor
que el de la regla original y no es posible establecer una relacion proporcional que dado
el aumento en el numerador y el denominador garantice que la regla obtenida sobrepase
el umbral definido para el proceso de extraccion. Por esta razén se hace necesario contar
con los itemsets frecuentes y su soporte para realizar el calculo de la confianza que, como
se demuestra en este caso, cuando se reduce un elemento en el antecedente es
indispensable, debido a que no se puede garantizar que supere el umbral definido. La
regla resultante del proceso de reduccién es podada de no cumplir con la calidad
requerida al igual que la regla que le dio origen, ya que es resultado de elementos
conocidos con los que es redundante y un conocimiento que no satisface el umbral de

calidad del modelo y por tanto, no debe tenerse en cuenta.

Ha quedado demostrada la validez de los axiomas de Armstrong como base del
mecanismo propuesto. Cualquier reduccion que se realice en el consecuente genera una
regla previamente obtenida por el algoritmo de extraccidn y la misma cumplira con el
umbral de soporte y confianza. Al reducir un elemento en el consecuente es necesario
realizar el calculo de la confianza, unico parametro que no es posible asegurar que

cumpla con el umbral establecido.

2.4 Algoritmo guiado por conocimiento previo

En esta seccion se presentan dos algoritmos, el primero para reescribir las reglas que

presenten elementos redundantes con respecto al conocimiento previo (Fig 2.2) y el



segundo, utilizado para podar reglas que no aportan ningun conocimiento ajeno respecto

al que posee a priori (Fig 2.3).

Para eliminar un elemento A del antecedente de una regla se debe de alcanzar el
consecuente de la regla a partir del conocimiento previo. La primera parte del algoritmo
(Fig 2.2) utiliza esta propiedad para cada elemento del antecedente calculando el cierre
(Armstrong, 1974) del nuevo antecedente, o sea en una regla X — Y seria X — {A}, sobre
las reglas referentes al conocimiento previo unido a la propia regla que se esta analizando
y comparando el resultado con el cierre del mismo antecedente sobre las reglas
referentes al conocimiento previo unido a una nueva regla donde el elemento A no
formaria parte del antecedente. Si ambos resultados son iguales entonces el elemento A
es eliminado del antecedente de la regla. El umbral de confianza debe ser verificado
puesto que al eliminar un elemento del antecedente se puede garantizar que la regla
cumple con el soporte, por la propiedad de clausura descendente, pero no significa que

cumpla con el umbral de confianza como se explica en la seccion anterior.

Para eliminar un elemento W del consecuente de la regla se tiene que aplicar un
procedimiento similar al caso anterior, pero no es necesaria la comprobacién del umbral
de confianza debido a que en este caso, al reducir elementos en el consecuente el
soporte de la regla puede aumentar debido a la clausura descendente de soporte y el

soporte del antecedente sigue siendo el mismo, o sea que en la formula del calculo de

sop(X-Y)

confianza (COTlf(R) = sop(X)

) el numerador aumenta o se mantiene y el denominador

no varia por lo que la confianza sera igual o mayor a la de la regla tal como se explica en

la seccion anterior.



Entrada: Conjunto de reglas previamente conocidas S.. Regla a ser reescrita R; expresada de la forma
X-V

Salida: Regla reescrita R’;
F=5.UR;
for all elemento 4 € X do
if (X — A)*sobre F = (X — A)*sobre((F —R;)) U (X—A) = Y) then

Ri=X—-A-Y
end if
end for
if conf (R;) = umbral then
podar(R;)

end if
for all elemento W € Y do
if (X*sobre F = X*sobre(F —R;))UX - Y — W) then

Ri=X->Y-W
end if
end for
return R';
Fig 2.2: Algoritmo para la reescritura de reglas
Ejemplo 2.2

En el ejemplo 2.1 se encontré un grupo de reglas a partir de los itemsets frecuentes
expuestos en la Tabla 2.1, las mismas fueron analizadas y fueron descritas todas aquellas
que presentaban redundancia en la Tabla 2.2. Segun esta Tabla la regla AB - C es

redundante. Aplicando el algoritmo que se expone en la Figura 2.2 se obtiene:

1- Para eliminar un elemento del antecedente de laregla. F ={B - C,C - E,AB -
C},F,={B-C,C > EB—-C},BtsobreF ={B,C,E}, B* sobre F; = {B,C,E}.

Ambos cierres son iguales por lo que el elemento A puede ser eliminado.



2- Verificacion del cumplimiento del umbral de confianza conf (B — C) :%:0.75

=0.40. La regla satisface el umbral de confianza.

Entrada: Conjunto de reglas previamente conocidas S,
Regla candidata a ser podada R; expresada de la forma

X=Y
Salida: Valor booleano que indica si la regla puede ser podada
P=g;
if ¥ € (X")sobre F then

return true
else

return false
end if

Fig 2.3: Algoritmo para la poda de reglas

Ejemplo 2.3

En el ejemplo 2.1 se encontré un grupo de reglas a partir de los itemsets frecuentes
expuestos en la Tabla 2.1, las mismas fueron analizadas y fueron descritas todas aquellas
que presentaban redundancia en la Tabla 2.2. Segun esta Tabla la regla B —» CA es

redundante. Aplicando el algoritmo que se expone en la Figura 2.2 se obtiene:

1- Para eliminar un elemento del consecuente de la regla. F={B - (C,C - E,B -

CA}, F,={B-CC—->EB-A}, BtsobreF={B,CEA}, B*sobreF, =



{B,C,E,A}. Ambos cierres son iguales por lo que el elemento C puede ser
eliminado.

2- En este caso no es necesario comprobar que la confianza sea superior al umbral
puesto que sera igual o mayor gracias a la clausura descendente de soporte y la
propia formula del calculo de confianza como se explicé anteriormente en esta

seccion.

Una regla con redundancia respecto al conocimiento previo puede ser podada si se logra
obtener el consecuente de la misma a partir de las reglas que se conocen a priori, con
las cuales es necesario contar para realizar dicha verificacion. Si el consecuente de la
regla es subconjunto del cierre que se le realiza al antecedente de la misma esta puede
ser podada. El algoritmo que se presenta en la Figura 2.3 realiza esta tarea y retorna
valor verdadero en caso de que se cumpla la condicion expuesta anteriormente o falso

en caso contrario. Ver ejemplo 2.4.
Ejemplo 2.4

En el ejemplo 2.1 se encontré un grupo de reglas a partir de los itemsets frecuentes
expuestos en la Tabla 2.1, las mismas fueron analizadas y fueron descritas todas aquellas
que presentaban redundancia en la Tabla 2.2. Segun esta Tabla la regla B —» CE es

redundante. Aplicando el algoritmo que se expone en la Figura 3 se obtiene:

1- F={B->C(,C - E}
2- Elcierre B* sobre F = {B, C,E}, el consecuente de la regla {C,E} y es subconjunto

del cierre por lo que la regla puede ser podada.

2.5 Complejidad algoritmica

La complejidad temporal de un algoritmo es una funcién T(n) que mide el numero de
instrucciones realizadas por un algoritmo para procesar n elementos de entrada, donde

cada instruccion tiene asociado un costo temporal. En aras de la simplicidad T(n)



representa una funcion que se denota como T'(n) = 0(f(n)) si existen constantes ¢ > 0

yn, = 0 tal que T(n) < cf(n) para todan > n,.

Para el algoritmo que se presenta en la Figura 2.2 se considera a como el numero de
atributos y simbolos pertenecientes al conjunto S, y p el numero de reglas previamente
conocidas. La complejidad para calcular el cierre es 0(n) como muestra Maier (Maier,
1983). El tiempo de ejecucion para el primer ciclo (para reducir en el antecedente) es de
a * 2p considerando que p es el nimero de reglas del conjunto F y F’, ademas de que el
cierre es calculado en dos ocasiones con un costo O(p). Esta complejidad puede ser
aproximada a O(ap) debido a que la constante (2) puede ser ignorada. El tiempo de
ejecucion para el segundo ciclo (para reducir el consecuente de la regla) toma el mismo
valor que en caso anterior a *2p debido a que realiza las mismas operaciones
computacionales por lo que la complejidad en este paso también es de O(ap). Para
obtener la complejidad del algoritmo en su totalidad las complejidades del primer ciclo y
del segundo deben ser adicionadas por lo que quedaria O(ap) + O(ap) = 2 O(ap). La
constante puede ser ignorada por lo que el valor total de la complejidad del algoritmo

presentado en la Figura 2.2 es de O(ap).

La complejidad temporal del algoritmo presentado en la Figura 2.3 es mas simple debido
a que solo hace uso del proceso de cierre cuya complejidad es O(p). La complejidad
temporal para el proceso de reduccion y poda completo seria la suma de O(ap) + 0(p).
La complejidad se aproxima a la mayor de las 2 funciones correspondiente a los
algoritmos, por lo que el valor final seria O(ap). Los valores de a y p normalmente son
mucho menores que los valores asociados al numero de transacciones y items de una

base de datos.

Los algoritmos de extraccion de reglas de asociacion poseen una complejidad mucho
mayor como se muestra en Kosters (Kosters, et al., 2003) que la presentada. Debido a
este elevado nivel de complejidad es que se propone un mecanismo de reduccion que
actua post procesamiento, o sea una vez que fueron generadas las reglas. Este

procedimiento es mas eficiente que si se aplicara el conocimiento previo como una



restriccion dentro de los algoritmos de extraccion, lo que obligaria a ejecutarlos para cada
usuario segun el conocimiento que estos posean. Sin embargo la propuesta presentada
permite realizar de manera rutinaria el proceso de reduccion para cada usuario y el

conocimiento que estos posean.

2.6 Resultados experimentales

En esta seccidbn se aplica el algoritmo utilizando como ejemplos tres modelos
multidimensionales. El primero perteneciente al censo poblacional de los Estados Unidos,
el segundo almacena informacion de inversiones en la bolsa y el tercero representa datos
hipotéticos de hongos. Para llevar a cabo la experimentacion se implemento el
mecanismo propuesto, para realizar el proceso de manera automatica. Para la
implementacion se utilizé el lenguaje de programacion Java 6 y las pruebas fueron
realizadas en una computadora con procesador core i5 y 6 MB de memoria RAM. Mas
adelante se presentaran los resultados obtenidos por el algoritmo y un analisis de los

mismos.

2.6.1 Modelos Multidimensionales

A continuacion se presentan los modelos a los que se les aplicara el algoritmo de
extraccion Cogare con el fin de obtener las reglas fuertes que se derivan de los mismos.
Estas reglas son las que se utilizaran conjuntamente con las de conocimiento previo para

aplicar el algoritmo expuesto en este capitulo.
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Fig 2.4 Modelo multidimensional de censo de poblaciéon de Estados Unidos

El primer cubo de datos (Fig 2.4) hace referencia a datos extraidos en un proceso de
censo en los Estados Unidos. El modelo cuenta con 9 dimensiones cada una con

diferentes niveles de granularidad.
Ejemplo: Dimension Pais {Pais (nombre), Continente, Todo}

El segundo modelo de datos (Fig 2.5) se refiere a la informacion sobre la inversion en
bolsa. El cubo consta de 14 dimensiones. También se aprecian las distintas jerarquias de
las dimensiones. Las jerarquias tienen en el nivel base los valores concretos, Values.
Dichos valores se pueden agrupar siguiendo una relacion de parentesco en el nivel
Calidad, Quality, que en este caso sera Mala, Normal o Buena. Y finalmente, el nivel

superior de la jerarquia corresponde a lo que se ha denominado Todos, All.



Ejemplo: Dimension Numero de intercambios {Numero de intercambios (valor), Calidad,
Todo}
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Fig 2.5 Modelo multidimensional de inversiéon en bolsa

El tercer modelo de datos (Fig 2.6) se refiere a un estudio que incluye descripciones de
muestras hipotéticas correspondientes a 23 especies de setas con aletas en el Agaricus
y familia Lepiota. Cada especie se identifica como sin duda comestible, sin duda
venenosa Yy no se recomienda. El cubo cuenta con siete dimensiones que presentan

niveles de jerarquias.

Ejemplo: Dimensién Poblacion {Poblacion (nombre), Abundante, Agrupado, Solitario,
Todo}
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Fig 2.6 Modelo multidimensional de Hongos
2.6.2 Resultados y analisis

En la realizacion de este experimento, para ambos cubos fueron utilizadas seis reglas
como conocimiento previo, que representan conocimiento trivial dentro del dominio. Los
resultados se recogen en la Tabla 2.3 donde cada fila representa un experimento que

consiste en los siguientes pasos:

1- Encontrar el conjunto de reglas de asociacién que satisfacen el umbral de soporte
definido en la columna 2. La confianza utilizada es de 0.04. En esta tarea se utiliza

la implementacién de COGARE disponible en la herramienta Cube Factory



disefiada para implementar modelos multidimensionales. La cantidad de reglas
obtenidas para cada cubo de datos se muestran en la columna 3.

2- Una vez obtenidas las reglas se procede a la aplicacion del algoritmo de reduccion
de redundancia a partir del conocimiento previo, el cual consta de dos partes
definidas en las Figuras 2.2 y 2.3, para el proceso de reescritura y poda. Las
columnas 4 y 5 muestran la cantidad de reglas reducidas y la cantidad de reglas
podadas respectivamente.

3- El nimero de reglas que forman parte del conjunto final es presentado en la
columna 6 mientras en la columna 7 y 8 se presentan el indice de reduccion de

reglas y el indice de poda respectivamente.

Tabla 2.3 Experimentos realizados a los cubos de datos

Cubo de Soporte Reglas Reglas Reglas Reglas Indice de Indice

Datos Simplificadas Podadas Finales Reduccion de Poda
‘Censo 001 3408 1119 942 2465 045 027

Censo 0.03 835 303 242 593 0.51 0.28
Censo 0.05 458 190 158 268 0.70 0.32
Censo 0.07 229 94 79 150 0.62 0.34
Censo 0.09 163 60 51 112 0.53 0.31
Censo 0.11 114 34 23 91 0.37 0.20
Bolsa 0.2 11010 4254 5592 5418 38.63 50.79
Bolsa 0.3 3314 949 2225 1089 28.63 67,13
Bolsa 0.4 1230 288 904 326 23.41 73.49
Bolsa 0.5 351 41 294 55 11.68 84,24
Bolsa 0.6 212 47 64 148 22.16 30.18
Hongos 0.3 78998 34655 29154 49844  43.86 36.90
Hongos 0.4 5767 2484 1225 4542 43.07 21.24
Hongos 0.5 1148 439 200 948 38.24 17.42

Hongos 0.6 266 74 88 178 27.81 33.08



Hongos 0.7 180 64 83 97 35.55 46.11

Los datos utilizados para evaluar los resultados son el indice de poda y el indice de

reduccion los cuales son calculados de la siguiente manera:

Reglas Podadas Reglas Reducidas "

* 100 Indice de Reduccion = 100

Reglas Extraidas Reglas Extraidas

Indice de Poda =

Como se puede observar en la Tabla 2.3 los indices de poda crecen a medida que
aumenta el soporte en los modelos correspondientes al censo y a la bolsa hasta que se
llega a niveles mayores. En el caso del cubo de datos del censo el crecimiento se aprecia
hasta que el soporte es menor a 0.07 y en el caso del cubo de datos de la bolsa los
indices crecen hasta que el soporte es 0.5. Para el modelo con informacion de los hongos,
el indice de poda se comporta de manera opuesta, comienza decreciendo hasta que el

soporte es de 0.6, a partir de ese valor se comienza a mostrar un crecimiento.

En cuanto al indice de reduccion los modelos con datos referentes a la bolsa y a los
hongos se comportan de manera similar; sus numeros decrecen hasta llegar a valores de
soporte de 0.5 y 0.6 respectivamente. El cubo de datos del censo se comporta de manera
diferente, su indice de reducciéon comienza creciendo hasta que el soporte toma valor de

0.05, para soportes mayores comienza a ascender.

Como se ha podido observar es imposible establecer una relacién o patrén de
comportamiento entre los modelos de datos debido a la inestabilidad en los resultados
arrojados por los indices de reduccién y de poda para cada uno de ellos. Este fenémeno
se debe a la relacion que existe entre el soporte, la cantidad de reglas extraidas a partir

de este y el conocimiento previo.

A medida que el umbral de soporte va aumentando la cantidad de reglas extraidas va
disminuyendo puesto que seran menos las que lo satisfagan. Aquellas reglas que son
descartadas van a tener incidencia en los indices de reduccién y poda segun la relacion
de las mismas con el conocimiento previo. Si gran parte de las reglas descartas por no

cumplir con el soporte, fueron reducidas por el algoritmo, entonces el indice de reduccion



se vera afectado con respecto al valor de este mismo indicador para un soporte menor.
De igual manera si en el conjunto de reglas descartadas no se encuentran en gran medida
reglas que fueron reducidas por no tener relacién con respecto al conocimiento previo, el
numero total de reglas disminuira mucho mas que el numero de reducidas. Cuando esto
sucede entonces se eleva el indice de reduccion con respecto a esa misma métrica para

un soporte menor.

Al igual que para el indice de reduccion, si el soporte aumenta la cantidad de reglas
extraidas disminuye. Mientras que estas reglas que son descartadas no tengan gran
impacto en cuanto al conocimiento previo, o sea, que no se deriven de este en gran
medida, el conjunto de reglas disminuird mucho mas que la cantidad de reglas podadas

por lo que el indice de poda aumentara.

Al llegar a niveles mayores de soporte el numero de reglas que cumplan con este umbral
va a ser mucho mas reducido. Al ocurrir este hecho, aumenta la probabilidad de que las
reglas descartadas sean derivadas del conocimiento previo y se disminuya la cantidad de

reglas podadas y reducidas, por tanto de igual manera disminuiran los indices.

Este comportamiento se aprecia en las Figuras 2.7, 2.8 y 2.9, que muestran los indices
de poda para cada uno de los cubos de datos. Es necesario aclarar que solo se muestra
este parametro por ser el mas importante a la hora de evaluar el algoritmo debido a que
representa las reglas que dejaran de formar parte del conjunto final que sera interpretado
por los expertos y que hacen que sea mucho mas ligero. Ademas, es el indice de poda
el que se analiza y evalua con mayor empefo por parte de las variantes de reduccion de

redundancia existentes.
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Otro fendmeno que se aprecia en las Figuras 2.7, 2.8 y 2.9 es la disminucion de los
indices de poda acorde a la cantidad de reglas de asociacion que pertenecen al
conocimiento previo. Las Figuras recogen los datos de indices de reduccién con una
variacion de la cantidad de reglas conocidas que va desde una regla hasta seis. Como
es de suponerse cuanto mayor es el conjunto conocido, el indice de poda aumenta
considerablemente debido a que habra un mayor niumero de reglas de las extraidas que
se deriven de lo que se conoce a priori. Los valores correspondientes al indice de poda
con un numero de reglas conocidas menores que 6 es una media de los resultados
arrojados por el algoritmo que se aplicé a todas las combinaciones posibles para 5, 4, 3,

2y 1 regla a partir del conjunto de 6 iniciales con las que se cuenta.
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2.7 Comparacioén entre un mecanismo tradicional y la propuesta

El enfoque desarrollado en este trabajo se diferencia de los publicados hasta ahora. Los
trabajos anteriores se refieren a la busqueda de un conjunto minimo de reglas a partir de
una definicion de redundancia y desarrollan un mecanismo de inferencia para generar las
reglas redundantes descartadas. El algoritmo que se propone en esta investigacion utiliza
el conocimiento que poseen los especialistas para podar las reglas que lo contengan.
Ambos enfoques son diferentes por lo que no son comparables en esencia, sin embargo
se decidio establecer una comparacion entre el indice de poda del enfoque propuesto

con el de trabajos anteriores, algunos mostrados en el capitulo 1.

MINMAX RELIABLE CRS METARULES CHARM

Fig 2.10 indices de poda de trabajos tradicionales

La Figura 2.10 muestra el indice de poda de algunos trabajos relevantes sobre el cubo
de datos referente a la investigacion de las especies de hongos con un soporte de 0.3.
Se selecciond este modelo debido a que fue posible tener acceso a diferentes
experimentos sobre el mismo. Los valores son referentes a las investigaciones MinMax
(Pasquier, et al., 2005), Reliable (Xu, et al., 2011), GB (Bastide, et al., 2000), CHARM



(Zaki, 2004), CRS (Liu, et al., 2011) y Meta-Rules (Berrado, et al., 2007). Como se
observa en la Figura 2.10 Reliable posee el mejor indice de poda, por lo que se selecciono
para establecer una comparacion con el mecanismo propuesto en este trabajo, con

diferentes valores de soporte como se muestra en la Tabla 2.4.

El indice de poda del mecanismo Reliable ofrece mejores resultados que el algoritmo
propuesto en este trabajo siempre que este ultimo cuente con menos de 15 reglas
conocidas. Si se posee este numero de reglas conocidas el mecanismo presentado en
este capitulo obtiene mejores indices para todos los valores de soporte excepto cuando
este es igual a 0.4, como se observa en la Figura 2.11. Cabe destacar que 15 reglas
representan solo 0.018% de todo el conjunto de reglas con soporte de 0.3% y 7.9% para

un soporte con valor de 0.7.

Con una cantidad discreta de reglas la propuesta presentada en este trabajo excede el
indice de poda de los mecanismos de reduccidon tradicionales. Por supuesto los
resultados dependen de la relacion que exista entre las reglas seleccionadas como
conocimiento previo con el conjunto de reglas extraidas. Mientras mayor conocimiento
posean los especialistas sobre el dominio bajo estudio, mejor sera el indice de poda

arrojado por el algoritmo propuesto.
Tabla 2.4 indice de Poda (Propuesta VS Reliable)

Soporte | Reliable Propuesta Propuesta Propuesta Propuesta

(6 reglas) (9reglas) (12 reglas) (15 reglas)

0.5 89 17 30 44 93
0.6 74 33 40 62 97
0.7 78 46 46 7 100
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3 CONCLUSIONLS

La idea fundamental de este trabajo esta relacionada con la definicidon de mineria de datos
el analisis de grandes volumenes de datos con el fin de extraer conocimiento y patrones
interesantes previamente desconocidos. Considerando que una regla de asociacion es
redundante si es previamente conocida por los especialistas, el enfoque propuesto poda
las reglas que cumplan dicha condicion y presenta al usuario final un conjunto mucho

mas simple.

El principal aporte de este trabajo es la definicion de un concepto de redundancia en
reglas de asociacion a partir del conocimiento previo y el desarrollo de un mecanismo
para eliminar este tipo de redundancia, que por lo tanto no forme parte del conjunto final
qgue se le presente a los especialistas. El tratamiento de redundancia es tratado por dos
procesos fundamentales. El primero es el responsable de detectar y podar elementos
redundantes en el antecedente o consecuente de una regla y el segundo determina si
todo el conocimiento que aporta una regla es redundante con respecto al conocimiento

previo y la descarta.

Los resultados alcanzados en la aplicacion del modelo a diferentes bases de datos
demuestran que es posible utilizar el conocimiento previo de los expertos para reducir el
volumen de reglas de asociacion presentadas a especialistas. Los modelos de reglas de
asociacion con pocas reglas pueden ser interpretados por los usuarios de manera clara,
lo cual genera ventajas en el proceso de toma de decisiones. Los resultados
experimentales  demostraron que con una cantidad de reglas de asociacion
pertenecientes al conocimiento previo que representen menos del 10% del total es

posible alcanzar hasta un 90% de indice de reduccion.
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4 RECOMENDACIONLS

Para una mayor utilizacién y mejoramiento del mecanismo de reduccion de redundancia

propuesto existen varios pasos a tener en cuenta:

» Integrar la implementacion del mecanismo a la herramienta Cube Factory,
disefiada para implementar modelos multidimensionales y que cuenta con una
serie se algoritmos de extraccién de reglas, pero no con un mecanismo para
reducirlas.

» Incorporar incertidumbre en las reglas conocidas, o sea tener en cuenta el

conocimiento previo con cierto grado de confianza.
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